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Με ατοµική µου ευθύνη και γνωρίζοντας τις κυρώσεις(1), που προβλέπονται από της διατάξεις της παρ.
6 του άρθρου 22 του Ν. 1599/1986, δηλώνω ότι :
1. ∆εν παραθέτω κοµµάτια ϐιβλίων ή άρθρων ή εργασιών άλλων αυτολεξεί χωρίς να τα περικλείω σε

εισαγωγικά και χωρίς να αναφέρω το συγγραφέα, τη χρονολογία, τη σελίδα. Η αυτολεξεί παράθεση χωρίς

εισαγωγικά χωρίς αναφορά στην πηγή, είναι λογοκλοπή. Πέραν της αυτολεξεί παράθεσης, λογοκλοπή ϑε-

ωρείται και η παράφραση εδαφίων από έργα άλλων, συµπεριλαµβανοµένων και έργων συµφοιτητών µου,

καθώς και η παράθεση στοιχείων που άλλοι συνέλεξαν ή επεξεργάσθηκαν, χωρίς αναφορά στην πηγή.

Αναφέρω πάντοτε µε πληρότητα την πηγή κάτω από τον πίνακα ή σχέδιο, όπως στα παραθέµατα.

2. ∆έχοµαι ότι η αυτολεξεί παράθεση χωρίς εισαγωγικά, ακόµα κι αν συνοδεύεται από αναφορά στην πηγή

σε κάποιο άλλο σηµείο του κειµένου ή στο τέλος του, είναι αντιγραφή. Η αναφορά στην πηγή στο τέλος

π.χ. µιας παραγράφου ή µιας σελίδας, δεν δικαιολογεί συρραφή εδαφίων έργου άλλου συγγραφέα, έστω

και παραφρασµένων, και παρουσίασή τους ως δική µου εργασία.

3. ∆έχοµαι ότι υπάρχει επίσης περιορισµός στο µέγεθος και στη συχνότητα των παραθεµάτων που µπορώ

να εντάξω στην εργασία µου εντός εισαγωγικών. Κάθε µεγάλο παράθεµα (π.χ. σε πίνακα ή πλαίσιο, κλπ),

προϋποθέτει ειδικές ϱυθµίσεις, και όταν δηµοσιεύεται προϋποθέτει την άδεια του συγγραφέα ή του εκδότη.

Το ίδιο και οι πίνακες και τα σχέδια

4. ∆έχοµαι όλες τις συνέπειες σε περίπτωση λογοκλοπής ή αντιγραφής.

Ηµεροµηνία : . . . . . . /... . . /20. . . . . .

Ο – Η ∆ηλ.

(Υπογραφή)

(1) «΄Οποιος εν γνώσει του δηλώνει ψευδή γεγονότα ή αρνείται ή αποκρύπτει τα αλη-
ϑινά µε έγγραφη υπεύθυνη δήλωση του άρθρου 8 παρ. 4 Ν. 1599/1986 τιµωρείται
µε ϕυλάκιση τουλάχιστον τριών µηνών. Εάν ο υπαίτιος αυτών των πράξεων σκόπευε
να προσπορίσει στον εαυτόν του ή σε άλλον περιουσιακό όφελος ϐλάπτοντας τρίτον ή
σκόπευε να ϐλάψει άλλον, τιµωρείται µε κάθειρξη µέχρι 10 ετών.
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Περίληψη

Ο καρκίνος του παχέος εντέρου και του πνεύµονα αποτελούν δύο από τις συχνότερες
και πιο επικίνδυνες µορφές καρκίνου. Η διάγνωσή τους στα αρχικά στάδια µπορεί
να συµβάλει σηµαντικά στην έκβαση της ϑεραπευτικής αντιµετώπισης. Η παρούσα
εργασία εστιάστηκε στην ανάπτυξη και σύγκριση πέντε διαφορετικών αρχιτεκτονικών
συνελικτικών δικτύων για την αναγνώριση αδενοκαρκινωµάτων του παχέος εντέρου,
αδενοκαρκινωµάτων του πνεύµονα και ακανθοκυτταρικών καρκινωµάτων του πνεύµονα
σε ιστοπαθολογικές εικόνες. ΄Ολα τα µοντέλα πέτυχαν ακρίβεια υψηλότερη του 97%,
ενώ δύο από αυτά πέτυχαν ακρίβεια 99,8%. Τα αποτελέσµατα συγκρίθηκαν µε εκείνα
ενός προεκπαιδευµένου VGG16 δικτύου. Σε όλες τις περιπτώσεις, τα µοντέλα που
αναπτύχθηκαν είχαν καλύτερη απόδοση από το µοντέλο VGG.

Λέξεις - Κλειδιά: Καρκίνος Πνεύµονα, Καρκίνος Παχέος Εντέρου, Τεχνητά Νευρωνικά
∆ίκτυα, Ιστοπαθολογικές Εικόνες, Λήψη Κλινικών Αποφάσεων
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Abstract

Colon and lung cancer are two of the most common and dangerous types of cancers.
Their diagnosis in early stages can significantly contribute to the outcome of the
therapeutic process. This thesis was focused on the development and comparison
of five different convolutional neural network architectures for the identification of
colon adenocarcinoma, lung adenocarcinoma and lung squamous cell carcinoma in
histopathological images. All models achieved an accuracy above 97%, while two
of them in particular achieved an accuracy of 99.8%. The results were compared
to those of a pretrained VGG16 network. In all cases, models created from scratch
outperformed VVG model.

Keywords: Lung Cancer, Colon Cancer, Artificial Neural Networks, Histopathologi-
cal Images, Clinical Decision Making
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Κεφάλαιο 1

Εισαγωγή

Ο καρκίνος αναφέρεται σε ένα σύνολο ασθενειών, κοινό χαρακτηριστικό των οποίων
είναι ο ανεξέλεγκτος πολλαπλασιασµός κυττάρων, εξαιτίας τυχαίων µεταλλάξεων που
διαταράσσουν τους ϕυσιολογικούς µηχανισµούς ϱύθµισης της κυτταρικής ανάπτυξης.
Η άκρατη ανάπτυξη των κυττάρων έχει ως αποτέλεσµα το σχηµατισµό όγκων, δηλαδή
κυτταρικών µαζών, οι οποίοι σε περίπτωση που είναι «κακοήθεις» µπορεί να προκα-
λέσουν σοβαρή ϐλάβη στον οργανισµό και να οδηγήσοουν ακόµη και στο ϑάνατο. Οι
κακοήθεις όγκοι έχουν την τάση να εισβάλλουν σε παρακείµενους ιστούς, καταστρέφο-
ντάς τους, ενώ παράλληλα διαδίδονται µέσω της κυκλοφορίας του αίµατος σε άλλα
µέρη του σώµατος, παράγοντας δευτερογενείς όγκους, ένα ϕαινόµενο που καλείται
«µετάσταση». Σήµερα, ο καρκίνος αποτελεί µία από τις σοβαρότερες και δυσκολότε-
ϱα αντιµετωπίσιµες παθήσεις. Σύµφωνα µε τον Παγκόσµιο Οργανισµό Υγείας (World
Health Organization – WHO), µόνο το 2020, ήταν υπεύθυνος για περίπου 10 εκατοµ-
µύρια ϑανάτους παγκοσµίως [1].

∆ύο από τις συνηθέστερες και πιο επικίνδυνες µορφές καρκίνου είναι ο καρκίνος του
παχέος εντέρου και του πνεύµονα. Συγκεκριµένα, το 2020 καταγράφηκαν 1,93 εκα-
τοµµύρια περιπτώσεις καρκίνου του παχέος εντέρου και 2,21 εκατοµµύρια περιπτώσεις
καρκίνου του πνεύµονα [1]. Επιπλέον, οι δύο παραπάνω τύποι καρκίνου κατατάσσο-
νται ανάµεσα στους περισσότερο ϑανατηφόρους, αφού την ίδια χρονιά ήταν υπεύθυνοι
για 916.000 και 1,8 εκατοµµύρια ϑανάτους, αντίστοιχα [1]. Παρόλο που οι συγκε-
κριµένες παθήσεις µπορούν να αντιµετωπιστούν, καθοριστικό ϱόλο στην έκβαση της
ϑεραπευτικής αντιµετώπισης διαδραµατίζει η έγκαιρη διάγνωσή τους. Ενδεικτικά, το
ποσοστό επιβίωσης για τουλάχιστον πέντε έτη των νοσούντων από καρκίνο του παχέος
εντέρου είναι 91% αν η διάγνωση τεθεί σε αρχικά στάδια, όπου ο καρκίνος είναι α-
κόµη εντοπισµένος. Αντίθετα, αν ο καρκίνος έχει επεκταθεί σε αποµακρυσµένα σηµεία
του σώµατος, η αντίστοιχη πιθανότητα είναι µόλις 13% [2]. Βάσει των παραπάνω, κα-
ϑίσταται εύκολα αντιληπτή η σηµασία της ελαχιστοποίησης του κινδύνου εσφαλµένης
διάγνωσης στα αρχικά στάδια, όπου τα συµπτώµατα δεν είναι τόσο ισχυρά. Η Τεχνητή
Νοηµοσύνη ϑα µπορούσε να συνεισφέρει σηµαντικά σε αυτή την προσπάθεια, µέσω της
ανάπτυξης συστηµάτων ανάλυσης και ερµηνείας ιστοπαθολογικών εικόνων.
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Κεφάλαιο 1 Εισαγωγή

Το συγκεκριµένο πρόβληµα έχει µελετηθεί στη ϐιβλιογραφία. Μία ενδιαφέρουσα µε-
λέτη ήταν αυτή των Chehade et al [3], οι οποίοι κατασκεύασαν ένα σύστηµα υποβοη-
ϑύµενης από τον υπολογιστή διάγνωσης του καρκίνου του παχέος εντέρου και του πνέυ-
µονα, ϐασισµένο σε παραδοσιακές µεθόδους µηχανικής µάθησης. Οι παραδοσιακές
µέθοδοι µηχανικής µάθησης διαθέτουν το πλεονέκτηµα της υψηλότερης ερµηνευσι-
µότητας σε σχέση µε τα µοντέλα ϐαθιάς µάθησης, τα οποία χρησιµοποιούνται τυπικά
σε τέτοια προβλήµατα. Οι ερευνητές χρησιµοποίησαν τους ταξινοµητές XGBoost, SVM,
LDA, Random Forest, LightGBM, καθώς και ένα MultiLayer Perceptron (MLP) στο
σύνολο ιστοπαθολογικών εικόνων LC25000, το οποίο περιλαµβάνει πέντε διαφορετικο-
ύς τύπους ιστού του παχέος εντέρου και του πνεύµονα. Οι ταξινοµητές κατάφεραν να
διακρίνουν τους πέντε τύπους ιστού σε ικανοποιητικό ϐαθµό, µε καλύτερη απόδοση
από αυτούς να εµφανίζει ο XGBoost, ο οποίος πέτυχε ακρίβεια 99%.

Οι Teramoto et al [4], ανέπτυξαν ένα συνελικτικό νευρωνικό δίκτυο, αποτελούµενο α-
πό τρία επίπεδα συνέλιξης, τρία επίπεδα χωρικής υποδειγµατοληψίας και δύο πλήρως
συνδεδεµένα επίπεδα, για την ταξινόµηση µικροσκοπικών εικόνων στις παρακάτω τρεις
κατηγορίες : αδενοκαρκίνωµα πνεύµονα, ακανθοκυτταρικό καρκίνωµα πνεύµονα και
µικροκυτταρικό καρκίνωµα πνεύµονα. Για την αποφυγή της υπερπροσαρµογής εφαρ-
µόστηκε στο στάδιο της προεπεξεργασίας η τεχνική της επαύξησης δεδοµένων, ενώ η
αξιολόγηση του µοντέλου πραγµατοποιήθηκε µε χρήση της µεθόδου διασταυρωµένης
επικύρωσης (cross-validation). Το δίκτυο κατάφερε να διακρίνει τις τρεις περπτώσεις
µε ακρίβεια περίπου 71%.

Μία ακόµη σχετική µελέτη, ϐασισµένη στην τεχνική της µεταφερόµενης µάθησης,
πραγµατοποιήθηκε από τους Abbas et al [5], οι οποίοι χρησιµοποίησαν ένα σύνολο
προεκπαιδευµένων δικτύων για την ταξινόµηση 15.000 περιπτώσεων ιστού του πνε-
ύµονα του συνόλου δεδοµένων LC25000 στις εξής τρεις κατηγορίες : αδενοκαρκίνωµα,
ακανθοκυτταρικό καρκίνωµα και καλοήθης ιστός πνεύµονα. Στο στάδιο της προεπε-
ξεργασίας, πραγµατοποιήθηκε αναστροφή ως προς τον οριζόντιο και κάθετο άξονα και
τυχαία µεταβολή της εστίασης και της ϕωτεινότητας των εικόνων. Στη συνέχεια, συ-
γκρίθηκε η απόδοση των προεκπαιδευµένων δικτύων VGG-19, AlexNet, ResNet-18,
ResNet-34, ResNet-50 και ResNet-101. Η ακρίβεια των παραπάνω µοντέλων ήταν
98,93%, 97,26%, 98,8%, 99,18%, 99,6% και 99,8%, αντίστοιχα.

Μία ακόµη προσέγγιση ήταν αυτή των Mehmood et al [6], οι οποίοι χρησιµοποίησαν ένα
προεκπαιδευµένο AlexNet δίκτυο για την κατηγοριοποίηση των εικόνων του συνόλου
δεδοµένων LC25000 σε πέντε κλάσεις. Τα πρώτα αποτελέσµατα ήταν ενθαρρυντικά, α-
ϕού η ακρίβεια για όλες τις κλάσεις ήταν υψηλή, µε εξαίρεση µίας εξ αυτών στην οποία
το µοντέλο σηµείωσε ακρίβεια 89%. Με σκοπό την αύξηση της συνολικής ακρίβειας του
µοντέλου και την ταυτόχρονη διατήρηση της χαµηλής υπολογιστικής πολυπλοκότητας,
οι ερευνητές εφάρµοσαν µία τεχνική ϐελτίωσης της αντίθεσης µόνο στις εικόνες της
κλάσης στην οποία το µοντέλο παρουσίασε µειωµένη απόδοση. Η συγκεκριµένη µεθο-
δολογία είχε ως αποτέλεσµα την αύξηση της συνολικής ακρίβειας σε 98,4%.
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Τέλος, οι Bukhari et al [7], χρησιµοποίησαν τρεις εκδοχές του προεκπαιδευµένου µο-
ντέλου ResNet (ResNet-18, ResNet-34 και ResNet-50) για τον εντοπισµό αδενοκαρκι-
νώµατος του παχέος εντέρου σε ιστολογικές εικόνες. Στη συγκεκριµένη µελέτη, συνδυ-
άστηκαν δύο διαφορετικά σύνολα δεδοµένων, το LC25000 και το CRAG Dataset. Από
αυτά, το πρώτο χρησιµοποιήθηκε αποκλειστικά για την εκπαίδευση και επαλήθευση
των δικτύων, ενώ το δεύτερο αξιολογήθηκε από δύο ιστοπαθολόγους και διαχωρίστηκε
σε δύο υποσύνολα, το ένα εκ των οποίων αξιοποιήθηκε για την εκπαίδευση, ενώ το
δεύτερο για τον έλεγχο των µοντέλων. Την υψηλότερη απόδοση σηµείωσε το µοντέλο
ResNet-50, µε ακρίβεια 93,91%, ενώ τα ResNet-34 και ResNet-18 σηµείωσαν ακρίβεια
93,04%.

Από τα παραπάνω, γίνεται αντιληπτό πως η Τεχνητή Νοηµοσύνη ϑα µπορούσε να συνει-
σφέρει στην υποβοήθηση της λήψης κλινικών αποφάσεων και, ως εκ τούτου, η ανάπτυξη
σχετικών συστηµάτων αποτελεί ένα πολλά υποσχόµενο πεδίο. Η παρούσα εργασία επι-
κεντρώνεται στην κατασκευή και σύγκριση διαφορετικών αρχιτεκτονικών συνελικτικών
νευρωνικών δικτύων µε στόχο την ανάπτυξη ενός µοντέλου αναγνώρισης του καρκίνου
του παχέος εντέρου και του πνεύµονα. Τα µοντέλα καλούνται να ταξινοµήσουν τα δε-
ίγµατα στις πέντε παρακάτω κατηγορίες : αδενοκαρκίνωµα παχέος εντέρου, καλοήθης
ιστός παχέος εντέρου, αδενοκαρκίνωµα του πνεύµονα, ακανθοκυτταρικό καρκίνωµα
πνεύµονα και καλοήθης ιστός πνεύµονα. Στη συνέχεια, η απόδοσή τους συγκρίνεται
µε εκείνη ενός προεκπαιδευµένου VGG16 δικτύου.

Στο δεύτερο κεφάλαιο της εργασίας, πραγµατοποιείται µία γενικότερη επισκόπηση της
περιοχής της Τεχνητής Νοηµοσύνης, µε αναφορές σε ϐασικές έννοιες, όπως τα είδη της
µηχανικής µάθησης και κάποια αντιπροσωπευτικά προβλήµατα της κάθε κατηγορίας.
Στο τρίτο κεφάλαιο, γίνεται εκτενής αναφορά στα Τεχνητά Νευρωνικά ∆ίκτυα, στα οποία
ϐασίστηκε η περιµατική διαδικασία. Τέλος, στο τέταρτο κεφάλαιο, παρουσιάζεται το
πρακτικό µέρος, τα αποτελέσµατα που προέκυψαν καθώς και τα συµπεράσµατα και οι
µελλοντικές επεκτάσεις.
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Η Τεχνητή Νοηµοσύνη ϐρίσκεται στο σταυροδρόµι πολλών διαφορετικών επιστηµών,
συµπεριλαµβανοµένων των µαθηµατικών, της επιστήµης των υπολογιστών, της ψυχο-
λογίας και της γλωσσολογίας [8]. Στο πέρασµα του χρόνου έχουν γίνει πολυάριθµες
προσπάθειες ορισµού της οι οποίες διαφοροποιούνται ως προς τον προσδιορισµό του
στόχου της. Κάποιοι από τους ορισµούς που έχουν διατυπωθεί ϐασίζονται στη διαδι-
κασία σκέψης και συλλογισµού, προτείνοντας πως σκοπός της Τεχνητής Νοηµοσύνης
είναι η ανάπτυξη συστηµάτων που αναπαράγουν την ανθρώπινη σκέψη ή η κατασκευή
συστηµάτων που σκέφτονται λογικά. ΄Αλλοι, επικεντρώνονται στη συµπεριφορά, ανα-
ϕέροντας πως στόχος της είναι η δηµιουργία συστηµάτων που έχουν την ικανότητα να
αναπαράγουν τη συµπεριφορά του ανθρώπου ή συστηµάτων που αντιδρούν σύµφωνα µε
τη λογική. Μια γενική περιγραφή, η οποία συνδυάζει τα περισσότερα από τα παραπάνω
στοιχεία, υποστηρίζει πως «Τεχνητή Νοηµοσύνη είναι ο τοµέας της Επιστήµης των Υπο-

λογιστών που ασχολείται µε τη σχεδίαση και την υλοποίηση υπολογιστικών συστηµάτων

τα οποία είναι ικανά να µιµηθούν τις ανθρώπινες γνωστικές ικανότητες, εµφανίζοντας

έτσι χαρακτηριστικά που αποδίδουµε συνήθως σε ανθρώπινη συµπεριφορά, όπως για πα-

ϱάδειγµα η επίλυση προβληµάτων, η αντίληψη και κατανόηση εικόνων, η µάθηση, η

εξαγωγή συµπερασµάτων, η κατανόηση ϕυσικής γλώσσας, κτλπ» [8].

Η Τεχνητή Νοηµοσύνη δύναται να διακριθεί σε δύο κατηγορίες ανάλογα µε την προσέγ-
γιση που ακολουθείται για την παραγωγή της ευφυούς συµπεριφοράς [8]. Η Κλασσική
ή Συµβολική Τεχνητή Νοηµοσύνη προσπαθεί να µιµηθεί την ανθρώπινη νοηµοσύνη
µέσω της κατασκευής συστηµάτων που ϐασίζονται σε σύµβολα τα οποία αναπαριστούν
έννοιες ή σχέσεις µεταξύ των εννοιών. Αντιπροσωπευτικά παραδείγµατα αποτελούν τα
συστήµατα που χρησιµοποιούν αναπαράσταση γνώσης όπως λογική ή κανόνες. Στον α-
ντίποδα, η Υπολογιστική Νοηµοσύνη ή, εναλλακτικά, η Συνδετική Τεχνητή Νοηµοσύνη,
προσδίδει στις µηχανές ιδιότητες ευφυϊας πορσωµοιώνοντας ϐιολογικές διεργασίες,
όπως η εξέλιξη των ειδών και ο µηχανισµός λειτουργίας του ανθρώπινου εγκεφάλου.
Βασικοί εκπρόσωποι της συγκεκριµένης κατηγορίας είναι οι γενετικοί αλγόριθµοι και
τα Τεχνητά Νευρωνικά ∆ίκτυα. Στο σηµείο αυτό, αξίζει να διευκρυνιστεί ότι παρόλο που
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όλες οι τεχνικές Τεχνητής Νοηµοσύνης επιστρατεύουν υπολογιστικές µεθόδους, ο όρος
«Υπολογιστική Νοηµοσύνη» χρησιµοποιείται ευρέως για να περιγράψει µη-συµβολικές
µεθόδους. ΄Ενας άλλος διαχωρισµός της Τεχνητής Νοηµοσύνης πραγµατοποιείται µε
γνώµονα τον στόχο των µεθόδων της. Από τη µία πλευρά, η Αδύναµη ή Περιορισµένη
Τεχνητή Νοηµοσύνη αποσκοπεί στην ανάπτυξη συστηµάτων που απλά προσωµοιώνουν
την ανθρώπινη σκέψη, ενώ αντίθετα η Ισχυρή ή Γενική Τεχνητή Νοηµοσύνη επικεντρώε-
νται στη δηµιουργία µηχανών που έχουν την ικανότητα να σκέφτονται πραγµατικά.

Τα ϑεµέλια της Τεχνητής Νοηµοσύνης τέθηκαν στην αρχαιότητα, όταν ο Αριστοτέλης
πρότεινε µια σειρά κανόνων που περιέγραφαν τη διαδικασία της «ορθής σκέψης» και
αποτέλεσαν τους δοµικούς λίθους για την ανάπτυξη του ερευνητικού πεδίου της λογι-
κής. Εντούτοις, η πρώτη επίσηµη εργασία παρουσιάστηκε το 1943 από τους Warren
McCulloch και Walter Pitts και αφορούσε τη δηµιουργία ενός µοντέλου Τεχνητών Νευ-
ϱωνικών ∆ικτύων για τον υπολογισµό µαθηµατικών συναρτήσεων. Λίγα χρόνια αργότε-
ϱα, το 1950, ο πατέρας της Τεχνητής Νοηµοσύνης, Alan Turing, πρότεινε ένα παιχνίδι
µίµησης το οποίο έµεινε στην ιστορία ως «∆οκιµασία Turing» και είχε ως στόχο να
απαντήσει στο ερώτηµα «Μπορούν οι µηχανές να σκέφτονται·». Στη συγκεκριµένη δοκι-
µασία, συµµετέχουν τρεις παίκτες, δύο άνθρωποι και µια µηχανή. Ο ένας από τους δύο
ανθρώπους, έχει το ϱόλο του εξεταστή και ϑέτει ερωτήσεις στους άλλους δύο παίκτες
µε σκοπό να διαπιστώσει ποιος είναι το ϕυσικό πρόσωπο και ποιος ο υπολογιστής. Αν
µετά από ορισµένο πλήθος ερωτήσεων ο εξεταστής δεν ανταποκριθεί µε επιτυχία στη
δοκιµασία ϑεωρείται ότι ο υπολογιστής διαθέτει νοηµοσύνη. Ορόσηµο στην ιστορία της
Τεχνητής Νοηµοσύνης αποτελεί επίσης η διοργάνωση του συνεδρίου µε ϑέµα τη ϑεωρία
αυτοµάτων, τα νευρωνικά δίκτυα και τη µελέτη της ευφυίας από τους John McCarthy,
Marvin Minsky και Claude Shannon το 1956 στο Dartmouth College. Η συγκεκριµένη
συνάντηση, κατά τη διάρκεια της οποίας αποφασίστηκε η υιοθέτηση του όρου «Τεχνητή

Νοηµοσύνη» για την περιγραφή του εν λόγω πεδίου, διαδραµάτισε καθοριστικό ϱόλο
στη µετέπειτα εξέλιξη της ερευνητικής πριοχής [8].

Συνοπτικά, διακρίνονται τέσσερις περίοδοι στην ιστορία της Τεχνητής Νηµοσύνης [9].
Στην προϊστορική περίοδο, η Τεχνητή Νοηµοσύνη υπήρχε µόνο υπό την µορφή ϑεω-
ϱητικών περιγραφών και αναφορών. Στη συνέχεια, ακολούθησε η κλασική περίοδος, η
οποία πιστεύεται πως ξεκίνησε το 1950 µε την εργασία του Αµερικανού επιστήµονα και
Πατέρα της Θεωρίας Υπολογισµού Claude Shannon µε τίτλο «Programming a Computer

for Playing Chess» [10]. Η έρευνα εκείνη την εποχή, αφορούσε κυρίως τα προβλήµα-
τα αναζήτησης στον τοµέα των παιγνίων και την απόδειξη ϑεωρηµάτων. Το τέλος της
κλασικής περιόδου σηµατοδοτήθηκε από τη δηµοσίευση «Computers and thought» των
Feigenbaum και Feldman το 1963 [11]. Ακολούθησε η ϱοµαντική περίοδος, η οποία
διήρκησε έως τα µέσα της δεκαετίας του 1970 και χαρακτηρίστηκε από την ανάπτυξη
µηχανών που είχαν την ικανότητα να κατανοούν τη ϕυσική γλώσσα. Τέλος, η µοντέρνα
περίοδος εκτείνεται από το δεύτερο µισό της δεκαετίας του 1970 έως τα τέλη της δε-
καετίας του 1980. Η έρευνα τότε αφιερώθηκε στην ανάπτυξη συστηµάτων ϐασισµένων
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στη γνώση και στην επίλυση πρακτικών προβληµάτων µε απώτερο σκοπό την εµπορική
εκµετάλλευση της Τεχνητής Νοηµοσύνης. ΄Αξιο αναφοράς, είναι το σύστηµα MYCIN το
οποίο αναπτύχθηκε στις αρχές της δεκαετίας του 1970 από το πανεπιστήµιο Stanford
και είχε ως στόχο την υποβοήθηση της διάγνωσης µολυσµατικών ασθενειών και την
πρόταση της κατάλληλης ϑεραπευτικής αντιµετώπισης [12].

Σήµερα, έπειτα από δεκαετίες έρευνας, διανύουµε τη µεταµοντέρνα εποχή της Τεχνη-
τής Νοηµοσύνης, µε την τελευταία να ϐρίσκει πραγµατική εφαρµογή, έχοντας παρει-
σφρήσει στους περισσότερους τοµείς της καθηµερινότητας. Στο διαδίκτυο, τα συστήµα-
τα συστάσεων παράγουν εξατοµικευµένες προτάσεις προϊόντων ή υπηρεσιών, τα ϕίλτρα
περιορισµού της ανεπιθύµητης αλληλογραφίας ταξινοµούν αυτόµατα τα ηλεκτρονικά
µηνύµατα, ενώ παράλληλα, προσωπικοί ψηφιακοί ϐοηθοί, όπως η Google Assistant της
Google, η Alexa της Amazon ή η Siri της Apple, επικοινωνούν µέσω ϕωνητικών εντολών
µε τους χρήστες των smartphone και πραγµατοποιούν ενέργειες προκειµένου να ικανο-
ποιήσουν κάποιο αίτηµά τους. Ακόµη, ο κλάδος των οικονοµικών και των επιχειρήσεων
αξιοποιεί ευφυείς µηχανισµούς στην αυτοµατοποίηση της ϱοής των εργασιών, στην α-
ναγνώριση µη εξουσιοδοτηµένης χρήσης πιστωτικών καρτών και στην πραγµατοποίηση
διαδικτυακών συναλλαγών [8]. Στις µεταφορές, η Τεχνητή Νοηµοσύνη έχει εφαρµοστεί
στην ανάπτυξη συστηµάτων έγκαιρης προειδοποίησης του οδηγού σε περιπτώσεις κιν-
δύνου, στην εύρεση της ϐέλτιστης διαδροµής, στην αυτόνοµη οδήγηση και στη ϱύθµιση
της οδικής κυκλοφορίας [13]. Η αγροτική παραγωγή είναι ένας τοµέας που επίσης
µπορεί να επωφεληθεί από µεθόδους Τεχνητής Νοηµοσύνης, µέσω της ανάπτυξης ερ-
γαλείων παρακολούθησης των Ϲώων, εντοπισµού ασθενειών σε καλλιέργειες [14] και
πρόβλεψης των καιρικών ϕαινοµένων [15]. Τέλος, τεχνολογίες Τεχνητής Νοηµοσύνης
έχουν αποδειχθεί ιδιαιτέρως αποτελεσµατικές στην Ιατρική [16], στην Αστρονοµία [17],
στην εκπαίδευση [18], και στη Νοµική [19].

2.1 Περιοχές της Τεχνητής Νοηµοσύνης

Η Τεχνητή Νοηµοσύνη συνιστά ένα σύνθετο πεδίο που περιλαµβάνει διάφορες επιστη-
µονικές περιοχές. Ανάµεσα στις σηµαντικότερες εξ αυτών ϐρίσκονται η µηχανική και
η ϐαθιά µάθηση, η τεχνητή όραση και η επεξεργασία ϕυσικής γλώσσας.
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Μηχανική Μάθηση:

Η µηχανική µάθηση αναφαίρεται στην ικανότητα των µηχανών να επιτελούν διεργα-
σίες χωρίς να έχουν προγραµµατιστεί ϱητά και να ϐελτιώνουν αυτόµατα την απόδοσή
τους σε αυτές, αποκλειστικά ϐάσει της εµπειρίας τους [8] [20]. Οι αλγόριθµοι µηχανι-
κής µάθησης καταφέρνουν να εξάγουν πολύτιµη γνώση και να πραγµατοποιούν προ-
ϐλέψεις µέσω της εκπαίδευσής τους σε σύνολα δεδοµένων, δίχως την ανάγκη ύπαρξης
κάποιας προκαθορισµένης γνώσης [8]. ΄Ενα υποσύνολο της µηχανικής µάθησης, η ϐα-
ϑιά µάθηση, έχει γνωρίσει τεράστια άνθιση τα τελευταία χρόνια χάρις σε ένα συνδυασµό
παραγόντων όπως η ϱαγδαία αύξηση της υπολογιστικής ισχύος και η µεγάλη διαθεσι-
µότητα δεδοµένων. Το συγκεκριµένο πεδίο ϐασίζεται στη χρήση Τεχνητών Νευρωνικών
∆ικτύων, δηλαδή µηχανών εκµάθησης αποτελούµενων από υπολογιστικές µονάδες που
καλούνται νευρώνες και λειτουργούν προσωµοιώνοντας τον ϐιολογικό µηχανισµό του
ανθρώπινου νευρικού συστήµατος.

Τενχητή ΄Οραση:

Η Τεχνητή ΄Οραση είναι ο τοµέας της Τεχνητής Νοηµοσύνης που έχει ως στόχο να κατα-
στήσει µια µηχανή ικανή να «ϐλέπει», δηλαδή να επεξεργάζεται και να ερµηνεύει οπτική
πληροφορία µε στόχο την άντληση χρήσιµης γνώσης ή την εκτέλεση κάποιας ενέργειας.
Κάποια δηµοφιλή προβλήµατα Τεχνητής ΄Ορασης είναι ο εντοπισµός αντικειµένων, η
αναγνώριση προσώπου, η ανίχνευση δραστηριότητας και η εκτιµηση της στάσης του
ανθρώπινου σώµατος [21].

Επεξεργασία Φυσικής Γλώσσας:

Μία ακόµη εξαιρετικά ενδιαφέρουσα περιοχή µελέτης, η οποία εµφανίστηκε τη δεκα-
ετία του 1950 ως τοµή της Τεχνητής Νοηµοσύνης και της γλωσσολογίας, είναι η Επε-
ξεργασία Φυσικής Γλώσσας [22]. Στόχος του συγκεκριµένου πεδίου είναι η κατανόηση,
εκµάθηση και παραγωγή περιεχοµένου ϕυσικής γλώσσας από τους υπολογιστές. Οι
αρχικές προσεγγίσεις πειλάµβαναν την αυτοµατοποίηση της ανάλυσης της δοµής της
ϕυσικής γλώσσας και την ανάπτυξη τεχνολογιών, όπως η µηχανική µετάφραση ή η
αναγνώριση και σύνθεση ϕωνής. Στη σηµερινή εποχή, οι ερευνητές ϐελτιώνουν τα συ-
γκεκριµένα εργαλεία µε σκοπό να τα αξιοποιήσουν σε προβλήµατα του πραγµατικού
κόσµου. Ορισµένα ενδεικτικά παραδείγµατα σχετικών εφαρµογών αφορούν την εξόρυ-
ξη γνώσης από τα κοινωνικά δίκτυα, τη δηµιουργία διαλογικών ϕωνητικών συστηµάτων
(spoken dialogue systems) και την αυτόµατη αναγνώριση της γνώµης των καταναλωτών
για ένα προϊόν ή κάποια υπηρεσία [23].
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2.2 Τεχνητή Νοηµοσύνη στην Ιατρική

Τα τελευταία πενήντα χρόνια, η ταχεία εξέλιξη της Τεχνητής Νοηµοσύνης έχει ϑέσει
νέες ϐάσεις στην Ιατρική. Η άνθιση των πεδίων της µηχανικής µάθησης και της ϐαθιάς
µάθησης, συνέβαλε σηµαντικά στη µετάβαση από τα παραδοσιακά µοντέλα προς την ε-
ξατοµικευµένη ιατρική ϕροντίδα. Ωστόσο, από τη «γέννηση» της Τεχνητής Νοηµοσύνης
έως ότου καταστεί εφικτή η εφαρµογή της στην Ιατρική, έπρεπε να υπερπηδηθούν
κάποια σηµαντικά εµπόδια. Τα πρώτα ϐήµατα προς αυτή την κατεύθυνση έγιναν τις
δεκαετίες 1950-1970 µε την ψηφιοποίηση των ιατρικών δεδοµένων [24]. Η ανάπτυξη
του πρώτου συστήµατος αναζήτησης ϐιοϊατρικών πληροφοριών µε την ονοµασία MED-
LARS (Medical Literature Analysis and Retrieval System) και της µηχανής αναζήτη-
σης PubMed από την Εθνική Βιβλιοθήκη της Ιατρικής (National Library of Medicine
– NLM) των ΗΠΑ τη δεκαετία του 1960, συντέλεσαν σηµαντικά στη µετέπειτα πρόοδο
της Βιοϊατρικής. Ακόµη, τη συγκεκριµένη χρονική περίοδο δηµιουργήθηκαν οι πρώτες
ϐάσεις δεδοµένων Κλινικής Πληροφορικής (Clinical Informatics) καθώς και τα πρώτα
συστήµατα ιατρικών αρχείων. Τα παραπάνω γεγονότα έθεσαν τα ϑεµέλια για τη µελλο-
ντική εφαρµογή της Τεχνητής Νοηµοσύνης στον κλάδο της Υγείας.

Τα χρόνια που µεσολάβησαν από τη δεκαετία του 1970 έως τις αρχές του 2000, χαρα-
κτηρίστηκαν ως «Χειµώνας της Τεχνητής Νοηµοσύνης», εξαιτίας του µειωµένου ενδια-
ϕέροντος και της ελλιπούς χρηµατοδότησης για την έρευνα στο συγκεκριµένο γνωστικό
αντικείµενο. Παρά τις δυσκολίες αυτές, η συνεργασία ανάµεσα στους πρωτοπόρους του
κλάδου συνεχίστηκε. Χαρακτηριστικό παράδειγµα, αποτελεί η διοργάνωση του πρώτου
workshop µε ϑέµα την εφαρµογή της Τεχνητής Νοηµοσύνης στην Ιατρική, χρηµατο-
δοτούµενο από το Εθνικό Ινστιτούτο Υγείας (National Institute of Health – NIH) των
ΗΠΑ, στο πανεπιστήµιο Rutgers το 1975. Παράλληλα, αναπτύχθηκαν κάποια από τα
πρώτα συστήµατα υποστήριξης κλινικών αποφάσεων. Στα τέλη της δεκαετίας του 1990,
το ενδιαφέρον για τη µηχανική µάθηση αναζωπυρώθηκε και ως εκ τούτου ενισχύθηκε
η προοπτική ενσωµάτωσης σχετικών εφαρµογών στην Ιατρική [24].΄Εκτοτε, ο ϱυθµός α-
νάπτυξης ευφυών συστηµάτων στο χώρο της υγείας επιταχύνεται ϑεαµατικά. Η µεγάλη
διαθεσιµότητα δεδοµένων, η δηµιουργία εξελιγµένων αλγορίθµων µηχανικής µάθησης,
η ϱαγδαία αύξηση της επεξεργαστικής ισχύος και του αποθηκευτικού χώρου των υπο-
λογιστικών συστηµάτων συνιστούν µερικούς µόνο από τους παράγοντες που συντέλεσαν
καθοριστικά στην αλµατώδη πρόοδο της Τεχνητής Νοηµοσύνης στην Ιατρική. Καίριο
ϱόλο στη σύγχρονη ιστορία της εφαρµογής της Τεχνητής Νοηµοσύνης στον κλάδο της
Υγείας είχε η δηµιουργία του υπερυπολογιστή Watson από την IBM το 2007. Το σύστη-
µα αυτό, ϐασιζόµενο σε τεχνικές Επεξεργασίας Φυσικής Γλώσσας (Natural Language
Processing – NLP), άνοιξε νέους ορίζοντες στη διαδικασία λήψης κλινικών αποφάσεων
σύµφωνα µε τις αρχές της Βασισµένης σε Ενδείξεις Ιατρικής (Evidence Baes Medicine –
EBM). Ταυτόχρονα, κυρίως µε τη συµβολή της ϐαθιάς µάθησης, η Τεχνητή Νοηµοσύνη
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έχει ϐρει εφαρµογή σε πολυάριθµους τοµείς της Ιατρικής, όπως η παθολογία, η δερµα-
τολογία, η οφθαλµολογία, η καρδιολογία, η γαστρεντερολογία και η ψυχιατρική [25].

Αδιαµφισβήτητα, ένας τοµέας στον οποίο η Τεχνητή Νοηµοσύνη έχει σηµειώσει µεγάλη
επιτυχία είναι η στήριξη της ιατρικής διάγνωσης µέσω της ερµηνείας και ανάλυσης
ιατρικών εικόνων. Ο εντοπισµός και η αξιολόγηση των ιατρικών ευρηµάτων συνιστά
συχνά µια δύσκολη δοκιµασία, ενώ δε παύει πάντα να υπεισέρχεται το στοιχείο της
υποκειµενικότητας του διαγνώστη. ΄Εχει παρατηρηθεί ότι 1-3 στις 10 µαστογραφίες
χαρακτηρίζονται εσφαλµένα ως αρνητικές, ενώ στα δύο τρίτα των περιπτώσεων αυτών
ο γιατρός έκανε λάθος εκτίµηση, αδυνατώντας να διαγνώσει τον καρκίνο του µαστού.
Τέτοιου είδους λάθη οφείλονται συχνά σε παράγοντες όπως η χαµηλή ποιότητα των
εικόνων, η οπτική κόπωση του κλινικού ή η περιπλοκότητα των ίδιων των ιατρικών
δεδοµένων [26]. ΄Οπως γίνεται ϕανερό µε ϐάση τα ήδη λεχθέντα, µία δεύτερη εκτίµηση
ϑα µπορούσε να µειώσει σηµαντικά τα περιστατικά εσφαλµένης διάγνωσης.

Οι επιστήµονες είχαν αναγνωρίσει τη συγκεκριµένη ανάγκη ήδη από τη δεκαετία του
1960, όταν εµφανίστηκε για πρώτη ϕορά η ιδέα των αυτοµατοποιηµένων συστηµάτων
διάγνωσης (Automated Computer Diagnosis – ACD), όπου η διάγνωση τίθεται αποκλει-
στικά από τον υπολογιστή χωρίς να λαµβάνεται υπόψη η γνώµη του γιατρού. Εντούτοις,
οι αρχικές προσπάθειες ανάπτυξης τέτοιων συστηµάτων δε στέφθηκαν µε επιτυχία, εξαι-
τίας της χαµηλής ισχύος των υπολογιστών, της έλλειψης εξελιγµένων τεχνικών επεξεργα-
σίας εικόνας και της µικρής διαθεσιµότητας ιατρικών δεδοµένων. Στις αρχές της δεκα-
ετίας του 1980, αφού διαπιστώθηκε πως η απαίτηση για την ανάπτυξη ενός συστήµατος
που ϑα µπορούσε να αντικαταστήσει τον ϱόλο του γιατρού δεν ήταν εφικτή, το ερευνη-
τικό ενδιαφέρον προσανατολίστηκε στην υποβοηθούµενη από τον υπολογιστή διάγνωση
(Computer Aided Diagnosis – CAD), η οποία λειτουργεί επικουρικά στη λήψη των κλι-
νικών αποφάσεων. Τα συστήµατα αυτά δέχονται ως είσοδο δεδοµένα, όπως ακτίνες Χ,
τοµογραφικές εικόνες ή εικόνες υπερήχων, µε σκοπό να παράξουν µία πρόβλεψη που
ϑα λειτουργήσει συνεργατικά µε την εκτίµηση του γιατρού για την διαµόρφωση της τελι-
κής διάγνωσης [27]. Τέτοια συστήµατα ϐασιζόµενα σε µεθόδους Τεχνητής Νοηµοσύνης,
και ειδικότερα στη ϐαθιά µάθηση, έχουν επιτύχει αντίστοιχη διαγνωστική ακρίβεια µε
τους επαγγελµατίες σε ασθένειες όπως η διαβητική αµφιβληστροειδοπάθεια [28] και ο
καρκίνος του δέρµατος [29]. Παράλληλα, σε άλλες περιπτώσεις, όπως η διάγνωση του
καρκίνου του µαστού, οι αλγόριθµοι µηχανικής µάθησης έχουν αποδειχθεί αποτελε-
σµατικότεροι από έµπειρους παθολόγους [30].

Εκτός από τις ιατρικές εικόνες, τα τελευταία χρόνια πραγµατοποιούνται εντατικές προ-
σπάθειες συλλογής και δηµοσιοποίησης στην επιστηµονική κοινότητα άλλων τύπων
κλινικών δεδοµένων, τα οποία µπορούν επίσης να αξιοποιηθούν από τις µεθόδους της
Τεχνητής Νοηµοσύνης προς όφελος της υγειονοµικής περίθαλψης. Τα δεδοµένα του
ανθρώπινου γονιδιώµατος αποδεικνύονται χρήσιµα σε προβλήµατα όπως η ανακάλυψη
ϐιοδεικτών σχετιζόµενων µε διάφορες ασθένειες και η ανάλυση του ανθρώπινου γο-
νιδιώµατος, ανοίγοντας το δρόµο προς την ευρεία εφαρµογή της Ιατρικής Ακριβείας.
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Μία επιπλέον σηµαντική πηγή ιατρικών δεδοµένων αποτελεί ο Ηλεκτρονικός Φάκελος
Υγείας (Electronic Health Record – HER) των ασθενών. Κάποιες ενδεικτικές εφαρµο-
γές επεξεργασίας των συγκεκριµένων πληροφοριών αποτελούν η ανάπτυξη συστηµάτων
για την πρόβλεψη της έκβασης του ασθενούς, της απόκρισής του σε µια συγκεκριµένη
ϑεραπεία, της νοσοκοµειακής επανεισαγωγής και της διάρκειας νοσηλείας. Τέλος, οι
ϕορετές συσκευές (wearable devices), όπως τα «έξυπνα ϱολόγια» (smart watches), οι
οποίες προσφέρουν συνεχή µέτρηση και καταγραφή των ϕυσιολογικών παραµέτρων,
µπορούν επίσης να συνεισφέρουν στον εντοπισµό πιθανών παθολογιών εφόσον τροφο-
δοτηθούν µε τα δεδοµένα που παράγονται από αυτές κατάλληλα µοντέλα µηχανικής
µάθησης.

Η παρακολούθηση των ασθενών, τόσο εντός όσο και εκτός νοσοκοµείου, αποτελεί έναν
ακόµη τοµέα στον οποίο µπορούν να ϕανούν χρήσιµες οι τεχνολογίες Τεχνητής Νοη-
µοσύνης. Οι συσκευές που χρησιµοποιούνται τυπικά για αυτό το σκοπό παράγουν
µεγάλες ποσότητες δεδοµένων και σε περίπτωση που συνδεθούν µε κάποιο ευφυή µη-
χανισµό µπορούν να ειδοποιήσουν έγκαιρα για αλλαγές στην κατάσταση της υγείας
του ασθενούς. Σε παθήσεις όπως η καρδιακή ανεπάρκεια, ο διαβήτης και η ηµικρανία
έχουν παρατηρηθεί καλύτερα κλινικά αποτελέσµατα µε την ενσωµάτωση ευφυών µη-
χανισµών στην αποµακρυσµένη παρακολούθηση [31]. Ακόµη, πολλές ϕορές, αφότου
παρέλθη το διάστηµα νοσηλείας, απαιτείται επιπλέον παρακολούθηση του ασθενούς.
Ωστόσο, η µετάβαση στο νοσκοµείο δεν είναι πάντα εύκολη, ιδιαίτερα όταν οι ασθενείς
δεν διαθέτουν αυτονοµία, όπως οι ηλικιωµένοι, ή ϐρίσκονται σε δυσπρόσιτες περιο-
χές. Στις περιπτώσεις αυτές, τα ευφυή συστήµατα ϑα µπορούσαν να συνεισφέρουν στην
αποµακρυσµένη αξιολόγηση της κατάστασης της υγείας τους από τους ειδικούς, µει-
ώνοντας το κόστος παράτασης της διάρκειας νοσηλείας και προσφέροντας µεγαλύτερη
ευελιξία.

Επιπρόσθετα, η Τεχνητή Νοηµοσύνη µπορεί να αυξήσει την ενεργή συµµετοχή και την
αφοσίωση των ασθενών στη ϑεραπευτική διαδικασία. ΄Εχει αποδειχθεί πως όταν οι α-
σθενείς ενθαρρύνονται να συµµετέχουν ενεργά στη διαδικασία της προτεινόµενης ϑερα-
πείας τείνουν να συµµορφώνονται ευκολότερα στις ιατρικές υποδείξεις, µε αποτέλεσµα
να παρουσιάζουν καλύτερα κλινικά αποτελέσµατα και υψηλότερη ικανοποίηση αναφο-
ϱικά µε τις υπηρεσίες που δέχθηκαν [16]. Ως εκ τούτου, η ενίσχυση της εµπλοκής του
πάσχοντα στην διαδικασία της ϑεραπευτικής αντιµετώπισης πρέπει να αποτελεί πρω-
ταρχικό στόχο για τους παρόχους υγείας. Στην προσπάθεια αυτή, ϑα µπορούσε να
συνεισφέρει η Τεχνητή Νοηµοσύνη µέσω της ανάπτυξης προσωπικών ψηφιακών ϐοη-
ϑών που ϑα υπενθυµίζουν, για παράδειγµα, στους ασθενείς την κατάλληλη ώρα για
τη λήψη της ϕαρµακευτικής αγωγής ή ϑα σχεδιάζουν εξατοµικευµένο πρόγραµµα α-
σκήσεων γυµναστικής ϐάσει των ιδιαίτερων χαρακτηριστικών τους. Τα συγκεκριµένα
συστήµατα, µπορούν να δηµιουργήσουν στον χρήστη την εντύπωση πως αλληλεπιδρά
µε ένα ον που διαθέτει ενσυναίσθηση και ενδιαφέρεται πραγµατικά για την επιτυχή
έκβαση της ϑεραπείας, µειώνοντας κατά αυτό τον τρόπο το ϕόρτο εργασίας των επαγ-

Σελίδα 10 από 72



Κεφάλαιο 2 Τεχνητή Νοηµοσύνη

γελµατιών υγείας και ϐελτιώνοντας την ποιότητα των υπηρεσιών [32].

Τέλος, η ϱοµποτικά υποβοηθούµενη χειρουργική συνιστά ένα ακόµαν ακόµα τοµέα
ενσωµάτωσης της Τεχνητής Νοηµοσύνης στην Ιατρική. Το εγκεκριµένο από την Αµερι-
κανική Υπηρεσία Τροφίµων και Φαρµάκων (Food and Drug Administration) ϱοµποτικό
σύστηµα «da Vinci» χρησιµοποιείται ευρέως σε χειρουργικές επεµβάσεις. Το συγκεκρι-
µένο σύτηµα παρουσιάστηκε για πρώτη ϕορά στις ΗΠΑ το 1995, ενώ η πρώτη του χρήση
στην κλινική πρακτική πραγµατοποιήθηκε το 1997 και το 1998 έγινε διαθέσιµο στην
αγορά. Στις ειδικότητες που έχουν υιοθετήσει τη χρήση του συγκαταλέγονται η καρδιο-
λογία, η ουρολογία, η ωτορινολαρυγγολογία και η γυναικολογία [33]. Κάποια από τα
πλεονεκτήµατα εφαρµογής της συγκεκριµένης τεχνολογίας, η οποία σχεδιάστηκε για
να συνδυάσει τις ικανότητες του γιατρού µε την ακρίβεια και τη συνέπεια στο αποτέλε-
σµα που διακρίνουν τα ϱοµποτικά συστήµατα, είναι η διεύρυνση του οπτικού πεδίου, η
αύξηση της ακρίβειας κινήσεων, η µείωση του απαιτούµενου χρόνου νοσηλείας και η ε-
λάττωση του µετεγχειρητικού πόνου. Μελλοντικά, πιστεύεται πως ϑα χρησιµοποιούνται
αυτόνοµα ϱοµποτικά συστήµατα ϐασισµένα στην Τεχνητή Νοηµοσύνη, τα οποία δε ϑα
λειτουργούν απλά υποβοηθητικά, αλλά ϑα διενεργούν εξ’ολοκλήρου τις χειρουργικές
επεµβάσεις χωρίς τη συµµετοχή του γιατρού. Ακόµα, ευφυή συστήµατα ϑα µπορούσαν
να καταστήσουν εφικτή την διεξαγωγή της επέµβασης από απόσταση.

Εκτός των παραπάνω, έχουν διερευνηθεί και πολλές άλλες περιπτώσεις αξιοποίησης της
Τεχνητής Νοηµοσύνης για τη ϐελτίωση των υπηρεσιών υγείας. Ορισµένες εξ αυτών είναι
η κατασκευή µοντέλων για την ανακάλυψη νέων ϕαρµάκων [34], η επιστράτευση της
µηχανικής µάθησης στη ϐελτιστοποίηση της διαχείρισης των νοσοκοµειακών πόρων και
του ανθρώπινου δυναµικού [35] και η χρήση συστηµάτων επαυξηµένης και εικονικής
πραγµατικότητας για την εκπαίδευση των γιατρών [32]. Ωστόσο, παρά την πολλά υ-
ποσχόµενη συνεισφορά της Τεχνητής Νοηµοσύνης στην αναβάθµιση της ποιότητας των
υπηρεσιών υγείας, δε παύουν να υπάρχουν και κάποιοι σηµαντικοί περιορισµοί όσον
αφορά τη χρήση της στην κλινική πράξη. Καταρχάς, πριν την ενσωµάτωση ευφυών αλ-
γορίθµων στην καθηµερινή ιατρική ϱουτίνα, είναι απαραίτητη η επιπλέον επικύρωση,
αποσφαλµάτωση και προσαρµογή των συγκεκριµένων µοντέλων ούτως ώστε αυτά να
παρέχουν όσο το δυνατόν πιο αξιόπιστες εκτιµήσεις όταν τροφοδοτηθούν µε άγνωστα
δεδοµένα. ΄Ενα άλλο σηµαντικό Ϲήτηµα αφορά την λήψη ενεργειών για τη διαφύλαξη
της ιδιωτικότητας των ασθενών και τη διασφάλιση της προστασίας των ιατρικών δεδο-
µένων που συλλέγονται, αποθηκεύονται και υπόκεινται σε επεξεργασία µε σκοπό την
κατασκευή µεθόδων µηχανικής µάθησης. Ακόµη, εγείρονται ηθικά διλήµµατα τα ο-
ποία πρέπει να απαντηθούν, όπως η ανάληψη ευθύνης σε περίπτωση λανθασµένης
απόφασης της µηχανής και ο καθορισµός των κριτηρίων σύµφωνα µε τα οποία λαµ-
ϐάνεται εν τέλει η ορθή απόφαση στις διαφορετικές περιπτώσεις.
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2.3 Μηχανική Μάθηση

΄Οπως αναφέρθηκε παραπάνω, η µηχανική µάθηση συνιστά έναν τοµέα της Τεχνητής
Νοηµοσύνης που αφορά τη σχεδίαση, ανάπτυξη και µελέτη αλγορίθµων οι οποίοι, ως
επακόλουθο της εκπαίδευσής τους σε πρωτογενή δεδοµένα, αντλούν πολύτιµη γνώση
και πραγµατοποιούν προβλέψεις. Κατά καιρούς, έχουν διατυπωθεί διάφοροι ορισµοί
του πεδίου. Ο πρωτοπόρος της Τεχνητής Νοηµοσύνης Arthur Samuel, ο οποίος επι-
νόησε τον όρο «µηχανική µάθηση» πρότεινε το 1959 πως πρόκειται για «το πεδίο που

δίνει τη δυνατότητα στους υπολογιστές να µάθουν χωρίς να έχουν προγραµµατιστεί ϱη-

τά» [36]. Μερικά χρόνια αργότερα, το 1987, ο επιστήµονας Jaime Carbonell, ο οποίος
διαδραµάτισε σηµαντικό ϱόλο στην ανάπτυξη εργαλείων και τεχνολογιών επεξεργασίας
ϕυσικής γλώσσας, χαρακτήρισε τη µηχανική µάθηση ως «πεδίο που µελετά υπολογιστι-

κές µεθόδους για την απόκτηση νέας γνώσης, νέων δεξιοτήτων και νέων τρόπων οργάνω-

σης της υπάρχουσας γνώσης» [37]. ΄Ενας ακόµη σηµαντικός ορισµός διατυπώθηκε το
1997 από τον επιστήµονα Tom Mitchell, ο οποίος υποστήριξε πως «΄Ενα πρόγραµµα υ-

πολογιστή ϑεωρείται ότι µαθαίνει από την εµπειρία Ε σε σχέση µε µια κατηγορία εργασιών

Τ και µια µετρική απόδοσης Ρ, αν η απόδοσή του σε εργασίες της Τ, όπως µετράται από

την Ρ, ϐελτιώνεται µε την εµπειρία Ε» [38].

2.3.1 Είδη Μηχανικής Μάθησης

Επιβλεπόµενη Μάθηση

Στην επιβλεπόµενη µάθηση, το σύστηµα εκπαιδεύεται σε ένα σύνολο δεδοµένων της
µορφής (xi , yi)n

i=1 αποτελούµενο από γνωστά παραδείγµατα, κάθε ένα από τα οποία
σχηµατίζεται από ένα Ϲεύγος εισόδου–εξόδου. Κάθε στοιχείο xi είναι ένα διάνυσµα χα-
ϱακτηριστικών, στο οποίο αντιστοιχεί µία τιµή εξόδου yi που ονοµάζεται ετικέτα (label)
και καθοδηγεί τη διαδικασία της µάθησης. Οι µεταβλητές εισόδου κάθε παραδείγ-
µατος αναφέρονται ως ανεξάρτητες µεταβλητές, ενώ η τιµή της εξόδου αποτελεί την
εξαρτηµένη µεταβλητή. Μέσω της εκπαίδευσης πραγµατοποιείται η εκµάθηση µιας
συνάρτησης αντιστοίχισης εισόδων σε επιθυµητές εξόδους η οποία περιγράφει τα δεδο-
µένα και καλείται συνάρτηση στόχος (target function). Η διαδικασία της επιβλεπόµενης
µάθησης περιγράφεται ως [39]:
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«∆οθέντος ενός συνόλου δεδοµένων εκπαίδευσης αποτελούµενο από N παραδείγµατα

Ϲευγών εισόδου – εξόδου (x1, y1),(x2, y2),...(xN , yN ), όπου κάθε yi παράχθηκε από µία

άγνωστη συνάρτηση y = f (x), ανακάλυψε µια συνάρτηση h η οποία προσεγγίζει την

πραγµατική συνάρτηση f.»

Σκοπός είναι η κατασκευή ενός µοντέλου µε υψηλή ικανότητα γενίκευσης, το οπο-
ίο όταν δεχθεί ως είσοδο δεδοµένα µε άγνωστη έξοδο, ϑα πραγµατοποιεί µια επιτυχή
πρόβλεψη της τιµής της εξόδου. Στον παραπάνω ορισµό, η συνάρτηση h καλείται υ-
πόθεση και αποτελεί το προκύπτον µοντέλο. Προκειµένου να υπολογιστεί η απόδοσή
του, το µοντέλο τροφοδοτείται µε ένα σύνολο δεδοµένων ελέγχου, το οποίο απαρτίζεται
από νέα παραδείγµατα, διαφορετικά από εκείνα του συνόλου δεδοµέων εκπαίδευσης,
και προσπαθεί να προβλέψει την επιθυµητή έξοδο για κάθε ένα από αυτά. Τα προβλήµα-
τα επιβλεπόµενης µηχανικής µάθησης διακρίνονται κατά κύριο λόγο σε προβλήµατα
ταξινόµησης (classification) και προβλήµατα παλινδρόµησης (regression).

Μη επιβλεπόµενη Μάθηση

Στη µη επιβλεπόµενη µάθηση το σύστηµα τροφοδοτείται µε ένα σύνολο µη επισηµα-
σµένων (unlabeled) δεδοµένων (xi)n

i=1. Οµοίως µε την επιβλεπόµενη µάθηση, κάθε
στοιχείο xi αποτελεί ένα διάνυσµα χαρακτηριστικών, ωστόσο δεν είναι γνωστή εκ των
προτέρων η επιθυµητή έξοδος yi για τη δεδοµένη είσοδο. Σκοπός είναι η κατασκευή
ενός µοντέλου το οποίο ϑα δέχεται ένα διάνυσµα χαρακτηριστικών x και ϑα το αντιστοι-
χίζει σε κάποια τιµή, όπως συµβαίνει στα προβλήµατα συστάδοποίησης (clustering),
ή ϑα το µετατρέπει σε ένα άλλο διάνυσµα, όπως απαιτείται στα προβλήµατα µείωσης
διαστατικότητας (dimensionality reduction).

Ηµιεπιβλεπόµενη Μάθηση

Η ηµιεπιβλεπόµενη µάθηση ϑεωρείται συνδυασµός των δύο προηγούµενων τύπων µάθη-
σης. Ο στόχος των µεθόδων της ταυτίζεται µε εκείνον των αλγορίθµων επιβλεπόµενης
µάθησης, ωστόσο µόνο ένα, µικρό συνήθως, µέρος του συνόλου δεδοµένων περιέχει
ετικέτες. ∆ηλαδή, χρησιµοποιούνται τόσο πρότυπα των οποίων η κλάση είναι γνωστή,
όσο και πρότυπα µε άγνωστη κλάση. Σε πολλές πρακτικές εφαρµογές, συµπεριλαµ-
ϐανοµένων της διάγνωσης ασθενειών, της αναγνώρισης ϕωνής και της ταξινόµησης εγ-
γράφων, η διαθεσιµότητα µη επισηµασµένων δεδοµένων είναι ιδιαιτέρως υψηλή, ενώ
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η προσθήκη ετικετών συνιστά συχνά µία απαιτητική, δαπανηρή και χρονοβόρα διαδι-
κασία που προϋποθέτει την συµβολή κάποιου ειδικού] [40]. Στις περιπτώσεις αυτές,
οι µέθοδοι ηµιεπιβλεπόµενης µάθησης µπορούν να αξιοποιήσουν τα συγκεκριµένα δε-
δοµένα, µε στόχο την κατασκευή µοντέλων µε υψηλότερη απόδοση από τα αντίστοιχα
µοντέλα επιβλεπόµενης µάθησης. Παρόλο που εκ πρώτης όψεος δεν καθίσταται εύκολα
αντιληπτό πώς η προσθήκη µη επισηµασµένων δεδοµένων ϑα µπορούσε να ωφελήσει
το µοντέλο, αφού διαισθητικά ϕαίνεται πως ϑα είχε ως αποτέλεσµα την ενίσχυση της
αβεβαιότητας στο πρόβληµα, σε µία δεύτερη ανάγνωση διαπιστώνεται πως τα µη επι-
σηµασµένα δεδοµένα αυξάνουν το µέγεθος του συνόλου δεδοµένων εκπαίδευσης και
προσδίδουν επιπλέον πληροφορία για το πρόβληµα, από την οποία ένας αλγόριθµος
µάθησης ϑα µπορούσε να ϐελτιωθεί [26]. Η ηµιεπιβλεπόµενη µάθηση εφαρµόζεται ε-
πίσης σε προβλήµατα συσταδοποίησης, όπου τα επισηµασµένα δεδοµένα καθοδηγούν
τον αλγόριθµο, προσφέροντας πληροφορία αναφορικά µε τα σηµεία τα οποία πρέπει
υποχρεωτικά να ανήκουν στην ίδια ή σε διαφορετικές συστάδες.

Ενισχυτική Μάθηση

Στην ενισχυτική µάθηση, η ανακάλυψη της γνώσης συντελείται από έναν πράκτορα ο ο-
ποίος αλληλεπιδρά µε ένα δυναµικό περιβάλλον µέσω της διαδικασίας δοκιµής-λάθους
(trial – error). Συγκεκριµένα, σε κάθε ϐήµα ο πράκτορας λαµβάνει ως είσοδο µια έν-
δειξη για την τρέχουσα κατάσταση του περιβάλλοντος και, ϐάσει αυτής, πραγµατοποιεί
µια ενέργεια η οποία αποτελεί την παραγόµενη έξοδο. Η εκτέλεση της ενέργειας του
πράκτορα έχει ως αποτέλεσµα την µεταβολή της κατάστασης του περιβάλλοντος και
την επιστροφή στον πρώτο µιας ανταµοιβής, δηλαδή µιας τιµής που αντικατοπτρίζει
την επίδοσή του [41]. Η ανταµοιβή µπορεί να λαµβάνεται είτε τακτικά είτε σποραδικά.
Για παράδειγµα, σε παιχνίδια όπως το πινγκ-πονγκ κάθε πόντος µπορεί να ϑεωρηθεί
ανταµοιβή, ενώ στο σκάκι η ανταµοιβή επιστρέφεται µόνο στο τέλος του παιχνιδιο-
ύ [39]. Η παραπάνω διαδικασία έχει ως στόχο την εύρεση µιας πολιτικής αντιστοίχισης
καταστάσεων σε ενέργειες η οποία ϑα οδηγήσει τον πράκτορα στη µεγιστοποίηση της
σωρευτικής ανταµοιβής του [41]. ΄Οταν ο πράκτορας καλείται να επιλέξει την επόµενη ε-
νέργεια, ϐρίσκεται συχνά αντιµέτωπος µε το δίλληµα της εξερεύνησης ή εκµετάλλευσης
(exploration or exploitation). Αφενός, σε περίπτωση που προτιµήσει µία κίνηση που
ήδη γνωρίζει πως είναι αποτελεσµατική, δηλαδή αν εκµεταλλευτεί την κατακτηθείσα
γνώση, ίσως οδηγηθεί ταχύτερα στη µεγιστοποίηση της ανταµοιβής. Ωστόσο, µε αυτό
τον τρόπο ίσως χάσει την ευκαιρία να ανακαλύψει ενέργειες που ϑα αποδεικνύονταν
ϐέλτιστες [42]. Η ενισχυτική µάθηση διαφοροποιείται από την επιβλεπόµενη µάθη-
ση καθώς στην πρώτη δεν υπάρχουν ετικέτες που αναπριστούν την επιθυµητή έξοδο.
Αντίθετα, µετά από κάθε ενέργεια ο πράκτορας λαµβάνει µία απολαβή χωρίς να του
γνωστοποιείται ποια ήταν στην πραγµατικότητα η επιλογή που ϑα επέφερε το ϐέλτιστο
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αποτέλεσµα [41]. Ακόµη, παρόλο που η µη επιβλεπόµενη µάθηση δεν διέπεται επίσης
από την εκ των προτέρων γνώση της επιθυµητής εξόδου, δεν ταυτίζεται µε την ενισχυτι-
κή µάθηση αφού σκοπός της δεύτερης είναι η µεγιστοποίηση µιας ανταµοιβής και όχι
η ανακάλυψη δοµών στα δεδοµένα [42].

2.3.2 Ταξινόµηση

Τα µοντέλα επιβλεπόµενης µάθησης των οποίων η έξοδος λαµβάνει διακριτές τιµές
καλούνται µοντέλα ταξινόµησης (classification). Η ταξινόµηση µπορεί να είναι είτε
δυαδική, είτε πολλαπλών κλάσεων (multiclass). Στην πρώτη περίπτωση, οι κλάσεις στις
οποίες ταξινοµούνται τα παραδείγµατα είναι δύο, ενώ στη δεύτερη περισσότερες. Πα-
ϱόλο που στην πλειονότητα των προβληµάτων κάθε παρατήρηση ανήκει υποχρεωτικά σε
µία µόνο κλάση, υπάρχουν προβλήµατα ταξινόµησης πολλαπλών ετικετών (multilabel
classification), όπου κάθε παρατήρηση µπορεί να αντιστοιχίζεται ταυτόχρονα σε περισ-
σότερες από µία ετικέτες. Κάποιες από τις σηµαντικότερες µεθόδους ταξινόµησης είναι
η Λογιστική Παλινδρόµηση, ο ταξινοµητής Κ-πλησιέστερων γειτόνων (ΚΝΝ), τα ∆έντρα
Αποφάσεων, τα Τυχαία ∆άση, η ταξινόµηση κατά Bayes οι Μηχανές ∆ιανυσµάτων Στήρι-
ξης (Support Vector Machine – SVM), και τα Τεχνητά Νευρωνικά ∆ίκτυα. Τα τελευταία
ϑα περιγραφούν αναλυτικά στο επόµενο κεφάλαιο.

2.3.3 Παλινδρόµηση

Τα µοντέλα επιβλεπόµενης µάθησης των οποίων η έξοδος είναι συνεχής ονοµάζονται
µοντέλα παλινδρόµησης (regression). Η πιο δηµοφιλής µέθοδος αυτής της κατηγορίας
είναι η γραµµική παλινδρόµηση. ΄Αλλες ευρέως χρησιµοποιούµενες τεχνικές είναι η
παλινδρόµηση µε ∆έντρα Αποφάσεων, η παλινδρόµηση µε Τυχαία ∆άση και η παλιν-
δρόµηση µέσω Μηχανών ∆ιανυσµάτων Υποστήριξης (Support Vector Machines – SVM).

2.3.4 Συσταδοποίηση

Σε ένα πρόβληµα συσταδοποίησης, ο αλγόριθµος καλείται να ανακαλύψει εγγενείς δο-
µές και τάσεις στα δεδοµένα, χωρίς την καθοδήγηση κάποιας πρότερης γνώσης, µε
στόχο να τα αντιστοιχήσει σε ένα πεπερασµένο σύνολο άγνωστων συστάδων (clusters)
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ϐάσει της οµοιότητάς τους. Το σύνολο των παραγόµενων συστάδων πρέπει ιδανικά να
χαρακτηρίζεται από υψηλή οµοιότητα µεταξύ των σηµείων εντός της κάθε συστάδας
και, παράλληλα, χαµηλή οµοιότητα ανάµεσα στα σηµεία που ανήκουν σε διαφορετικές
συστάδες. Καθοριστικής σηµασίας στη συσταδοποίηση είναι η χρήση ενός κατάλληλου
κριτηρίου το οποίο ϑα ορίζει πόσο «όµοια» ή «ανόµοια» είναι τα διανύσµατα των χαρα-
κτηριστικών καθώς και η επιλογή του αλγορίθµου, αφού πολλές ϕορές διαφορετικοί
αλγόριθµοι παράγουν διαφορετικά αποτελέσµατα τα οποία στη συνέχεια χρίζουν πε-
ϱαιτέρω αξιολόγησης.

∆ύο ϐασικά είδη συσταδοποίησης είναι η ∆ιαµεριστική Συσταδοποίηση (Partitional Clu-
stering) και η Ιεραρχική Συσταδοποίηση (Hierarchical Clustering). Η πρώτη, δοθέντος
ενός συνόλου δεδοµένων αποτελούµενο από Ν σηµεία, κατασκευάζει Κ (N ≥ K) α-
συσχέτιστες συστάδες, κάθε µία από τις οποίες περιέχει τουλάχιστον ένα σηµείο. Στις
µεθόδους αυτές, πραγµατοποιείται µια αρχική ανάθεση των δεδοµένων σε συστάδες και
στη συνέχεια οι συστάδες επαναπροσδιορίζονται έως ότου εκπληρωθεί κάποιο κριτήριο
τερµατισµού. Πολλές µέθοδοι διαµεριστικής συσταδοποίησης έχουν ως στόχο την ελα-
χιστοποίηση κάποιας αντικειµενικής συνάρτησης [43]. Χαρακτηριστικό παράδειγµα
αποτελεί ο αλγόριθµος Κ-µέσων (K-means) ο οποίος έχει ως στόχο την ελαχιστοποίηση
της παρακάτων συνάρτησης (εξίσωση 1.1) η οποία στηρίζεται στο άθροισµα των τετρα-
γώνων των σφαλµάτων [44]:

SSE(C) =
k∑

i=1

∑
xj∈Ci

||xj − µi ||
2 (1.1)

όπου Σ µια συσταδοποίηση της µορφής C1,C2,. . . ,Ck µε κ πλήθος συστάδων και µi ο
µέσος όλων των σηµείων της συστάδας Ci.

Αντίθετα, η ιεραρχική συσταδοποίηση δηµιουργεί µια ακολουθία ένθετων διαµερίσε-
ων που µπορούν να οπτικοποιηθούν µε τη χρήση δενδρικών γραφηµάτων τα οποία
καλούνται δενδρογράµµατα. Τα συγκεκριµένα γραφήµατα ιεραρχούν τις συστάδες µε
τέτοιο τρόπο ώστε το χαµηλότερο επίπεδο, το οποίο αναπαριστά τα ϕύλλα του δένδρου,
να αποτελείται από ξεχωριστές συστάδες για κάθε σηµείο, ενώ το υψηλότερο επίπεδο,
το οποίο συµβολίζει τη ϱίζα, να περιλαµβάνει µία συστάδα η οποία περιέχει όλα τα
σηµεία. Με τη σειρά τους, οι ιεραρχικοί αλγόριθµοι διακρίνονται σε συσσωρευτικούς
(agglomerative) και διαιρετικούς (divisive). Οι συσσωρευτικοί αλγόριθµοι λειτουργούν
συνθετικά, αναθέτοντας αρχικά κάθε σηµείο σε µία ξεχωριστή συστάδα και συγχωνεύο-
ντας επαναληπτικά τις συστάδες µε την µεγαλύτερη οµοιότητα έως ότου δηµιουργηθεί
µία τελική συστάδα στην οποία ανήκουν όλα τα σηµεία. Απεναντίας, οι διαιρετικοί αλ-
γόριθµοι ακολουθούν την αντίστροφη διαδικασία, δηλαδή ϑεωρούν αρχικά το σύνολο
των σηµείων ως µία συστάδα και στη συνέχεια σε κάθε ϐήµα διαχωρίζουν µία συστάδα
µέχρι η κάθε συστάδα να αποτελείται από ένα µόνο σηµείο [44].

΄Ενα ακόµη είδος συσταδοποίησης είναι η ϐασισµένη στην πυκνότητα συσταδοποίηση.
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Οι συστάδες που παράγονται από τους συγκεκριµένους αλγορίθµους σχηµατίζονται
από πυκνές περιοχές σηµείων ανάµεσα στις οποίες παρεµβάλλονται περιοχές χαµη-
λής πυκνότητας. Ο συγκεκριµένος τύπος συσταδοποίησης είναι ιδιαίτερα χρήσιµος
σε περιπτώσεις κοίλων συστάδων, όπου πολλές ϕορές σηµεία τα οποία ανήκουν στην
ίδια συστάδα έχουν µεγαλύτερη απόσταση από τα σηµεία διαφορετικών συστάδων. ΄Ε-
νας δηµοφιλής αλγόριθµος είναι ο DBSCAN. Μία ακόµη κατηγορία µεθόδων αποτελεί
η συσταδοποίηση ϐασισµένη σε γράφους. Σε αυτήν, τα δεδοµένα οργανώνονται σε
γράφους των οποίων οι κορυφές αναπαριστούν τα σηµεία που ο αλγόριθµος καλείται
να οµαδοποιήσει και οι ακµές περιλαµβάνουν ϐάρη που ποσοτικοποιούν την οµοιότητα
µεταξύ των προσπιπτόντων κόµβων. Πολλές από αυτές τις µεθόδους λειτουργούν κα-
τασκευάζοντας τη µήτρα οµοιότητας, η οποία όταν είναι ϑετικά ηµιορισµένη µπορεί να
ϑεωρηθεί µήτρα πυρήνα. Βάσει αυτού, µπορεί να ειπωθεί πως υπάρχει σύνδεση µεταξύ
των δύο αυτών κατηγοριών συσταδοποίησης [44].

Καθώς στη συσταδοποίηση δεν υπάρχει κάποια δεδοµένη αλήθεια αναφορικά µε τα
δεδοµένα, η αξιολόγηση των αποτελεσµάτων δεν είναι τόσο εύκολη όσο στην περίπτω-
ση της ταξινόµησης. Η επαλήθευση της εγκυρότητας και η αξιολόγηση των συστάδων
(cluster validation and assessment) περιλαµβάνει κατά κύριο λόγο την αποτίµηση
συσταδοποίησης (clustering evaluation), τη σταθερότητα συσταδοποίησης (clustering
stability) και την τάση συσταδοποίησης (clustering tendency). Η πρώτη µετρά την ποι-
ότητα των αποτελεσµάτων, η δεύτερη αφορά την ευαισθησία του αποτελέσµατος στις
διάφορες παραµέτρους, όπως ο αριθµός των συστάδων k, ενώ η τελευταία εκτιµά κατά
πόσο το σύνολο των δεδοµένων περιέχει κάποιες εγγενείς δοµές και, εποµένως, ϑεωρε-
ίται κατάλληλο για την εφαρµογή µεθόδων συσταδοποίησης. Οι παραπάνω διαδικασίες
ϐασίζονται σε µέτρα και στατιστικές εγκυρότητας που διακρίνονται σε τρεις κατηγορίες.
Τα εξωτερικά µέτρα χρησιµοποιούν κριτήρια τα οποία δεν προκύπτουν άµεσα από το
σύνολο δεδοµένων, αλλά στηρίζονται σε εξωγενή πληροφορία, όπως η ύπαρξη ετικε-
τών. Τα εσωτερικά µέτρα ϐασίζονται σε κριτήρια που πηγάζουν αποκλειστικά από τα
δεδοµένα, όπως µετρικές απόστασης εντός κάποιας συστάδας ή µεταξύ διαφορετικών
συστάδων. Τέλος, τα σχετικά µέτρα συγκρίνουν διαφορετικά αποτελέσµατα συσταδο-
ποίησης, τα οποία συνήθως παράγονται από διαφορετικούς συνδυασµούς τιµών των
παραµέτρων του ίδιου αλγορίθµου [44].

2.3.5 Μείωση ∆ιαστατικότητας

Σε πολλές πραγµατικές εφαρµογές χρησιµοποιούνται δεδοµένα πολλών διαστάσεων,
όπως γονιδιακά δεδοµένα, εικόνες ή κείµενο. Κοινό στοιχείο των δεδοµένων αυτών ε-
ίναι ότι το πλήθος των χαρακτηριστικών p είναι πολύ µεγάλο, πολλές ϕορές µεγαλύτερο
από τον αριθµό των παρατηρήσεων n. ΄Οταν ισχύει ότι p > > n, παρουσιάζονται ορι-
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σµένες προκλήσεις για τις µεθόδους µάθησης. Κάποια από τα προφανή προβλήµατα
αποτελούν οι υψηλές απαιτήσεις σε αποθηκευτικό χώρο και υπολογιστική ισχύ καθώς
και ο απαγορευτικός χρόνος εκτέλεσης. Εκτός όµως από τις παραπάνω δυσκολίες, τα
«small n, large p» δεδοµένα έχουν ορισµένες επιπλέον ιδιότητες οι οποίες επιδρούν
κατασταλτικά στην απόδοση των µοντέλων µάθησης.

Η απόδοση ενός ταξινοµητή καθορίζεται από την αλληλοσυσχέτιση µεταξύ του µεγέθους
του δείγµατος, του πλήθους των χαρακτηριστικών και της πολυπλοκότητας του µο-
ντέλου [45]. ∆ιαισθητικά, ϑα µπορούσε να γίνει η υπόθεση πως όσο περισσότερα χαρα-
κτηριστικά υπάρχουν στο σύνολο των δεδοµένων, τόσο περισσότερη πληροφορία για το
πρόβληµα είναι διαθέσιµη, και εποµένως τόσο αποτελεσµατικότερο ϑα είναι το µοντέλο
που ϑα κατασκευαστεί. Ωστόσο, προκειµένου να εκτιµηθεί µια συνάρτηση µε συγκε-
κριµένη ακρίβεια, ο αριθµός των παραδειγµάτων εκπαίδευσης που απαιτείται αυξάνει
εκθετικά µε τον αριθµό των µεταβλητών ειόδου, δηλαδή των χαρακτηριστικών του προ-
ϐλήµατος [46]. Ο Αµερικανός µαθηµατικός Richard Ernest Bellman ήταν ο πρώτος
που αναφέρθηκε στο συγκεκριµένο ϕαινόµενο µε τον χαρακτηρισµό «Κατάρα της δια-

στατικότητας» το 1961 [47]. Σήµερα, ο όρος αυτός έχει επικρατήσει να χρησιµοποιείται
για να περιγράψει οποιαδήποτε δυσκολία παρουσιάζεται εξαιτίας του µεγάλου πλήθους
χαρακτηριστικών ενός προβλήµατος [48]. Εποµένως, όταν το πλήθος των δειγµάτων ε-
ίναι σταθερό, η µεγάλη αύξηση των διαστάσεων συνεπάγεται µειωµένη απόδοση του
µοντέλου.

Η προσθήκη διαστάσεων οδηγεί στην αύξηση του όγκου του χώρου των χαρακτηριστι-
κών, µε αποτέλεσµα τα δεδοµένα να καθίστανται αραιά. Σε τέτοιες περιπτώσεις, είναι
εφικτή η εύρεση µιας ευθείας η οποία διαχωρίζει τέλεια τις παρατηρήσεις. Είναι γε-
γονός ότι όσο αυξάνεται η διαστατικότητα, τόσο πιο εύκολος είναι ο διαχωρισµός των
δεδοµένων. Ωστόσο, το παραπάνω ϕαινόµενο παρατηρείται εξαιτίας της εκθετικής α-
ύξησης της αραιότητας του χώρου των χαρακτηριστικών, και όχι ως επακόλουθο της
εκµάθησης κάποιας ουσιαστικής γνώσης από τον ταξινοµητή. Ως εκ τούτου, το µο-
ντέλο, ενώ είναι εξαιρετικά αποτελεσµατικό στο σύνολο των δεδοµένων εκπαίδευσης,
έχει µικρή ικανότητα γενίκευσης, δηλαδή παρουσιάζει ιδιαίτερα χαµηλή απόδοση όταν
κληθεί να ταξινοµήσει άγνωστα παραδείγµατα. Το παραπάνω ϕαινόµενο ονοµάζεται
«υπερπροσαρµογή» (overfitting) και αποτελεί µία από τις σηµαντικότερες προκλήσεις
της υψηλής διαστατικότητας.

Μια ακόµη συνέπεια της αραιότητας είναι πως δηµιουργείται η εντύπωση ότι όλα τα ση-
µεία ισαπέχουν, γεγονός που επιδρά αρνητικά στις µεθόδους που ϐασίζονται σε κάποιο
µέτρο απόστασης. Πιο αναλυτικά, καθώς αυξάνει το πλήθος των διαστάσεων, ο λόγος
των αποστάσεων του κοντινότερου προς τον περισσότερο αποµακρυσµένο γείτονα ενός
σηµείου τείνει στο 1, δηλαδή κάθε παρατήρηση ϕαίνεται να ισαπέχει από όλες τις υ-
πόλοιπες [49]. Στην περίπτωση του αλγορίθµου Κ-Κοντινότερων Γειτόνων (Κ-ΝΝ) µε
χρήση της ευκλείδιας απόστασης, η τιµή της απόστασης του περισσότερο αποµακρυ-
σµένου γείτονα ενός σηµείου προσεγγίζει εκείνη της απόστασης του εγγύτερου γείτονα
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όταν οι διαστάσεις αυξηθούν µόλις στις 15 [50]. Εποµένως, σε αυτού του είδους τα
προβλήµατα, η επιλογή της κλάσης ϐάσει ενός κριτηρίου απόστασης δεν λειτουργεί
αποτελεσµατικά. Επιπλέον, στη συσταδοποίηση, όπου οι περισσότερες τεχνικές ϐασίζο-
νται σε ένα µέτρο απόστασης το οποίο προσδιορίζει την οµοιότητα µεταξύ των σηµείων,
προκειµένου οι συστάδες που ϑα προκύψουν να έχουν ουσιαστική σηµασία, πρέπει
οι αποστάσεις µεταξύ των σηµείων της ίδιας συστάδας να είναι µικρότερες συγκριτικά
µε τις αποστάσεις τους από τα σηµεία που ανήκουν στις υπόλοιπες συστάδες. Κατά
συνέπεια, όταν όλα τα δείγµατα δίνουν την εντύπωση πως είναι εξίσου όµοια ή ανόµοια
δεν είναι εφικτός ο σχηµατισµός οµάδων που ϑα παρέχουν κάποια χρήσιµη πληροφο-
ϱία.

Προκειµένου να αµβλυνθούν οι συνέπειες της υψηλής διαστατικότητας, εφαρµόζονται
τεχνικές µείωσης διάστασης οι οποίες στοχεύουν στην εύρεση µιας αντιπροσωπευτικής
αναπάραστασης χαµηλών διαστάσεων των δεδοµένων [51]. Αυτές οι µέθοδοι, διακρίνο-
νται σε δύο κατηγορίες ανάλογα µε την προσέγγιση που ακολουθούν. Οι τεχνικές
επιλογής χαρακτηριστικών (feature selection) ή µείωσης χαρακτηριστικών (feature re-
duction) λειτουργούν επιλέγοντας ένα υποσύνολο αντιπροσωπευτικών µεταβλητών, δη-
λαδή µεταβλητών που παρέχουν σηµαντική πληροφορία για τη διάκριση µεταξύ των
κλάσεων, και απορρίπτουν τις υπόλοιπες. Το ϐέλτιστο υποσύνολο ϑεωρείται εκείνο το
οποίο αποτελείται από τις λιγότερες µεταβλητές και, παράλληλα, περιέχει την περισ-
σότερη χρήσιµη πληροφορία [52]. Αντιθέτως, οι µέθοδοι εξαγωγής χαρακτηριστικών
(feature extraction) παράγουν έναν νέο υποχώρο χαµηλών διαστάσεων, εφαρµόζοντας
κατάλληλους µετασχηµατισµούς στα αρχικά χαρακτηριστικά. ∆ηλαδή, δηµιουργούν
νέες µεταβλητές οι οποίες συνοψίζουν το µεγαλύτερο µέρος της πληροφορίας, ως συν-
δυασµό των ήδη υπάρχοντων [52]. Οι µέθοδοι επιλογής χαρακτηριστικών δύνανται να
κατηγοριοποιηθούν περαιτέρω σε µεθόδους ϕιλτραρίσµατος (filter methods), µεθόδους
αναδίπλωσης (wrapper methods) και ενσωµατωµένες µεθόδους (embedded methods)
µε ϐάση τον τρόπο µε τον οποίο σχετίζονται µε τον ταξινοµητή. Οι τεχνικές εξαγωγής
χαρακτηριστικών διακρίνονται σε Γραµµικές και µη Γραµµικές. Κάποιες από τις πιο α-
ντιπροσωπευτικές γραµµικές µεθόδους είναι η Ανάλυση Κύριων Συνιστωσών (Principal
Component Analysis – PCA), η Ανάλυση Ανεξάρτητων Συνιστωσών (Independent Co-
mponent Analysis – ICA) και η Γραµµική ∆ιακριτική Ανάλυση (Linear Discriminant
Analysis – LDA). Αντίστοιχα, χαρακτηριστικοί εκπρόσωποι µη γραµµικών τεχνικών α-
ποτελούν η PCA πυρήνα (Kernel PCA), ο t-SNE και ο ISOMAP.
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΄Οπως αναφέρθηκε παραπάνω, τα Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Ne-
tworks) είναι µαθηµατικά µοντέλα που προσωµοιώνουν τη λειτουργία των ϐιολογικών
νευρωνικών δικτύων του ανθρώπινου εγκεφάλου, δηλαδή τον µηχανισµό µέσω του οπο-
ίου συντελείται η διαδικασίας της µάθησης στους έµβιους οργανισµούς. Αναλυτικότερα,
ο ανθρώπινος εγκέφαλος αποτελείται από κύτταρα που καλούνται νευρώνες. Κάθε νευ-
ϱώνας (Σχήµα 3.1) απαρτίζεται από τους δενδρίτες, οι οποίοι δέχονται τα εισερχόµενα
σήµατα, το σώµα που συνιστά το κέντρο επεξεργασίας του σήµατος εισόδου, και τον
άξονα, ο οποίος συνδέεται µέσω συνάψεων µε τους δενδρίτες των επόµενων νευρώνων
και µεταδίδει σε αυτούς ένα ηλεκτροχηµικό σήµα. Εκτιµάται πως ο εγκέφαλος του αν-
ϑρώπου διαθέτει πάνω από 1011 νευρώνες και 1014 συνάψεις. ΄Οταν το συνολικό ϕορτίο
το οποίο λαµβάνεται από τους δενδρίτες υπερβαίνει ένα κατώφλι, το ουδό ενεργοποίη-
σης (firing threshold), πυροδοτείται κατά µήκος του άξονα ένα ηλεκτροχηµικό σήµα.
Η µάθηση στους ϐιολογικούς οργανισµούς πραγµατοποιείται µέσω της µεταβολής των
δυνάµεων των συναπτικών συνδέσεων ϐάσει εξωτερικών ερεθισµάτων.

Σχήµα 3.1: Βιολογικός νευρώνας [53]
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Κατ’ αντιστοιχία, τα Τεχνητά Νευρωνικά ∆ίκτυα αποτελούνται από υπολογιστικές µο-
νάδες που ονοµάζονται νευρώνες. Οι µονάδες αυτές οργανώνονται σε διαφορετικά ε-
πίπεδα και συνδέονται µεταξύ τους χρησιµοποιώντας ϐάρη τα οποία προσδιορίζουν τη
σηµαντικότητα κάθε σύνδεσης. Η µάθηση συνιστά το στάδιο κατά το οποίο πραγµατο-
ποιείται ο προσδιορισµός των κατάλληλων τιµών των ϐαρών του µοντέλου, χρησιµοποι-
ώντας ένα σύνολο δεδοµένων εκπαίδευσης. Τα δεδοµένα αυτά αποτελούνται συνήθως
από γνωστά παραδείγµατα εισόδου - εξόδου, όπως εικονοστοιχεία ως είσοδο και ετικέτες
που αντιπροσωπεύουν την κλάση στην οποία ανήκει κάθε εικόνα ως έξοδο. Κατά τη
διάρκεια της εκπαίδευσης, τα ϐάρη επαναπροσδιορίζονται µε ϐάση τα γνωστά παραδε-
ίγµατα, προκειµένου τελικά το µοντέλο να καταστεί ικανό να πραγµατοποιεί προβλέψεις
όταν τροφοδοτηθεί µε άγνωστα δεδοµένα. Τα Τεχνητά Νευρωνικά ∆ίκτυα µπορούν να
διακριθούν σε δύο ευρείες κατηγορίες ανάλογα µε την αρχιτεκτονική τους. Τα δίκτυα
εµπρόσθιας τροφοδότησης αποτελούν τη συνηθέστερη µορφή νευρωνικών δικτύων και
χαρακτηρίζονται από καταναγκαστική ϱοή της πληροφορίας προς τα εµπρός, δηλαδή
οι νευρώνες ενός επιπέδου δεν επιτρέπεται να λαµβάνουν ως είσοδο τις εξόδους των νευ-
ϱώνων που ανήκουν στο ίδιο ή σε επόµενο επίπεδο. Αντίθετα, τα επανατροφοδοτούµενα
δίκτυα (Recurrent Neural Networks – RNN) περιέχουν τουλάχιστον µία ανάδραση, είτε
µεταξύ νευρώνων του ίδιου επιπέδου είτε ανάµεσα σε νευρώνες διαφορετικών επιπέδων.
Ακόµη, είναι πιθανό να υπάρχει ανάδραση η οποία να ξεκινάει από έναν νευρώνα και
να καταλήγει στον ίδιο.

Η ιδέα για την ανάπτυξη ενός µαθηµατικού µοντέλου που ϑα προσωµοιώνει τη λειτουρ-
γία του ανθρώπινου εγκεφάλου ϑεωρείται πως παρουσιάστηκε πρώτη ϕορά το 1943
από τον νευροφυσιολόγο Warren McCulloch και τον δεκαοκτάχρονο, τότε, πρωτοετή
ϕοιτητή µαθηµατικών Walter Pitts [54]. Οι δύο ερευνητές πρότειναν το πρώτο µοντέλο
Τεχνητού Νευρωνικού ∆ικτύου, υποστηρίζοντας πως ένα νευρωνικό δίκτυο απαρτίζεται
από πληθώρα νευρώνων, ενώ παράλληλα, παροµοίωσαν το µηχανισµό λειτουργίας των
νευρώνων και των συνάψεών τους µε εκείνο ενός ηλεκτρικού κυκλώµατος [55]. Λίγα
χρόνια αργότερα, το 1949, ο Donald Hebb στο ϐιβλίο του “The organization of behavior”

πρότεινε πως οι νευρωνικές συνδέσεις ενισχύονται κάθε ϕορά που χρησιµοποιούνται και
πως το γεγονός αυτό διαδραµατίζει κοµβικό ϱόλο στη διαδικασία της µάθησης [56]. Ι-
σχυρίστηκε πως όταν δύο νευρώνες πυροδοτούνται την ίδια στιγµή, η σύνδεση µεταξύ
τους ενδυναµώνεται. Ως απόρροια των παραπάνω, το 1958, ο Frank Rosenblatt, ϐα-
σιζόµενος στο µοντέλο των McCulloch και Pitts και στο έργο του Hebb, πρότεινε το
µοντέλο του αισθητήρα (perceptron), το οποίο αποτέλεσε τη ϐάση για την ανάπτυξη των
σύγχρονων νευρωνικών δικτύων [57]. Το συγκεκριµένο µοντέλο είναι εµπνευσµένο από
εκείνο των McCulloch και Pitts, ωστόσο παρουσιάζει ορισµένες σηµαντικές διαφορές,
όπως το γεγονός πως οι είσοδοι δεν περιορίζονται σε δυαδικές τιµές και πως τα ϐάρη
καθορίζονται µέσω ενός µηχανισµού εκµάθησης. ∆υο χρόνια αργότερα, το 1960, οι
µηχανικοί Bernard Widrow και Marcian Hoff ανέπτυξαν το µοντέλο ADALINE (ADA-
ptive Linear Element), στο οποίο η ανανέωση των τιµών των ϐαρών πραγµατοποιείται
µε τη µέθοδο των Ελάχιστων Μέσων Τετραγώνων (Least Mean Squares – LMS) [58].
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Το MADALINE (Many ADALINEs), που δηµιουργήθηκε την ίδια χρονιά, ήταν το πρώτο
µοντέλο νευρωνικών δικτύων που εφαρµόστηκε σε πρόβληµα του πραγµατικού κόσµου,
αφού αξιοποιήθηκε για τον περιορισµό της ηχούς στις τηλεφωνικές γραµµές.

΄Επειτα από τις παραπάνω εξελίξεις, ακολούθησε µια περίοδος µειωµένου ενδιαφέρο-
ντος και απογοήτευσης, µε την έρευνα να οδηγείται σε τέλµα και τις υψηλές προσδοκίες
που είχαν δηµιουργηθεί να µην έχουν εκπληρωθεί. Η έκδοση του ϐιβλίου των Minsky
και Papert µε τίτλο "Perceptrons: An Introduction to Computational Geometry" το 1969,
ενίσχυσε περαιτέρω το ήδη αρνητικό κλίµα [59]. Στο συγκεκριµένο έργο, οι συγγρα-
ϕείς επισήµαναν τις περιορισµένες ικανότητες του perceptron, αποδεικνύοντας πως
το απλό αυτό µοντέλο αδυνατούσε να λύσει µη γραµµικώς διαχωρίσιµα προβλήµατα,
όπως η µοντελοποίηση της πύλης XOR. Εντούτοις, το συγκεκριµένο διάστηµα, πραγ-
µατοποιήθηκαν κάποια σηµαντικά ϐήµατα προόδου στο πεδίο, όπως η ανάπτυξη του
αλγορίθµου οπισθοδιάδοσης σφάλµατος (back-propagation) από τον Paul Werbos το
1974, η αξία της οποίας όµως δεν αναγνωρίστηκε έως και τα µέσα της δεκαετίας του
1980. Το 1982, ο John Hopfield απέδειξε µε µαθηµατικό τρόπο πως ένα αναδροµικό
νευρωνικό δίκτυο µπορεί να αξιοποιηθεί ως αποθηκυτικός χώρος. Το έργο του προκάλε-
σε τον ϑαυµασµό πολλών επιφανών επιστηµόνων της εποχής και συνέβαλε σηµαντκά
στην ανάκαµψη του πεδίου [60]. ΄Επειτα, το 1986, οι Rumelhart, Hinton και Williams
ϑεµελίωσαν µε µαθηµατικό τρόπο και παρουσίασαν αναλυτικά τον αλγόριθµο οπισθο-
διάδοσης σφάλµατος που είχε προταθεί νωρίτερα από τον Werbos, µε αποτέλεσµα η
µέθοδος να προσελκύσει την προσοχή της επιστηµονικής κοινότητας και, εν τέλει, να
καθιερωθεί ως η δηµοφιλέστερη τεχνική εκπαίδευσης νευρωνικών δικτύων [61]. Από
τότε έως σήµερα, έχει σηµειωθεί αλµατώδης πρόοδος στο πεδίο, µε τα νευρωνικά δίκτυα
να έχουν εξελιχθεί σε ανεξάρτητη επιστηµονική περιοχή. Οι αλγόριθµοι ϐαθιάς µάθη-
σης έχουν καταφέρει να αντιµετωπίσουν προβλήµατα που παρέµεναν άλυτα για χρόνια
από τις παραδοσιακές µεθόδους µηχανικής µάθησης. Η ικανότητά τους να ανακα-
λύπτουν εγγενείς δοµές σε δεδοµένα υψηλής διαστατικότητας, τους καθιστά ιδιαιτέρως
αποτελεσµατικούς σε προβλήµατα όπως η ταξινόµηση εικόνων, η αναγνώριση ϕωνής,
η πρόβλεψη της επίδρασης µεταλλάξεων στην γονιδιακή έκφραση, η ανάλυση συναι-
σθήµατος και η αυτόµατη µετάφραση [62].

Σελίδα 22 από 72



Κεφάλαιο 3 Τεχνητά Νευρωνικά ∆ίκτυα

3.1 Μοντέλο Τεχνητού Νευρώνα

Ο τεχνητός νευρώνας συνιστά την απλούστερη υπολογιστική µονάδα που προσεγγίζει
το µηχανισµό λειτουργίας ενός ϐιολογικού νευρώνα. Συγκεκριµένα, κάθε νευρώνας
δέχεται ένα σύνολο εισόδων x1,x2,. . . ,xp, κάθε µία από τις οποίες πολλαπλασιάζεται
µε µία τιµή ϐάρους wk1,wk2,. . . ,wkp. Οι τιµές των ϐαρών στον τεχνητό νευρώνα αντι-
στοιχούν στα ϐάρη των συναπτικών συνδέσεων των ϐιολογικών νευρώνων. Ουσιαστικά,
πραγµατοποιείται ο υπολογισµός του εσωτερικού γινοµένου των διανυσµάτων x και w.
Η είσοδος x0 λαµβάνει πάντα την τιµή 1 και πολλαπλασιάζεται µε το ϐάρος που της ανα-
λογεί, το οποίο συµβολίζεται ως wk0. Το συγκεκριµένο σήµα εισόδου καλείται πόλωση
(bias). Εφόσον, το x0 αποτελεί σταθερά µε τιµή 1, η πόλωση αναφέρεται πρακτικά
στην αντίστοιχη τιµή ϐάρους της εισόδου, δηλαδή στο wk0. Στη συνέχεια, οι παρπα-
πάνω ποσότητες εισέρχονται στο σώµα του τεχνητού νευρώνα, το οποίο αποτελείται από
τον αθροιστή και τη συνάρτηση ενεργοποίησης. Ο αθροιστής, όπως υποδηλώνει και η
ονοµασία του, αθροίζει τα γινόµενα xi · wki, όπου i=0,...,p. Το αποτέλεσµα του αθροι-
στή λαµβάνεται ως είσοδος από την συνάρτηση ενεργοποίησης ϕ, η οποία παράγει την
τελική έξοδο y [8]. Βάσει των παραπάνω, η έξοδος y µπορεί να υπολογιστεί από την
παρακάτω σχέση (εξίσωση 3.1):

y = φ (
p∑

i=0

wki · xi) (3.1)

Σχήµα 3.2: Μαθηµατικό µοντέλο τεχνητού νευρώνα [63]
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3.2 Συναρτήσεις Ενεργοποίησης

3.2.1 Βηµατική Συνάρτηση

Η ϐηµατική συνάρτηση (step function) (εξίσωση 3.2) αποτελεί µία από τις απλούστε-
ϱες συναρτήσεις ενεργοποίησης. Η έξοδος λαµβάνει την τιµή 0, όταν η είσοδος είναι
µικρότερη από ένα κατώφλι ϑ, και 1 όταν η είσοδος είναι µεγαλύτερη ή ίση από αυτό
το κατώφλι [64].

f (S) =

 1, S ≥ θ

0, S < θ
(3.2)

Μία παραλλαγή της ϐηµατικής συνάρτησης είναι η συνάρτηση προσήµου (sign fu-
nction) (εξίσωση 3.3) στην οποία η έξοδος λαµβάνει την τιµή 1 στην περίπτωση που
η είσοδος ισούται ή υπερβαίνει µία τιµή κατωφλίου ϑ, διαφορετικά λαµβάνει την τιµή
-1 [65].

f (S) =

 1, S ≥ θ

−1, S < θ
(3.3)

Οι παραπάνω συναρτήσεις, χάρις στην απλότητά τους, ϑεωρούνται κατάλληλες για
γραµµικά προβλήµατα δυαδικής ταξινόµησης, όπως η µοντελοποίηση των λογικών πυ-
λών AND ή OR, τα οποία µπορούν να επιλυθούν από έναν µόνο αισθητήρα. Ωστόσο,
σε σύνθετα νευρωνικά δίκτυα δεν είναι αποτελεσµατικές, καθώς ο αλγόριθµος οπισθο-
διάδοσης σφάλµατος που χρησιµοποιείται στην πλειονότητα των περιπτώσεων για την
εκπαίδευση των δικτύων απαιτεί τη χρήση παραγωγίσιµων συναρτήσεων ενεργοποίη-
σης.
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3.2.2 Σιγµοειδής Συνάρτηση

Η σιγµοειδής συνάρτηση (εξίσωση 3.4) αποτελεί µία µη γραµµική, συνεχή και παρα-
γωγίσιµη συνάρτηση. Η ονοµασία της, προκύπτει από τη µορφή της γραφικής της
παράστασης, η οποία ϑυµίζει το γράµµα ¨ς¨. Η συγκεκριµένη συνάρτηση λαµβάνει
ως είσοδο έναν πραγµατικό αριθµό και τον αντιστοιχίζει σε µία τιµή του διαστήµατος
[0,1] [8]. Ωστόσο, ένα σηµαντικό µειονέκτηµα της σιγµοειδούς συνάρτησης είναι πως
η πρώτη της παράγωγος λαµβάνει πολύ χαµηλές τιµές, µε την υψηλότερη τιµή που
µπορεί να λάβει να είναι το 0.25 (Σχήµα 3.3). Συνεπώς, σε νευρωνικά δίκτυα αποτε-
λούµενα από µεγάλο πλήθος κρυφών επιπέδων, κατά την εφαρµογή του αλγορίθµου
οπισθοδιάδοσης σφάλµατος, εξαιτίας των διαδοχικών πολλαπλασιασµών ποσοτήτων µι-
κρότερων της µονάδας, οι µεταβολές των ϐαρών των αρχικών επιπέδων τείνουν να είναι
πολύ µικρότερες συγκριτικά µε εκείνες των επόµενων επιπέδων. Το ϕαινόµενο αυτό,
καλείται πρόβληµα εξαφάνισης της κλίσης (vanishing gradient problem) [66]. ΄Ενα
επιπλέον µειονέκτηµα της σιγµοειδούς συνάρτησης είναι ότι δεν είναι συµµετρική ως
προς το 0.

f (S) =
1

1 + e−α·S
(3.4)

Στην παραπάνω εξίσωση, το α ϱυθµίζει την ταχύτητα µετάβασης µεταξύ των δύο ακραίων
τιµών.

Σχήµα 3.3: Γράφηµα σιγµοειδούς συνάρτησης (µπλε χρώµα) και της πρώτης παραγώγου της (πράσινο
χρώµα) [67]
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3.2.3 Υπερβολική Εφαπτοµένη

Η υπερβολική εφαπτοµένη (hyperbolic tangent) (εξίσωση 3.5) εµφανίζει µεγάλη οµοι-
ότητα µε τη σιγµοειδή συνάρτηση, µε τη διαφορά πως αντιστοιχίζει έναν πραγµατικό
αριθµό στο διάστηµα [-1,1] [8]. ΄Οπως γίνεται αντιληπτό, η συγκεκριµένη συνάρτη-
ση είναι συµµετρική ως προς το 0, ωστόσο, οµοίως µε τη σιγµοειδή συνάρτηση, είναι
και αυτή επιρρεπής στο πρόβληµα εξαφάνισης της κλίσης. Η υπερβολική εφαπτοµένη
προτιµάται σε περιπτώσεις όπου απαιτείται η έξοδος να λαµβάνει τόσο ϑετικές όσο και
αρνητικές τιµές.

f (S) = tanh(S) =
eα·S − e−α·S

eα·S + e−α·S
(3.5)

Οµοίως µε προηγουµένως, το α είναι ένας συντελεστής ϱύθµισης της ταχύτητας µε-
τάβασης µεταξύ των δύο ακραίων τιµών. Ουσιαστικά, η σιγµοειδής συνάρτηση και η
υπερβολική εφαπτοµένη συνδέονται µε την παρακάτω σχέση (εξίσωση 3.6) [8]:

tanh(S) = 2 · sigmoid(2 · S) − 1 (3.6)

Σχήµα 3.4: Γράφηµα υπερβολικής εφαπτοµένης (µπλε χρώµα) και της πρώτης παραγώγου της
(πράσινο χρώµα) [67]
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3.2.4 Rectified Linear Unit (ReLU)

Η συνάρτηση ReLU (εξίσωση 3.7) είναι µία από τις δηµοφιλέστερες συναρτήσεις ενεργο-
ποίησης. Για τιµές εισόδου που υπερβαίνουν το µηδέν, η συνάρτηση παράγει την ίδια
την τιµή, ενώ σε αντίθετη περίπτωση η έξοδος µηδενίζεται. Καθώς η έξοδος για αρνητικές
τιµές ισούται µε το µηδέν, οι ενεργοποιήσεις των νευρώνων στο δίκτυο είναι αραιότερες
µε αποτέλεσµα να µειώνονται το υπολογιστικό κόστος και ο απαιτούµενος χρόνος υπο-
λογισµών. Ωστόσο, το χαρακτηριστικό αυτό µπορεί να οδηγήσει ένα µεγάλο µέρος των
νευρώνων του δικτύου να µην πυροδοτούνται ανεξαρτήτως των δεδοµένων. ΄Οταν ένας
νευρώνας ϐρεθεί σε αυτή την κατάσταση, τα ϐάρη του παύουν να ανανεώνονται κατά
τη διάρκεια της εκπαίδευσης, ενώ παράλληλα, η έξοδός του δε διαφοροποιείται πλέον
ϐάσει των περιπτώσεων εισόδου και, εποµένως, σταµατά να συνεισφέρει στη διάκριση
των κλάσεων. Στην περίπτωση αυτή, ο νευρώνας ϑεωρείται ¨νεκρός¨ µε το συγκεκρι-
µένο ϕαινόµενο να αναφέρεται συχνά ως “dying ReLU”. Η ¨νέκρωση¨ των νευρώνων δε
συνιστά πάντα πρόβληµα. ΄Οταν όµως το πλήθος τους υπερβεί ένα αποδεκτό όριο, ένα
µεγάλο µέρος του δικτύου καταλήγει ανενεργό. Επιπλέον, δεν είναι επιθυµητό να νε-
κρώνεται µεγάλος αριθµός νευρώνων στα αρχικά στάδια της εκπαίδευσης, όταν ακόµα
η απόδοση του µοντέλου δεν είναι αρκετά καλή [66].

f (u) = max{0, u} (3.7)

Προκειµένου να αντιµετωπιστεί το πρόβληµα που περιγράφηκε παραπάνω, µπορεί να
χρησιµοποιηθεί µια τροποποιηµένη εκδοχή της ReLU, η Leaky ReLU (εξίσωση 3.8), η
οποία σε περίπτωση αρνητικών εισόδων µπορεί να προωθήσει µια µικρή κλίση προς τα
πίσω [66].

f (u) =

 α · u, u ≤ 0
u, u > 0

(3.8)

Στην παραπάνω σχέση, η υπερπαράµετρος α < 1 καθορίζει το ϱυθµό µε τον οποίο
διαρρέεται η κλίση προς τα πίσω.
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Σχήµα 3.5: Γράφηµα ReLU (µπλε χρώµα) και της πρώτης παραγώγου της (πράσινο χρώµα) [67]

3.2.5 Softmax

Η συνάρτηση ενεργοποίησης softmax είναι ιδιαιτέρως χρήσιµη σε προβλήµατα ταξι-
νόµησης πολλαπλών κλάσεων, όπου χρησιµοποιείται συνήθως στο επίπεδο εξόδου µε
σκοπό να εκφράσει την έξοδο του δικτύου ως πιθανότητα η είσοδος να ανήκει σε κάποια
από τις κλάσεις. Η ιδιαιτερότητα της συγκεκριµένης συνάρτησης σε σχέση µε τις προη-
γούµενες είναι ότι προκειµένου να παραχθεί η τιµή ενός νευρώνα του επιπέδου εξόδου
λαµβάνονται υπόψη και οι είσοδοι των υπόλοιπων νευρώνων του ίδιου επιπέδου, αφού,
δεδοµένου ότι κάθε έξοδος αντιστοιχεί σε µία τιµή πιθανότητας, απαιτείται το άθροισµα
όλων των εξόδων να ισούται µε 1 [8]. Η συνάρτηση softmax περιγράφεται ως (εξίσωση
3.9):

φi =
ezi∑k
j=1 ezj

(3.9)

όπου k ο αριθµός των κλάσεων, zi η είσοδος και φi η έξοδος του i-στού νευρώνα εξόδου.

Σελίδα 28 από 72



Κεφάλαιο 3 Τεχνητά Νευρωνικά ∆ίκτυα

3.3 Πολυεπίπεδα Νευρωνικά ∆ίκτυα

Τα Τεχνητά Νευρωνικά ∆ίκτυα πολλαπλών επιπέδων (Multi-Layer Perceptrons – MLP),
συνιστούν αρχιτεκτονικές νευρωνικών δικτύων εµπρόσθιας τροφοδότησης, αποτελούµε-
νες από ένα πλήθος νευρώνων οργανωµένων σε διαφορετικά επίπεδα. Κάθε πολυεπίπε-
δο δίκτυο απαρτίζεται από ένα επίπεδο εισόδου, ένα ή περισσότερα κρυφά επίπεδα
και ένα επίπεδο εξόδου. Ο ϱόλος των νευρώνων του επιπέδου εισόδου είναι απλώς να
λαµβάνουν δεδοµένα και ως εκ τούτου δε διαθέτουν ϐάρη ή κάποια συνάρτηση ενερ-
γοποίησης. Οι νευρώνες των κρυφών επιπέδων που ακολουθούν επεξεργάζονται την
πληροφορία που εισήχθη στο δίκτυο από το επίπεδο εισόδου και, τελικά, το επίπεδο
εξόδου παράγει τα αποτελέσµατα του δικτύου. ΄Οταν όλοι οι νευρώνες ενός επίπεδου
συνδέονται µε όλους τους νευρώνες του επόµενου επιπέδου, το δίκτυο καλείται πλήρως
συνδεδεµένο (fully-connected), ενώ στην αντίθετη περίπτωση αναφέρεται ως µερικώς
συνδεδεµένο (partially connected) [8].

Το πλήθος των κρυφών επιπέδων αποτελεί το ϐάθος του νευρωνικού δικτύου. Ο α-
ϱιθµός των απαιτούµενων κρυφών επιπέδων διαφοροποιείται ανάλογα µε το εκάστοτε
πρόβληµα προς επίλυση. Σύµφωνα µε το Θεώρηµα Καθολικής Προσέγγισης (Universal
Approximation Theorem), ένα νευρωνικό δίκτυο το οποίο περιέχει ένα µόνο κρυφό ε-
πίπεδο µε πεπερασµένο πλήθος νευρώνων µπορεί να προσεγγίσει οποιαδήποτε συνεχή
συνάρτηση, ανεξαρτήτως της πολυπλοκότητάς της. Μία από τις πρώτες προσπάθειες
απόδειξης του συγκεκριµένου ϑεωρήµατος πραγµατοποιήθηκε από τον George Cyben-
ko το 1989 [68], η οποία αφορούσε αποκλειστικά τα δίκτυα που χρησιµοποιούσαν
σιγµοειδείς συναρτήσεις ενεργοποίησης. ∆υο χρόνια αργότερα, το 1991, ο Kurt Hor-
nik έδειξε πως η ισχύς του ϑεωρήµατος δεν περιορίζεται στην περίπτωση εφαρµογής
της σιγµοειδούς συνάρτησης, καθώς η δυνατότητα χρησιµοποίησης των δικτύων αυτών
ως καθολικούς προσεγγιστές συναρτήσεων οφείλεται στην πολυεπίπεδη εµπρόσθια αρ-
χιτεκτονική τους και όχι στην επιλογή της συνάρτησης ενεργοποίησης [69]. Ωστόσο,
πρακτικά, όταν υπάρχει ένα µόνο κρυφό επίπεδο, το πλήθος των νευρώνων που απαιτε-
ίται σε αυτό για την επίλυση ενός σύνθετου προβλήµατος µπορεί να είναι απαγορευτικό.
Κατά συνέπεια, στις περισσότερες περιπτώσεις επιλέγεται µια αρχιτεκτονική µε περισ-
σότερα κρυφά επίπεδα και λιγότερους νευρώνες σε κάθε ένα από αυτά, µια λύση που
µειώνει σηµαντικά τον αριθµό των ελεύθερων παραµέτρων του µοντέλου καθώς και την
ποσότητα των απαιτούµενων δεδοµένων για την εκπαίδευσή του.
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Σχήµα 3.6: Πολυεπίπεδο νευρωνικό δίκτυο µε δύο κρυφά επίπεδα [70]

3.4 Εκπαίδευση Νευρωνικών ∆ικτύων

Η εκπαίδευση συνιστά τη διαδικασία κατά την οποία πραγµατοποιείται ο προσδιορισµός
των τιµών των παραµέτρων του δικτύου, δηλαδή των ϐαρών και των πολώσεών του.
Αυτό µπορεί να επιτευχθεί µέσω της ελαχιστοποίησης µιας συνάρτησης απώλειας (loss
function).

3.4.1 Συνάρτηση Απώλειας

Η συνάρτηση απώλειας (loss function) χρησιµοποιείται για την ποσοτικοποίηση του
σφάλµατος ανάµεσα στην πρόβλεψη που πραγµατοποιήθηκε από το δίκτυο και την
επιθυµητή έξοδο. Η επιλογή της συνάρτησης απώλειας πραγµατοποιείται ανάλογα µε
τη ϕύση του προβλήµατος µηχανικής µάθησης, όπως ταξινόµηση ή παλινδρόµηση,
καθώς και ϐάσει της ειδκότερης κατηγορίας στην οποία εντάσσεται η εφαρµογή, όπως
δυαδική ταξινόµηση ή ταξινόµηση πολλαπλών κλάσεων.

Σε προβλήµατα παλινδρόµησης, µια συνήθης επιλογή είναι το Μέσο Τετραγωνικό Σφάλ-
µα (Mean Squared Error – MSE), το οποίο υπολογίζεται ως εξής (εξίσωση 3.10) [71]:
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MSE =
1
N
·

N∑
i=1

(yi − ŷi)2 (3.10)

όπου yi η πραγµατική τιµή εξόδου της εισόδου i, ŷi η εκτιµηθείσα τιµή της εξόδου και
Ν το πλήθος των δειγµάτων.

Στα προβλήµατα ταξινόµησης χρησιµοποιείται συχνά η Εγκάρσια Εντροπία (Cross E-
ntropy) (εξίσωση 3.11) [72]:

CE = −
N∑

i=1

yi · log(ŷi) (3.11)

όπου yi η πραγµατική τιµή της εξόδου, ŷi η πιθανότητα που προέβλεψε το δίκτυο και
Ν ο αριµθός των κλάσεων.

Σε προβλήµατα δυαδικής ταξινόµησης, όπου Ν=2, η παραπάνω σχέση µπορεί να εκ-
ϕραστεί ως (εξίσωση 3.12) [73]:

CEb = −(y · log(ŷ) + (1 − y) · log (1 − ŷ)) (3.12)

3.4.2 Αλγόριθµοι Βλετιστοποίησης

Η επιλογή του κατάλληλου αλγορίθµου ϐελτιστοποίησης συνιστά ένα καίριο Ϲήτηµα
κατά την εκπαίδευση ενός νευρωνικού δικτύου. Ο πιο διαδεδοµένος αλγόριθµος ϐελ-
τιστοποίησης, στον οποίο ϐασίζονται πολλές άλλες τεχνικές αυτού του είδους, είναι η
κατάβαση κλίσης (Gradient Descent). Ωστόσο, µε το πέρασµα των ετών έχουν προταθεί
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διάφοροι ϐελτιστοποιητές, µε σηµαντικότερους εξ αυτών τους Momentum [74], Ada-
Grad [75], RMSProp, Adadelta [76] και Adam [77]. Ο τελευταίος, αποτελεί µία από τις
δηµοφιλέστερες επιλογές καθώς συνδυάζει τα περισσότερα από τα πλεονεκτήµατα των
προηγούµενων µεθόδων.

Κατάβαση Κλίσης

Η συγκεκριµένη µέθοδος αποσκοπεί στην εύρεση των παραµέτρων ϑ ∈ Rd του νευ-
ϱωνικού δικτύου, οι οποίες οδηγούν στην ελαχιστοποίηση µιας συνάρτησης απωλειών
J(ϑ), µέσω του υπολογισµού της µερικής παραγώγου της συνάρτησης απωλειών ∇θJ(ϑ)

ως προς το διάνυσµα των παραµέτρων ϑ. Στη συνέχεια, οι παράµετροι του δικτύου
µεταβάλλονται κατά µία µικρή ποσότητα προς την αντίθετη κατεύθυνση από αυτή της
µερικής παραγώγου. Η σχέση που περιγράφει την παραπάνω διαδικάσία είναι η εξής
(εξίσωση 3.13) [78]:

θ′ = θ − η · ∇θJ(θ) (3.13)

Στην παραπάνω σχέση, το σύµβολο η καλείται ϱυθµός µάθησης (learning rate), και
καθορίζει το µέγεθος των ¨βηµάτων¨ που πραγµατοποιούνται κάθε ϕορά για την εύρεση
ενός σηµείου ελαχίστου.

Εναλλακτικά, ξεκινώντας από ένα σηµείο, το οποίο µπορεί να ϑεωρηθεί ως κορυφή,
ακολουθείται µε κάποιο ϐηµατισµό η κατεύθυνση µείωσης της συνάρτησης απωλειών,
έως ότου εντοπιστεί κάποια κοιλάδα, δηλαδή κάποιο σηµείο ελαχίστου. Η επιλογή
της τιµής του η είναι κρίσιµη, καθώς ένας πολύ χαµηλός ϱυθµός µάθησης µπορεί
να καθυστερήσει σε µεγάλο ϐαθµό την εκπαίδευση, ενώ αντίθετα, ένας πολύ υψηλός
ϱυθµός µάθησης µπορεί να οδηγήσει σε ταλάντωση γύρω από µία κοιλάδα ή απόκλιση
µε ασταθή τρόπο. Μια στρατηγική που ϑεωρείται αποτελεσµατική είναι η εξασθένιση
του ϱυθµού µάθησης µε την πάροδο του χρόνου.

΄Ενα ϐασικό µειονέκτηµα του αλγορίθµου Κατάβασης Κλίσης είναι πως προκειµένου
να πραγµατοποιηθεί µια ανανέωση ϐαρών, πρέπει να υπολογιστεί η µερική παράγωγος
της συνάρτησης απωλειών χρησιµοποιώντας όλο το σύνολο δεδοµένων εκπαίδευσης. Το
γεγονός αυτό τον καθιστά µία λιγότερο συµφέρουσα επιλογή, ειδικά στις περιπτώσεις
όπου η ποσότητα των δεδοµένων εκπαίδευσης είναι µεγάλη. Η Στοχαστική Κατάβαση
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Κλίσης (Stochastic Gradient Descent - SGD) αποτελεί µια παραλλαγή της Κατάβασης
Κλίσης στην οποία οι παράµετροι ανανεώνονται για κάθε παράδειγµα εκπαίδευσης της
µορφής x (i) - y(i). Η διαδικασία αυτή εκφράζεται από την παρακάτω σχέση (εξίσωση
3.14) [78]:

θ′ = θ − η · ∇θJ(θ; x (i); y(i)) (3.14)

Μία ακόµη εκδοχή του αλγορίθµου Κατάβασης Κλίσης είναι η Κατάβαση Κλίσης µε µι-
κρά σετ (Mini-batch Gradient Descent), η οποία ϑεωρείται ενδιάµεση λύση µεταξύ των
δύο προηγούµενων επιλογών. Στη συγκεκριµένη µέθοδο, επιλέγεται µε τυχαίο τρόπο
ένα υποσύνολο n παραδειγµάτων του συνόλου δεδοµένων εκπαίδευσης και, ϐάσει αυτο-
ύ, πραγµατοποιείται η ανανέωση των παραµέτρων του δικτύου. Στην περίπτωση αυτή,
η σχέση που αποτυπώνει τη διαδικασία ενηµέρωσης των ϐαρών ακολουθεί παρακάτω
(εξίσωση 3.15) [78]:

θ′ = θ − η · ∇θJ(θ; x (i:i+n); y(i:i+n)) (3.15)

Το µέγεθος των σετ διαφοροποιείται ανάλογα µε την εφαρµογή, ωστόσο στις περισσότε-
ϱες περιπτώσεις τα υποσύνολα που επιλέγονται περιλαµβάνουν από 50 έως 256 παρα-
δείγµατα. Παρόλο που ο συγκεκριµένος αλγόριθµος µειώνει το υπολογιστικό κόστος
και τον απαιτούµενο χρόνο εκπαίδευσης, έχει το µειονέκτηµα πως δεν εγγυάται καλή
σύγκλιση. Πολλές ϕορές, ο όρος SGD αναφέρεται και στην περίπτωση της Κατάβαση
Κλίσης µε µικρά σετ [78].

Adam

Ο Adam [77] είναι ένας από τους πιο συχνά χρησιµοποιούµενους αλγορίθµους ϐελ-
τιστοποίησης, καθώς συνδυάζει την πλειονότητα των πλεονεκτηµάτων των υπόλοιπων
αντίστοιχων µεθόδων [66]. Ο αλγόριθµος υπολογίζει τις εκτιµήσεις της ϱοπής πρώτης
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τάξης (µέση τιµή), mt, και της ϱοπής δεύτερης τάξης (µη κεντροποιηµένη διακύµανση),
ut, των κλίσεων των παραµέτρων της συνάρτησης απωλειών gt ως εξής (εξίσωση 3.16,
εξίσωση 3.17):

mt = �1mt−1 + (1 − �1)gt (3.16)

ut = �2ut−1 + (1 − �2)g2
t (3.17)

Καθώς τα mt και ut αρχικοποιούνται ως διανύσµατα µηδενικών τιµών, τείνουν να εµφα-
νίζουν µεροληψία στο µηδέν. Προκειµένου να αντιµετωπιστεί το παραπάνω πρόβληµα,
οι εκτιµήτριες των παραπάνω ποσοτήτων υπολογίζονται ϐάσει των παρακάτω σχέσεων
(εξίσωση 3.18, εξίσωση 3.19):

m̂t =
mt

1 − �t
1

(3.18)

ût =
ut

1 − �t
2

(3.19)

Στη συνέχεια, τα ϐάρη ενηµερώνονται σύµφωνα µε την παρακάτω σχέση (εξίσωση 3.20):

θt+1 = θt −
η

√
ût + ϸ

· m̂t (3.20)

Οι προτεινόµενες τιµές για κάθε υπερπαράµετρο είναι οι εξής : �1=0.9, �2=0.999 και ϸ

= 10−8.
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3.4.3 Αλγόριθµος Οπισθοδιάδοσης Σφάλµατος

΄Οπως αναφέρθηκε παραπάνω, ο αλγόριθµος οπισθοδιάδοσης σφάλµατος (error-back
propagation) αποτελεί τη συνηθέστερη µέθοδο εκπαίδευσης νευρωνικών δικτύων, η ο-
ποία έχει αποτελέσει τη ϐάση για την ανάπτυξη πληθώρας άλλων αλγορίθµων. Σκοπός
είναι η επαναληπτική ανανέωση των παραµέτρων του δικτύου έως ότου µειωθεί σε ι-
κανοποιητικό ϐαθµό µια τιµή σφάλµατος, η οποία καθορίζεται από µια συνάρτηση
απώλειας. Αρχικά, τα ϐάρη αρχικοποιούνται συνήθως µε τυχαιες τιµές και στη συ-
νέχεια ακολουθεί µία επαναληπτική διαδικασία που περιλαµβάνει δύο ϕάσεις. Στο
στάδιο της εµπρόσθιας δίαδοσης, τροφοδοτούνται τα δεδοµένα στο επίπεδο εισόδου
και, στη συνέχεια, διασχίζουν όλο το δίκτυο µε τους απαιτούµενους υπολογισµούς να
πραγµατοποιούνται χρησιµοποιώντας τις τρέχουσες παραµέτρους. Βάσει της εξόδου,
υπολογίζεται η τιµή του σφάλµατος ανάµεσα στην επιθυµητή έξοδο και την πρόβλεψη
του δικτύου, µέσω της συνάρτησης απωλειών. Στη συνέχεια, ακολουθεί το στάδιο της
οπίσθιας διάδοσης στο οποίο πραγµατοποιείται η ανανέωση των ϐαρών. Αρχικά, υπο-
λογίζεται η µερική παράγωγος της συνάρτησης απώλειας ως προς τις παραµέτρους του
δικτύου µε την εφαρµογή του κανόνα αλυσίδας του διαφορικού λογισµού, ξεκινώντας
από το επίπεδο εξόδου µε κατεύθυνση προς την αρχή του δικτύου. ΄Επειτα οι τιµές των
ϐαρών ενηµερώνονται σύµφωνα µε τον χρησιµοποιούµενο αλγόριθµο ϐελτιστοποίησης.

3.4.4 Αποφυγή Υπεπροσαρµογής

΄Εγκαιρη ∆ιακοπή

Μία συνήθης πρακτική, είναι η χρήση ενός υποσυνόλου των αρχικών δεδοµένων, το
οποίο καλείται σύνολο δεδοµένων επαλήθευσης (validation set) και περιέχει παρα-
δείγµατα διαφορετικά από εκείνα του συνόλου εκπαίδευσης, για την αξιολόγηση της
απόδοσης του δικτύου κατά τη διάρκεια της εκπαίδευσης. Η τεχνική της έγκαιρης δια-
κοπής (early stopping) ϐασίζεται στην παραπάνω πρακτική, µε σκοπό τον τερµατισµό
της εκπαίδευσης πρωτού εµφανιστεί το ϕαινόµενο της υπερπροσαρµογής. Αναλυτικότε-
ϱα, όπως ϕαίνεται στο Σχήµα 3.7, στα αρχικά στάδια της διαδικασίας της εκπαίδευσης,
παρατηρείται µείωση τόσο του σφάλµατος εκπαίδευσης όσο και του σφάλµατος επα-
λήθευσης. Ωστόσο, υπάρχει µια χρονική στιγµή, από την οποία και µετά το σφάλµα
επαλήθευσης αρχίζει συνήθως να αυξάνεται. Το στάδιο αυτό σηµατοδοτεί την αρχή
της εµφάνισης της υπερκπαίδευσης. Η µέθοδος της έγκαιρης διακοπής έχει ως στόχο
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την αποτροπή του παραπάνω ϕαινοµένου µέσω της παρακολούθησης του σφάλµατος
επαλήθευσης και της διακοπής της εκπαίδευσης έπειτα από ένα καθορισµένο πλήθος
εποχών κατά τις οποίες δεν έχει παρατηρηθεί ϐελτίωσή του [66].

Σχήµα 3.7: Σηµείο τερµατισµού της εκπαίδευσης [79]

∆ιάλειψη

Η µέθοδος της ∆ιάλειψης (Dropout) ϐασίζεται στην απόρριψη ενός τυχαίου υποσυνόλου
των κόµβων του δικτύου και των συνδέσεών τους κατά τη διάρκεια της εκπαίδευσης.
Η απόρριψη ενός κόµβου συνεπάγεται αυτοµάτως και την απόρριψη όλων των προ-
σπίπτουσων ακµών του. Η τυχαιοποιηµένη απόρριψη τµηµάτων του δικτύου έχει ως
αποτέλεσµα την ενηµέρωση των ϐαρών ϐάσει µιας διαφορετικής αρχιτεκτονικής κάθε
ϕορά. Με αυτό τον τρόπο προσωµοιώνεται η λειτουργία των µεθόδων µάθησης συνόλου,
µε συνέπεια την αύξηση της ικανότητας γενίκευσης, χωρίς την αντίστοιχη υπολογιστική
δαπάνη της εκπαίδευσης και αποθήκευσης πολλαπλών µοντέλων. [66].
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Σχήµα 3.8: Εφαρµογή διάλειψης, (α) αρχικό δίκτυο, (ϐ) αποτέλεσµα εφαρµογής διάλειψης [80]

Επαύξηση ∆εδοµένων

Καθοριστικό ϱόλο στην εµφάνιση του ϕαινοµένου της υπερπροσαρµογής διαδραµατίζει
η έλλειψη επαρκούς ποσότητας δεδοµένων εκπαίδευσης. Η επαύξηση δεδοµένων (data
augmentation) έχει ως στόχο τον εµπλουτισµό των δεδοµένων εκπαίδευσης, µέσω του
µετασχηµατισµού των πρωτότυπων παραδειγµάτων, µε συνέπεια την αύξηση της γενι-
κευσιµότητας του µοντέλου. Ενδεικτικά παραδείγµατα µετασχηµατισµών που δύνανται
να εφαρµοστούν σε προβλήµατα διαχείρισης εικόνων είναι η περιστοφή, η µετάθεση και
ο κατοπτρισµός. Ωστόσο, αξίζει να σηµειωθεί πως η συγκεκριµένη τακτική δεν είναι κα-
τάλληλη για όλα τα προβλήµατα αλλά, αντίθετα, είναι απαραίτητο να λαµβάνεται κάθε
ϕορά υπόψη τόσο η ϕυσική κατανοµή των εικόνων στο σύνολο των δεδοµένων, όσο και
η επίδραση της εφαρµογής ενός συγκεκριµένου µετασχηµατισµού στη διάκριση των
κλάσεων. Για παράδειγµα, αν εφαρµοστεί αναστροφή στο σύνολο δεδοµένων MNIST
για την αναγνώριση χειρόγραφων ψηφίων, ο αριθµός ¨6¨ ϑα µετατρεπόταν σε ¨9¨ [66].
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3.5 Συνελικτικά Νευρωνικά ∆ίκτυα

Τα Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks – CNN) συνιστο-
ύν µία κατηγορία πολυεπίπεδων νευρωνικών δικτύων εµπρόσθιας τροφοδότησης, τα
οποία έχουν αποδειχθεί ιδιαιτέρως αποτελεσµατικά, µεταξύ άλλων, σε προβλήµατα τα-
ξινόµησης εικόνων και επεξεργασίας ϕυσικής γλώσσας [81]. Τη ϐάση για την ανάπτυξη
των σύγχρονων συνελικτικών νευρωνικών δικτύων αποτέλεσε το µοντέλο "Neocognitro-
n" [82], το οποίο πρότεινε το 1980 ο Kunihiko Fukushima, στηριζόµενος στα ευρύµατα
των Hubel και Wiesel [83] αναφορικά µε τον µηχανισµό λειτουργίας του οπτικού ϕλοιού
των Ϲώων. Το πρώτο συνελικτικό νευρωνικό δίκτυο ϑεωρείται πως παρουσιάστηκε µε-
ϱικά χρόνια αργότερα, το 1998, από τους LeCun et al [84], οι οποίοι εφάρµοσαν τον
αλγόριθµο οπισθοδιάδοσης σφάλµατος σε µια αρχιτεκτονική τύπου Neocognitron για
την αναγνώριση χειρόγραφων ψηφίων.

Τυπικά, τα δίκτυα αυτά αποτελούνται από επίπεδα συνέλιξης (convolutional layers),
επίπεδα χωρικής υποδειγµατοληψίας (pooling layers) και πλήρως συνδεδεµένα επίπεδα

(fully-connected layers). Στα επίπεδα συνέλιξης εφαρµόζεται η συνέλιξη της εισόδου µε
ϕίλτρα, το πλήθος των οποίων ορίζεται από τον χρήστη, αλλά τα ϐάρη τους καθορίζονται
κατά τη διάρκεια της εκπαίδευσης. Μέσω της συγκεκριµένης διαδικασίας πραγµατο-
ποιείται η εξαγωγή των χαρακτηριστικών από τα δεδοµένα. Στη συνέχεια, η έξοδος
των επιπέδων αυτών εισέρχεται στα επίπεδα χωρικής υποδειγµατοληψίας, κύριος ϱόλος
των οποίων είναι να συµπυκνώνουν την πληροφορία που παράγεται από τα επίπεδα
συνέλιξης. Αρχικά, το δίκτυο εντοπίζει απλά χαρακτηριστικά, όπως γραµµές, και στα
επόµενα στρώµατα τα συνδυάζει µε σκοπό να αναγνωρίσει περισσότερο σύνθετες δοµές,
όπως ϐρόχους. Τα πλήρως συνδεδεµένα επίπεδα ϐρίσκονται στο τέλος του δικτύου
και αξιοποιούνται για την ταξινόµηση των δεδοµένων στις κλάσεις. ΄Ενα σηµαντικό χα-
ϱακτηριστικό που διαφοροποιεί τα συνελικτικά δίκτυα από τις πλήρως συνδεδεµένες
πολυεπίπεδες αρχιτεκτονικές δικτύων εµπρόσθιας τροφοδότησης είναι πως αντιµετω-
πίζουν τις εικόνες σαν πίνακες και όχι σαν µονοδιάστατα διανύσµατα. Ως αποτέλεσµα
επιτυγχάνουν εξαιρετικά σηµαντική µείωση του πλήθους των ϐαθµών ελευθερίας, ενώ
παράλληλα ενσωµατώνουν τη χωρική πληροφορία [8]. Παρακάτω, περιγράφεται συνο-
πτικά η λειτουργία των τριών ειδών επιπέδων των συνελικτικών δικτύων σε προβλήµατα
ταξινόµησης εικόνων.
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3.5.1 Επίπεδο Συνέλιξης

Το επίπεδο συνέλιξης περιέχει ένα καθορισµένο πλήθος ϕίλτρων συνέλιξης, κάθε ένα
από τα οποία διαθέτει το ίδιο ϐάθος µε το επίπεδο, αλλά µικρότερο χωρικό εύρος.
Κατά τη διαδικασία της συνέλιξης, πραγµατοποιείται ολίσθηση ενός ϕίλτρου εντοπι-
σµού χαρακτηριστικών, όπως ακµές ή υφές, στην εικόνα και κάθε τιµή ϐάρους του
πρώτου πολλαπλασιάζεται µε το αντίστοιχο εικονοστοιχείο. Στη συνέχεια, τα παραπάνω
γινόµενα αθροίζονται ώστε να προκύψει η τελική τιµή που αντιστοιχεί στην εφαρµογή
του ϕίλτρου στη συγκεκριµένα περιοχή της εικόνας. Η διαδικασία επαναλαµβάνεται
έως ότου το ϕίλτρο να εφαρµοστεί σε ολόκληρη την επιφάνεια. Το αποτέλεσµα που
προκύπτει από την συνέλιξη του ϕίλτρου µε την εικόνα ονοµάζεται χάρτης χαρακτη-
ϱιστικών (feature map). Η παραπάνω διαδικασία ϕαίνεται στο Σχήµα 3.9. Μέσω της
χρήσης διαφορετικών ϕίλτρων, καθίσταται εφικτός ο εντοπισµός ποικίλων χαρακτη-
ϱιστικών. Σε περίπτωση που η εικόνα είναι έγχρωµη, δηλαδή αποτελείται από τρία
διαφορετικά κανάλια (R, G, B), η συνέλιξη εφαρµόζεται συνήθως ξεχωριστά σε κάθε
κανάλι, µε αποτέλεσµα να προκύπτουν τρεις διαφορετικοί πίνακες, στους οποίους ε-
ϕαρµόζεται element-wise πρόσθεση, προκειµένου να παραχθεί ο τελικός πίνακας [8].

Σχήµα 3.9: ∆ιαδικασία συνέλιξης µε 3x3 ϕίλτρο [85]

Το αποτέλεσµα της συνέλιξης είναι ένας πίνακας χαµηλότερων διαστάσεων από τον
αρχικό. Συγκεκριµένα, αν σε µία εικόνα διαστάσεων w x w εφαρµοστεί ένα k x k

ϕίλτρο, κάθε διάσταση του αποτελέσµατος ϑα ισούται µε την τιµή w−k+1. Προκειµένου
να αποφευχθεί η ελάττωση των διαστάσεων µπορεί να εφαρµοστεί η τεχνική padding
κατά την οποία γίνεται προσθήκη επιπλέον κελιών µε µηδενικές συνήθως τιµές (zero-
padding) περιµετρικά του αρχικού πίνακα. Αν µε p συµβολίζεται η τιµή του padding
και χρησιµοποιηθεί το ίδιο k x k ϕίλτρο, προκειµένου ο πίνακας που ϑα προκύψει να
έχει το ίδιο µέγεθος µε τον αρχικό πρέπει p = ( k − 1)/2 [8]. Η τεχνική zero-padding
απεικονίζεται στο Σχήµα 3.10.
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Σχήµα 3.10: Παράδειγµα εφαρµογής zero padding [86]

Επιπρόσθετα, το ϕίλτρο δεν µετακινείται απαραίτητα κατά ένα εικονοστοιχείο στην ε-
πιφάνεια της εικόνας. Αντίθετα, µπορεί να οριστεί κάποιος άλλος ϐηµατισµός (stride).
Γενικά, ισχύει ότι για είσοδο διαστάσεων w x w, ϕίλτρο k x k, padding p και ϐηµατισµό
s, η διάσταση της εξόδου ϑα ισούται µε (w−k + 2p)/ s+1 [8]. Η έξοδος του επιπέδου συ-
νέλιξης, εισέρχεται σε µία µη - γραµµική συνάρτηση, µε συχνότερα χρησιµοποιούµενη
τη ReLU. Πολλές ϕορές αυτό το ϐήµα ϑεωρείται ξεχωριστό επίπεδο και αναφέρεται ως
επίπεδο απαλοιφής της γραµµικότητας.

Σχήµα 3.11: Μετακίνηση συνελικτικού ϕίλτρου µε ϐηµατισµό 1 [86]

3.5.2 Επίπεδο Χωρικής Υποδειγµατοληψίας

Στο συγκεκριµένο επίπεδο, πραγµατοποιείται µείωση της πληροφορίας που παράγεται
από τα συνελικτικά επίπεδα, µε ταυτόχρονη διατήρηση των σηµαντικότερων χαρακτη-
ϱιστικών. Υπάρχουν δύο ϐασικές µέθοδοι µε τις οποίες µπορεί να επιτευχθεί αυτό, το
µέγιστο (max pooling) και ο µέσος όρος (average pooling). Στην πρώτη περίπτωση χρη-
σιµοποιείται ένα k x k παράθυρο το οποίο διατρέχει την έξοδο του επιπέδου συνέλιξης
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µε ϐηµατισµό s. Το αποτέλεσµα της εφαρµογής του παραθύρου σε κάθε περιοχή της
εξόδου αποτελεί την υψηλότερη τιµή της περιοχής. Συνήθως, όπως ϕαίνεται στο Σχήµα
3.12, χρησιµοποιείται ένα 2 x 2 παράθυρο µε ϐηµατισµό 2. Η µέθοδος του µέσου όρου
ταυτίζεται µε αυτή του µεγίστου, ωστόσο το αποτέλεσµα της εφαρµογής του παραθύρου
σε µια περιοχή της εξόδου του επιπέδου συνέλιξης δεν είναι η µέγιστη τιµή της περιο-
χής, αλλά ο µέσος όρος των τιµών της. Το συγκεριµένο επίπεδο εξάγει µια αφαιρετική
αναπαράσταση και ελαττώνει το πλήθος των ελεύθερων παραµέτρων µε αποτέλεσµα να
µειώνει σηµαντικά το υπολογιστικό κόστος και να αντιµετωπίζει την υπερπροσαρµογή.
Επιπλέον, προσδίδει το χαρακτηριστικό της αµεταβλητότητας σε µικρές αλλοιώσεις της
εισόδου, αφού οι τελευταίες δεν επιδρούν σηµαντικά στο µέγιστο ή το µέσο όρο [8].

Σχήµα 3.12: Χωρική Υποδειγµατοληψία µε µέγιστο και µέσο όρο [87]

3.5.3 Πλήρως Συνδεδεµένο Επίπεδο

Αφού εντοπιστούν τα απαραίτητα χαρακτηριστικά µε τη χρήση µιας αλληλουχίας επι-
πέδων συνέλιξης και χωρικής υποδειγµατοληψίας, ακολουθούν τα πλήρως συνδεδεµένα
επίπεδα, τα οποία αξιοποιούν τα χαρακτηριστικά αυτά προκειµένου να ταξινοµήσουν
τα δεδοµένα στις διάφορες κλάσεις. Προτού εισαχθεί σε ένα πλήρως συνδεδεµένο ε-
πίπεδο, η έξοδος του προηγούµενου σταδίου υπόκειται κατάλληλη επεξεργασία ώστε να
αποκτήσει τη µορφή µονοδιάστατου πίνακα. Μία µέθοδος που χρησιµοποιείται ευρέως
για το σκοπό αυτό είναι η επιπέδωση (flatten), κατά την οποία η έξοδος του προηγο-
ύµενου στρώµατος µετατρέπεται σε µονοδιάστατο διάνυσµα, χωρίς να υπάρξει απώλεια
πληροφορίας. Στη συνέχεια, ακολουθούν συχνά δύο πλήρως συνδεδεµένα επίπεδα και,
τέλος, το επίπεδο εξόδου [8]. Στο Σχήµα 3.13 παρουσιάζεται µία τυπική αρχιτεκτονική
συνελικτικού δικτύου.
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Σχήµα 3.13: Τυπική αρχιτεκτονική συνελικτικού δικτύου. Το αρχικό µέρος του δικτύου αποτελείται
από διαδοχικά στρώµατα συνέλιξης και υποδειγµατοληψίας, ενώ στο τέλος ακολουθούν τα πλήρως

συνδεδεµένα επίπεδα [88]

3.5.4 VGG16

Το VGG (Σχήµα 3.14) αποτελεί ένα από τα δηµοφιλέστερα προεκπαιδευµένα συνελικτι-
κά νευρωνικά δίκτυα. Η συγκεκριµένη αρχιτεκτονική αναπτύχθηκε από τους Karen Si-
monyan και Andrew Zisserman του πανεπιστηµίου της Οξφόρδης και συµµετείχε στο
διαγωνισµό ImageNet Large-Scale Visual Recognition Challenge (ILSVRC) το 2014,
χωρίς ωστόσο να αναδειχθεί η νικήτρια συµµετοχή. Οι δύο ερευνητές, στην εργα-
σία τους «Very Deep Convolutional Networks for Large-Scale Image Recognition» [89]
παρουσίασαν διάφορες διατάξεις του µοντέλου VGG, αποτελούµενες από διαφορετικό
πλήθος επιπέδων. Η αρχιτεκτονική µε το µικρότερο ϐάθος περιλάµβανε 8 επίπεδα συ-
νέλιξης και 3 πλήρως συνδεδεµένα επίπεδα, ενώ εκείνη µε το µεγαλύτερο, αποτελούνταν
από 16 συνελικτικά και 3 πλήρως συνδεδεµένα στρώµατα. Χαρακτηριστικό γνώρισµα
του VGG είναι η χρήση ϕίλτρων µικρού µεγέθους µε ταυτόχρονη αύξηση του ϐάθους
του δικτύου. Συγκεκριµένα, προκειµένου να µειωθεί το υπολογιστικό κόστος, χωρίς
αντίστοιχη µείωση της ακρίβειας, µπορεί να γίνει αντικατάσταση ενός συνελικτικού ε-
πιπέδου µε µεγαλύτερου µεγέθους ϕίλτρα, από περισσότερα διαδοχικά συνελικτικά
επίπεδα µε µικρότερα ϕίλτρα. Για παράδειγµα, µια συνέλιξη µεγέθους 5 x 5 µπορεί
να αντικατασταθεί από δύο διαδοχικές συνελίξεις µεγέθους 3 x 3, ενώ µια συνέλιξη
µεγέθους 7 x 7 από τρεις διαδοχικές συνελίξεις µεγέθους 3 x 3. Ωστόσο, ένα 7 x 7

ϕίλτρο αποτελείται από 7 x 7 x 1 = 49 παραµέτρους, ενώ τα τρία 3 x 3 ϕίλτρα από
συνολικά 3 x 3 x 3 = 27 παραµέτρους. Βάσει των παραπάνω, καθίσταται εύκολα αντι-
ληπτό πως η επιλογή µικρότερων ϕίλτρων οδηγεί σε χαµηλότερο υπολογιστικό κόστος,
ενώ η παράλληλη αύξηση του ϐάθους διασφαλίζει τη διατήρηση της αποτελεσµατικότη-
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τας του δικτύου. ΄Ενα ακόµη πλεονέκτηµα των ϐαθύτερων δικτύων, είναι η εφαρµογή
περισσότερων µη-γραµµικών ενεργοποιήσεων, η οποία οδηγεί σε αυξηµένη διακριτική
ικανότητα του µοντέλου [66].

Το VGG16 είναι µία εκδοχή του µοντέλου VGG, η οποία περιλαµβάνει 13 επίπεδα
συνέλιξης, 5 επίπεδα χωρικής υποδειγµατοληψίας και 3 πλήρως συνδεδεµένα επίπε-
δα. Ακόµη, χρησιµοποιούνται 3 x 3 συνελίξεις, µε ϐηµατισµό 1 και padding 1. Στα
επίπεδα χωρικής υποδειγµατοληψίας, εφαρµόζεται η τεχνική του µεγίστου (max poo-
ling) µε 2 x 2 παράθυρο και ϐήµα 2. Στο τέλος του δικτύου, υπάρχουν τρία πλήρως
συνδεδεµένα επίπεδα. Τα δύο πρώτα αποτελούνται από 4096 νευρώνες. Το τελευταίο
επίπεδο περιλαµβάνει 1000 νευρώνες και χρησιµοποιεί τη συνάρτηση softmax, καθώς
το µοντέλο κατασκευάστηκε µε στόχο να ταξινοµήσει επιτυχώς ένα σύνολο έγχρωµων
224 x 224 εικόνων σε 1000 κλάσεις. ΄Ενα µειονέκτηµα του VGG16 είναι ο τεράστιος
αριθµός παραµέτρων που διαθέτει, αφού το συνολικό πλήθος των παραµέτρων σε όλα
τα επίπεδα είναι περίπου 138 · 106.

Σχήµα 3.14: Αρχιτεκτονική VGG16 [90]
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Στα πλαίσια της παρούσας εργασίας σχεδιάστηκαν και αναπτύχθηκαν πέντε διαφορε-
τικές αρχιτεκτονικές συνελικτικών νευρωνικών δικτύων µε στόχο την κατασκευή ενός
µοντέλου πρόβλεψης του καρκίνου του παχέος εντέρου και του πνεύµονα. Το πρόβλη-
µα που αντιµετωπίστηκε ανήκει στην κατηγορία της ταξινόµησης πολλαπλών κλάσεων,
αφού κάθε µοντέλο κλήθηκε να αναγνωρίσει 5 διαφορετικές καταστάσεις : αδενοκαρ-
κίνωµα παχέος εντέρου, καλοήθης ιστός παχέος εντέρου, αδενοκαρκίνωµα πνεύµονα,
ακανθοκυτταρικό καρκίνωµα πνεύµονα και καλοήθης ιστός πνεύµονα. Στη συνέχεια,
η απόδοση των πέντε µοντέλων συγκρίθηκε µε εκείνη ενός εκ των ισχυρότερων προεκ-
παιδευµένων συνελικτικών δικτύων, του VGG16.

4.1 Προγραµµατιστικά Εργαλεία

Για την υλοποίηση της συγκεκριµένης εργασίας χρησιµοποιήθηκε η γλώσσα προγραµ-
µατισµού Python. Η Python συνιστά µία υψηλού επιπέδου γλώσσα, η οποία χαρα-
κτηρίζεται από την ύπαρξη µεγάλου πλήθους ϐιβλιοθηκών που απλοποιούν σε µεγάλο
ϐαθµό την εκτέλεση πολλών εργασιών. Το γεγονός αυτό καθιστά την εκµάθησή της
µια εύκολη και γρήγορη διαδικασία συγκριτικά µε άλλες γλώσσες. Ως εκ τούτου,
αποτελεί µία από τις πιο διαδεδοµένες γλώσσες προγραµµατισµού σήµερα, ενώ παράλ-
ληλα διαθέτει µία από τις ισχυρότερες κοινότητες χρηστών. Τα ϐασικά εργαλεία που
χρησιµοποιήθηκαν για την εκπόνηση της συγκεκριµένης εργασίας είναι η πλατφόρµα
µηχανικής µάθησης ανοιχτού κώδικα TensorFlow και το API Keras, στο οποίο γίνε-
ται ειδική αναφορά παρακάτω. Ακόµη, µεταξύ άλλων, έγινε χρήση των ϐιβλιοθηκών
NumPy, Matplotlib και Pandas. Η ϐιβλιοθήκη NumPy περιλαµβάνει συναρτήσεις που
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απλοποιούν σε µεγάλο ϐαθµό την πραγµατοποίηση µαθηµατικών υπολογισµών µέσω
της διαχείρισης αριθµητικών πινάκων, ενώ η Matplotlib χρησιµοποιείται για την κατα-
σκευή γραφηµάτων και την οπτικοποίηση των δεδοµένων. Τέλος, η ϐιβλιοθήκη Pandas
χρησιµοποιείται κυρίως για τον καθαρισµό και την ανάλυση των δεδοµένων.

Το Keras είναι ένα API (Application Programming Interface) ϐασισµένο στη γλώσσα
προγραµµατισµού Python που χρησιµοποιείται ευρέως σε εφαρµογές ϐαθιάς µάθη-
σης. Χάρις στην απλότητα και το ϕιλικό προς το χρήστη περιβάλλον που διαθέτει,
αποτελεί σήµερα ένα από τα πιο ευρέως διαδεδοµένα εργαλεία ϐαθιάς µάθησης, ενώ
παράλληλα ϑερωρείται ιδανικό για αρχάριους. Η κατασκευή και η εκπαίδευση ενός
νευρωνικού δικτύου µέσω του Keras αποτελεί µία πολύ εύκολη διαδικασία, ακόµη
και για χρήστες που δεν είναι εξοικειωµένοι µε τον προγραµµατισµό. Χαρακτηριστικό
παράδειγµα συνιστά η διαδικασία προσθήκης ενός συνελικτικού επιπέδου σε ένα νευ-
ϱωνικό δίκτυο, η οποία πραγµατοποιείται µε µία µόνο εντολή, την Conv2D. ΄Ενα άλλο
σηµαντικό πλεονέκτηµα του συγκεκριµένου εργαλείου είναι πως παρέχει τη δυνατότητα
εύκολης χρησιµοποίησης ενός µεγάλου πλήθους προεκπαιδευµένων δικτύων, όπως τα
VGG [89], ResNet [91], Xception [92], MobileNet [93] και DenseNet [94], διατηρώντας
τα ϐάρη τα οποία προέκυψαν κατά την εκπαίδευση των µοντέλων στο σύνολο δεδοµένων
ImageNet. Τέλος, το Keras διαθέτει ένα υψηλής ποιότητας documentation, µε αναλυ-
τικές περιγραφές και επεξηγηµατικά παραδείγµατα, γεγονός που ενισχύει περαιτέρω
τη δηµοφιλία του.

4.2 Σύνολο ∆εδοµένων

Το σύνολο δεδοµένων που χρησιµοποιήθηκε στην παρούσα εργασία είναι το “Lung and

Colon Cancer Histopathological Image Dataset (LC25000)” [95], το οποίο δηµοσιεύθη-
κε το 2019 από τους Borkowski et al, σε µια προσπάθεια άµβλυνσης του προβλήµατος
της µειωµένης διαθεσιµότητας ιατρικών δεδοµένων. Το σύνολο αυτό αποτελείται από
25.000 έγχρωµες ιστοπαθολογικές εικόνες, οι οποίες ταξινοµούνται στις εξής 5 κα-
τηγορίες : αδενοκαρκίνωµα παχέος εντέρου (colon adenocarcinoma), καλοήθης ιστός
παχέος εντέρου (benign colonic tissue), αδενοκαρκίνωµα πνεύµονα (lung adenocarci-
noma), ακανθοκυτταρικό καρκίνωµα πνεύµονα (lung squamous cell carcinoma) και
καλοήθης ιστός πνεύµονα (benign lung tissue). Το τελικό σύνολο δεδοµένων προέκυψε
έπειτα από την εφαρµογή της τεχνικής επαύξησης δεδοµένων (data augmentation) σε
ένα αρχικό δείγµα αποτελούµενο από 750 ιστοπαθολογικές εικόνες πνεύµονα και 500
ιστοπαθολογικές εικόνες παχέος εντέρου. Συγκεκριµένα, το αρχικό δείγµα περιλάµ-
ϐανε 250 εικόνες για κάθε κλάση, αρχικών διαστάσεων 1024 x 768. Στη συνέχεια,
πραγµατοποιήθηκε περικοπή των εικόνων µε χρήση της γλώσσας προγραµµατισµού
Python ώστε το µέγεθός τους να καταστεί τελικά 768 x 768 και εφαρµόστηκε η τεχνική
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επαύξησης των δεδοµένων µε τη ϐιβλιοθήκη Augmentor. Η τελευταία διαδικασία πε-
ϱιλάµβανε την εφαρµογή των µετασχηµατισµών της δεξιάς και αριστερής περιστροφής
καθώς και της αναστροφής ως προς τον οριζόντιο και κάθετο άξονα. Εν τέλει, το απο-
τέλεσµα της παραπάνω επεξεργασίας, ήταν η δηµιουργία ενός συνόλου 25.000 εικόνων
διαστάσεων 768 x 768 που ταξινοµούνται σε 5 κατηγορίες, κάθε µία από τις οποίες
περιλαµβάνει 5.000 δείγµατα. Στα πλαίσια της συγκεκριµένης εργασίας, αξιοποιείται
ολόκληρο το σύνολο των δεδοµένων µε σκοπό την κατασκευή µοντέλων που ϑα ανα-
γνωρίζουν τόσο τον καρκίνο του πνεύµονα όσο και τον καρκίνο του παχέος εντέρου.
Εναλλακτικά, ϑα µπορούσε να επιλεχθεί µόνο το υποσύνολο των δεδοµένων που αφορά
τη µία από τις δύο περιπτώσεις και να κατασκευαστούν ξεχωριστά µοντέλα για κάθε µία
από αυτές. Παρακάτω παρουσιάζονται τυχαία δείγµατα κάθε κλάσης.

Σχήµα 4.1: Τυχαίες εικόνες αδενοκαρκινώµατος του παχέος εντέρου

Σχήµα 4.2: Τυχαίες εικόνες καλοήθους ιστού του παχέος εντέρου

Σχήµα 4.3: Τυχαίες εικόνες αδενοκαρκινώµατος του πνεύµονα
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Σχήµα 4.4: Τυχαίες εικόνες ακανθοκυτταρικού καρκινώµατος του πνεύµονα

Σχήµα 4.5: Τυχαίες εικόνες καλοήθους ιστού του πνεύµονα

4.3 Προεπεξεργασία ∆εδοµένων

΄Οπως ϕαίνεται στο παρακάτω γράφηµα, το σύνολο των δεδοµένων είναι ισορροπηµένο,
εποµένως δε χρειάστηκε να εφαρµοστεί κάποια τεχνική για την αντιµετώπιση του προ-
ϐλήµατος της ανισορροπίας κλάσεων (class imbalance). Ο διαχωρισµός των δεδοµένων
πραγµατοποιήθηκε σε τρία υποσύνολα. Το 70% του αρχικού συνόλου χρησιµοποι-
ήθηκε ως σύνολο δεδοµένων εκπαίδευσης (training set), το 10% ως σύνολο δεδοµένων
επαλήθευσης (validation set) και το υπόλοιπο 20% ως σύνολο δεδοµένων ελέγχου (test
set).

Σχήµα 4.6: Κατανοµή Κλάσεων
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Στο στάδιο της προεπεξεργασίας εφαρµόστηκε η τεχνική της επαύξησης των δεδοµένων
εκπαίδευσης. Αξίζει να σηµειωθεί πως οι µετασχηµατισµοί της περιστροφής των εικόνων
προς τα δεξιά ή προς τα αριστερά καθώς και η αναστροφή τους ως προς τους άξονες
x και y, παραλήφθηκαν, καθώς, όπως αναφέρθηκε προηγουµένως, είχαν ήδη εφαρ-
µοστεί από τους ερευνητές πριν τη δηµοσιοποίηση του συνόλου δεδοµένων. Αντίθετα,
πραγµατοποιήθηκε ο εµπλουτισµός των δεδοµένων εκπαίδευσης µέσω της µετατόπισης
των εικόνων στον οριζόντιο και κάθετο άξονα, της αλλαγής της ϕωτεινότητας και της
µεταβολής της εστίασης των αρχικών εικόνων. Στο Σχήµα 4.7 παρουσιάζονται παρα-
δείγµατα εφαρµογής κάθε ενός από τους παραπάνω µετασχηµατισµούς σε µία εικόνα
αδενοκαρκινώµατος του παχέος εντέρου.

Σχήµα 4.7: Παραδείγµατα επαύξησης δεδοµένων (α) αρχική εικόνα − πάνω αριστερά, (ϐ) µεταβολή
ϕωτεινότητας − πάνω δεξιά, (γ) µεταβολή εστίασης − κάτω αριστερά, (δ) µετατόπιση − κάτω δεξιά

Στο Σχήµα 4.8 ϕαίνονται τα αποτελέσµατα της εφαρµογής των παραπάνω µετασχηµα-
τισµών σε τέσσερα τυχαία δείγµατα του συνόλου εκπαίδευσης.
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Σχήµα 4.8: Αποτελέσµατα εφαρµογής της τεχνικής επαύξησης δεδοµένων σε τυχαία δείγµατα

4.4 Εκπαίδευση Μοντέλων

΄Οπως αναφέρθηκε παραπάνω, στα πλαίσια της παρούσας εργασίας πραγµατοποιήθη-
κε η εκπαίδευση και αξιολόγηση πέντε διαφορετικών συνελικτικών αρχιτεκτονικών. Σε
όλες τις περιπτώσεις, το µέγεθος των εικόνων ορίστηκε σε 224 x 224 και το µέγεθος
δέσµης σε (batch size) 16. Σε όλα τα επίπεδα, εκτός από εκείνο της εξόδου επιλέχθη-
κε ως συνάρτηση ενεργοποίησης η ReLU, ενώ στο τελευταίο επίπεδο εφαρµόστηκε η
softmax. Ως ϐελτιστοποιητής χρησιµοποιήθηκε ο Adam και ως συνάρτηση απώλειας
η categoral cross entropy. Ο ϱυθµός µάθησης ορίστηκε αρχικά σε 10−4, αλλά στην
πορεία της εκπαίδευσης µεταβλήθηκε, καθώς χρησιµοποιήθηκε η συνάρτηση ReduceL-

ROnPlateau της ϐιβλιοθήκης Keras. Η χρησιµοποίηση της συγκεκριµένης συνάρτησης
είχε ως αποτέλεσµα, εφόσον µετά από 2 διαδοχικές εποχές δεν είχε παρατηρηθεί ϐελ-
τίωση στην τιµή του σφάλµατος επαλήθευσης, τη µείωση του ϱυθµού µάθησης. Τέλος,
ο αριθµός των εποχών ορίστηκε αρχικά σε 50, ωστόσο εφαρµόστηκε η τεχνική της
έγκαιρης διακοπής (early stopping), ούτως ώστε να αποφευχθεί η υπερεκπαίδευση και
να µειωθούν οι απαιτήσεις σε χρόνο και µνήµη. Συγκεκριµένα, χρησιµοποιήθηκε ως
κριτήριο για τη διακοπή της εκπαίδευσης το σφάλµα επαλήθευσης, ενώ η παράµετρος
"υποµονής" (patience) ορίστηκε στην τιµή 5. Η παράµετρος "υποµονής" καθορίζει το
πλήθος των εποχών που πρέπει να ολοκληρωθούν δίχως να έχει παρατηρηθεί ϐελτίωση,
προκειµένου να τερµατιστεί η εκπαίδευση. Παρακάτω, ακολουθεί η περιγραφή των
πέντε αρχιτεκτονικών.
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• Μοντέλο 1

Το πρώτο µοντέλο αποτελείται από τρία επίπεδα συνέλιξης, κάθε ένα από τα οποία
ακολουθείται από ένα επίπεδο χωρικής υποδειγµατοληψίας µεγίστου, µε µέγεθος πα-
ϱαθύρου 2 και ϐηµατισµό 2. Στο πρώτο επίπεδο συνέλιξης χρησιµοποιήθηκαν 32 3
x 3 ϕίλτρα, ενώ σε κάθε επόµενο συνελικτικό στρώµα το πλήθος των ϕίλτρων διπλασι-
άζεται. Ο ϐηµατισµός ορίστηκε στην τιµή 1, ενώ το padding ορίστηκε κατάλληλα ώστε
κάθε ϕορά το µέγεθος της εξόδου του συνελικτικού επιπέδου να ταυτίζεται µε αυτό της
εισόδου. Τέλος, πραγµατοποιείται επιπέδωση (flatten) και ακολουθούν 3 πλήρως συν-
δεδεµένα επίπεδα. Τα δύο πρώτα αποτελούνται από 512 και 256 νευρώνες αντίστοιχα,
ενώ το επίπεδο εξόδου περιλαµβάνει 5 νευρώνες, προκειµένου να ταξινοµήσει τα δείγ-
µατα στις πέντε διαφορετικές κλάσεις. Ο συνολικός αριθµός παραµέτρων του µοντέλου
είναι 51.606.597 και η αρχιτεκτονική του παρουσιάζεται στο Σχήµα 4.9:

Σχήµα 4.9: Αρχιτεκτονική πρώτου δικτύου

Σελίδα 50 από 72



Κεφάλαιο 4 Πρακτικό Μέρος

• Μοντέλο 2

Η δεύτερη αρχιτεκτονική, η οποία παρουσιάζεται στο Σχήµα 4.10, είναι ίδια µε την
προηγούµενη µε τη διαφορά πως προστέθηκαν δύο επίπεδα συνέλιξης, ένα αµέσως
µετά το πρώτο συνελικτικό επίπεδο και ένα ακριβώς µετά το δεύτερο, χωρίς ενδιάµεσα να
παρεµβάλλεται κάποιο στρώµα χωρικής υποδειγµατοληψίας. Η χρήση δύο διαδοχικών
επιπέδων συνέλιξης πριν το επίπεδο χωρικής υποδειγµατοληψίας έχει ως στόχο την
εξαγωγή πιο περίπλοκων αναπαραστάσεων. Ως αποτέλεσµα, το πλήθος των παραµέτρων
του δικτύου αυξήθηκε σε 51.652.773.

Σχήµα 4.10: Αρχιτεκτονική δεύετρου δικτύου
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• Μοντέλο 3

Το τρίτο νευρωνικό δίκτυο (Σχήµα 4.11) έχει την ίδια αρχιτεκτονική µε το δεύτερο,
ωστόσο, µετά το τρίτο επίπεδο χωρικής υποδειγµατοληψίας, πραγµατοποιήθηκε η προ-
σθήκη ενός ακόµη συνελικτικού επιπέδου 256 ϕίλτρων, ακολουθούµενο από ένα επίπε-
δο χωρικής υποδειγµατοληψίας µεγίστου. Το µοντέλο αυτό αποτελείται από συνολικά
26.257.829 παραµέτρους.

Σχήµα 4.11: Αρχιτεκτονική τρίτου δικτύου
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• Μοντέλο 4

Η τέταρτη αρχιτεκτονική (Σχήµα 4.12) προέκυψε έπειτα από την προσθήκη ενός συνε-
λικτικού επιπέδου µε 512 ϕίλτρα και του αντίστοιχου επιπέδου χωρικής υποδειγµατο-
ληψίας, στο τρίτο µοντέλο, πριν το στάδιο της επιπέδωσης. Το πλήθος των παραµέτρων
είναι 14.592.933.

Σχήµα 4.12: Αρχιτεκτονική τέταρτου δικτύου
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• Μοντέλο 5

Το πέµπτο και τελευταίο µοντέλο (Σχήµα 4.13) προέκυψε από την προσθήκη ενός α-
κόµη επιπέδου συνέλιξης στην προηγούµενη αρχιτεκτονική, τόσο πριν από το πρώτο
όσο και πριν από το δεύτερο επίπεδο χωρικής υποδειγµατοληψίας. Το πρώτο συνελι-
κτικό στρώµα που προστέθηκε περιλαµβάνει 32 ϕίλτρα, ενώ το δεύτερο 64. Συνολικά,
το µοντέλο περιλαµβάνει 14.639.109 παραµέτρους.

Σχήµα 4.13: Αρχιτεκτονική πέµπτου δικτύου
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4.5 Αποτελέσµατα

• Μοντέλο 1

Η εκπαίδευση του δικτύου τερµατίστηκε µετά την ολοκλήρωση 19 εποχών. Τα γρα-
ϕήµατα του σφάλµατος και της ακρίβειας της εκπαίδευσης και επαλήθευσης ανά εποχή
παρουσιάζονται παρακάτω (Σχήµα 4.14):

Σχήµα 4.14: Γραφήµατα εκπαίδευσης πρώτου δικτύου

∆εδοµένου ότι το σφάλµα της εκπαίδευσης µειώνεται οµαλά έως ότου σταθεροποιηθεί,
ενώ παράλληλα δεν υπάρχει µεγάλη απόκλιση µεταξύ του σφάλµατος της εκπαίδευσης
και του σφάλµατος της επαλήθευσης, εξάγεται το συµπέρασµα ότι η εκπαίδευση πραγ-
µατοποιήθηκε µε επιτυχία. Η ακρίβεια του µοντέλου στο σύνολο δεδοµένων ελέγχου
ήταν 97,5% ενώ ο πίνακας σύγχυσης ϕαίνεται παρακάτω (Σχήµα 4.15):
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Σχήµα 4.15: Πίνακας σύγχυσης πρώτου µοντέλου

Από τον πίανκα σύγχυσης, γίνεται αντιληπτό πως παρόλο που το µοντέλο παρουσιάζει
υψηλή απόδοση, ϕαίνεται πως αδυνατεί σε ορισµένες περιπτώσεις να διακρίνει το αδε-
νοκαρκίνωµα από τον καλοήθη ιστό του παχέος εντέρου, καθώς και το αδενοκαρκίνωµα
από το ακανθοκυτταρικό καρκίνωµα του πνεύµονα.

• Μοντέλο 2

Η εκπαίδευση του συγκεκριµένου δικτύου διήρκησε 33 εποχές. Και σε αυτή την πε-
ϱίπτωση, τα γραφήµατα (Σχήµα 4.16) υποδεικνύουν καλή προσαρµογή. Στο Σχήµα
4.17 παρουσιάζεται ο πίνακας σύγχυσης. ΄Οπως ήταν αναµενόµενο, η απόδοση ϐελ-
τιώθηκε, µε την ακρίβεια να αγγίζει το 99,14%. Η χρήση διαδοχικών συνελικτικών
επιπέδων στην αρχή του δικτύου είχε ως αποτέλεσµα την ελαχιστοποίηση των σφαλ-
µάτων κατά την ταξινόµηση των εικόνων του παχέος εντέρου, γεγονός που δείχνει πως
το συγκεκριµένο µοντέλο έχει αυξηµένη ικανότητα διάκρισης των εν λόγω περιπτώσεων
συγκριτικά µε το προηγούµενο. Ωστόσο, σε ελάχιστες περιπτώσεις εµφανίζει και αυτό
δυσκολία στη διάκριση των δύο τύπων καρκινώµατος του πνεύµονα.
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Σχήµα 4.16: Γραφήµατα εκπαίδευσης δεύτερου δικτύου

Σχήµα 4.17: Πίνακας σύγχυσης δεύτερου µοντέλου
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• Μοντέλο 3

Η εκπαίδευση του τρίτου µοντέλου ολοκληρώθηκε έπειτα από 30 εποχές και, όπως
ϕαίνεται στα αντίστοιχα γραφήµατα (Σχήµα 4.18), ήταν επίσης οµαλή.

Σχήµα 4.18: Γραφήµατα εκπαίδευσης πρώτου δικτύου

Στο σύνολο δεδοµένων ελέγχου, η απόδοση του µοντέλου ήταν σχεδόν τέλεια αφού
κατάφερε να σηµειώσει ακρίβεια 99,8%. Στο Σχήµα 4.19 παρουσιάζεται ο αντίστοιχος
πίνακας σύγχυσης. Η συγκεκριµένη αρχιτεκτονική είναι η ϐέλτιστη έως τώρα, αφού
καθιστά εφικτό τον σχεδόν άψογο διαχωρισµό των δεδοµένων στις πέντε κλάσεις.

Σχήµα 4.19: Πίνακας σύγχυσης τρίτου µοντέλου
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• Μοντέλο 4

Η εκπαίδευση του τέταρτου δικτύου διήρκησε 34 εποχές και, όπως και στις προηγο-
ύµενες περιπτώσεις, ήταν οµαλή (Σχήµα 4.20).

Σχήµα 4.20: Γραφήµατα εκπαίδευσης τέταρτου δικτύου

Οµοίως µε το τρίτο δίκτυο, η ακρίβεια του µοντέλου στο σύνολο δεδοµένων ελέγχου ήταν
99,8%, ενώ και οι υπόλοιπες µετρικές ήταν σχεδόν άψογες, όπως γίνεται αντιληπτό από
τον πίνακα σύγχυσης (Σχήµα 4.21).

Σχήµα 4.21: Πίνακας σύγχυσης τέταρτου µοντέλου
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• Μοντέλο 5

Η εκπαίδευση του πέµπτου µοντέλου ολοκληρώθηκε έπειτα από 20 εποχές και τα
αντίστοιχα γραφήµατα ϕαίνονται στο Σχήµα 4.22.

Σχήµα 4.22: Γραφήµατα εκπαίδευσης πέµπτου δικτύου

Κατά την εφαρµογή στο σύνολο δεδοµένων ελέγχου, η απόδοση του µοντέλου ήταν χα-
µηλότερη συγκριτικά µε αυτή των δύο προηγούµενων, αφού πέτυχε ακρίβεια 98,34%.
Από τον πίνακα σύγχυσης (Σχήµα 4.23) ϕαίνεται πως το µοντέλο παρουσιάζει σε ε-
λάχιστες περιπτώσεις µειωµένη ικανότητα διάκρισης του αδενοκαρκινώµατος από τον
καλοήθη ιστό του παχέος εντέρου, καθώς και των δύο τύπων καρκινωµάτων του πνε-
ύµονα. Από τα παραπάνω, συµπεραίνεται πως η ύπαρξη τριών επιπέδων συνέλιξης
πριν το πρώτο και δεύτερο επίπεδο χωρικής υποδειγµατοληψίας είχε ως αποτέλεσµα
την εξαγωγή περισσότερο σύνθετων από το επιθυµητό αναπαραστάσεων.

Σχήµα 4.23: Πίνακας σύγχυσης πέµπτου δικτύου
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VGG16

Η απόδοση των παραπάνω αρχιτεκτονικών συγκρίθηκε µε εκείνη ενός εκ των δηµο-
ϕιλέστερων προεκπαιδευµένων συνελικτικών δικτύων, του VGG16. Το δίκτυο χρη-
σιµοποιήθηκε µε παγωµένα τα ϐάρη στα αρχικά επίπεδα, ενώ τροποποιήθηκαν και
εκπαιδεύτηκαν µόνο τα πλήρως συνδεδεµένα στρώµατα. Αναλυτικότερα, όπως και
στα προηγούµενα µοντέλα, εφαρµόστηκε επιπέδωση και ακολούθησε η προσθήκη δύο
πλήρως συνδεδεµένων στρωµάτων, αποτελούµενων από 512 και 256 νευρώνες αντίστοι-
χα. Τέλος, ακολούθησε το επίπεδο εξόδου στο οποίο χρησιµοποιήθηκαν 5 νευρώνες,
προκειµένου να καταστεί εφικτή η ταξινόµηση των εικόνων στις πέντε κλάσεις. Το συ-
νολικό πλήθος των ϐαρών και των πολώσεων του δικτύου που ενηµερώθηκαν κατά την
εκπαίδευση (trainable weights) ήταν 12.978.181.

Και σε αυτή την περίπτωση, ως συνάρτηση απώλειας επιλέχθηκε η categoral cross-
entropy και ως ϐελτιστοποιητής ο Adam. Ο ϱυθµός µάθησης αρχικοποιήθηκε σε 10−4

και χρησιµοποιήθηκε η συνάρτηση ReduceLROnPlateau. Η εκπαίδευση του δικτύου
ολοκληρώθηκε µετά από 17 εποχές, αφού εφαρµόστηκε η τεχνική της έγκαιρης διακο-
πής. Τα σχετικά γραφήµατα παρουσιάζονται στο Σχήµα 4.24:

Σχήµα 4.24: Γραφήµατα εκπαίδευσης VGG16 δικτύου
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Η ακρίβεια του VGG16 στο σύνολο των δεδοµένων ελέγχου ήταν 97,24%. Η απόδοσή
του ήταν χαµηλότερη από εκείνη όλων των προηγούµενων µοντέλων. Ακολουθεί ο
πίνακας σύγχυσης (Σχήµα 4.25):

Σχήµα 4.25: Πίνακας Σύγχυσης VGG16 δικτύου

Ο Πίνακας 4.1 παρουσιάζει συγκεντρωτικά τα αποτελέσµατα.

Αρχιτεκτονική Ακρίβεια Πλήθος Παραµέτρων

1x32-1X64-1X128-512-256-5 97.5% 51.606.597

2x32-2X64-1x128-512-256-5 99.14% 51.652.773

2x32-2X64-1x128-1x256-512-256-5 99,8% 26.257.829

2x32-2X64-1x128-1x256-1x512-512-256-5 99,8% 14.592.933

3x32-3X64-1x128-1x256-1x512-512-256-5 98.34% 14.639.109

VGG16 97.24% 12.978.181

Πίνακας 4.1: Συγκριτκή Αξιολόγηση Μοντέλων
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4.6 Συµπεράσµατα

Στα πλαίσια της παρούσας εργασίας πραγµατοποιήθηκε συγκριτική αξιολόγηση πέντε
αρχιτεκτονικών συνελιτκικών δικτύων στην αναγνώριση πέντε διαφορετικών περιπτώσε-
ων καρκίνου του πνεύµονα και του παχέος εντέρου. Συγκεκριµένα, τα µοντέλα κλήθη-
καν να ταξινοµήσουν ένα σύνολο ιστοπαθολογικών εικόνων στις ακόλουθες κλάσεις :
αδενοκαρκίνωµα παχέος εντέρου, καλοήθης ιστός παχέος εντέρου, αδενοκαρκίνωµα
πνεύµονα, ακανθοκυτταρικό καρκίνωµα πνεύµονα και καλοήθης ιστός πνεύµονα. Στο
στάδιο της προεπεξεργασίας, πραγµατοποιήθηκε επαύξηση των δεδοµένων εκπαίδευ-
σης µέσω της µετατόπισης, της αλλαγής της ϕωτεινότητας και της µεταβολής της εστία-
σης των εικόνων. Στη συνέχεια, κατασκευάστηκαν πέντε αρχιτεκτονικές, αποτελούµενες
από 3 έως 9 συνελικτικά επίπεδα, η απόδοση των οποίων συγκρίθηκε στο τέλος µε ε-
κείνη του προεκπαιδευµένου VGG16 δικτύου.

Μέσω της πειραµατικής διαδικασίας, ϕάνηκε πως όλα τα µοντέλα έχουν υψηλή ικα-
νότητα διάκρισης των πέντε κλάσεων. Η πρώτη και απλούστερη αρχιτεκτονική, µε µόλις
τρία συνελικτικά επίπεδα ακολουθούµενα από τα αντίστοιχα στρώµατα χωρικής υπο-
δειγµατοληψίας, και τρία πλήρως συνδεδεµένα επίπεδα πέτυχε ακρίβεια 97,5%. Στη
συνέχεια, µε την αύξηση του πλήθους των επιπέδων, παρατηρήθηκε αυξητική τάση της
ακρίβειας των µοντέλων. Συγκεκριµένα, όταν προστέθηκε στην πρώτη αρχιτεκτονική
ένα επιπλέον επίπεδο συνέλιξης πριν το πρώτο και δεύτερο επίπεδο υποδειγµατολη-
ψίας, η ακρίβεια άγγιξε το 99,14%. ΄Επειτα, ακολούθησε η προσθήκη ενός Ϲεύγους
στρωµάτων συνέλιξης-υποδειγµατοληψίας πριν τα πλήρως συνδεδεµένα στρώµατα του
τελευταίου δικτύου για την ανάπτυξη της τρίτης αρχιτεκτονικής, η οποία είχε αξιοσηµε-
ίωτη ακρίβεια της τάξης του 99,8%. Η τέταρτη αρχιτεκτονική, η οποία προέκυψε από
την προσθήκη ενός ακόµη Ϲεύγους συνέλιξης-υποδειγµατοληψίας, κατάφερε επίσης να
ταξινοµήσει σχεδόν άψογα τα δείγµατα, πετυχαίνοντας, οµοίως µε την προηγούµενη, α-
κρίβεια 99,8%. Ωστόσο, κατά την περαιτέρω αύξηση της πολυπλοκότητας του δικτύου,
µε την προσθήκη ενός τρίτου συνελικτικού επιπέδου πριν τα δύο πρώτα επίπεδα υ-
ποδειγµατοληψίας, το µοντέλο παρουσίασε µειωµένη απόδοση, σηµειώνοντας ακρίβεια
98,34%. Τέλος, το µοντέλο VGG16 πέτυχε ακρίβεια 97,24%. Οι δύο αρχιτεκτονι-
κές που πέτυχαν την υψηλότερη ακρίβεια, δηλαδή η τρίτη και η τέταρτη, µπορούν να
συγκριθούν περαιτέρω ως προς το πλήθος των παραµέτρων τους. Βάσει αυτού, προτι-
µότερη από τις δύο ϑεωρείται η τέταρτη, αφού αποτελείται από περίπου 116 λιγότερες
παραµέτρους.

Στο σύνολό τους, τα αποτελέσµατα ήταν πολύ καλά, ωστόσο κρίνεται απαραίτητο να διε-
ϱευνηθεί η γενικευσιµότητα των µοντέλων. Κάποιες µελλοντικές επεκτάσεις προς αυτή
την κατεύθυνση ϑα µπορούσαν να περιλαµβάνουν την εφαρµογή τεχνικών, όπως επα-
ύξηση χρώσης (color augmentation) και κανονικοποίηση χρώσης (stain normalization)
στο στάδιο της προεπεξεργασίας. Αναλυτικότερα, ένα κοινό πρόβληµα στη διαχείριση
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ιστοπαθολογικών εικόνων αφορά τις µεγάλες χρωµατικές τους διακυµάνσεις, και τις ση-
µαντικές αποκλίσεις τους σε επίπεδο αντίθεσης και ϕωτεινότητας, οι οποίες οφείλονται,
µεταξύ άλλων, στο διαφορετικό εξοπλισµό που χρησιµοποιήθηκε για την παραγωγή
τους. Εποµένως, η εφαρµογή σχετικών τεχνικών, ϑα οδηγούσε δυνητικά σε σηµαντική
ενίσχυση της απόδοσης των µοντέλων σε άλλα σύνολα δεδοµένων. Ακόµη, ϑα µπορο-
ύσε να πραγµατοποιηθεί η εφαρµογή PCA whitening ή ZCA whitening. Τέλος, µία
ακόµη µελλοντική εργασία ϑα µπορούσε να αφορά τη διεξαγωγή επιπλέον πειραµάτων
µε χρήση περισσότερων προεκπαιδευµένων δικτύων και διαφορετικών συνδυασµών πα-
ϱαµέτρων.
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