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Περίληψη

Η παρούσα εργασία ασχολείται µε την ανάπτυξη µεθόδων για την εκπαίδευση νευρωνικών δικτύων
τύπου RBF (Radial Basis Function), µε σκοπό την κατασκευή υπολογιστικών µοντέλων υψηλής α-
κρίβειας σε µικρό υπολογιστικό χρόνο. Η προτεινόµενη µέθοδος εκπαίδευσης ϐασίζεται στον αλγόριθ-
µο ϐελτιστοποίησης Levenberg-Marquardt, ο οποίος χρησιµοποιείται για τον προσδιορισµό των παρα-
µέτρων του δικτύου, δηλαδή των συντεταγµένων των κέντρων RBF, των συναπτικών ϐαρών και των ευρών
των συναρτήσεων ϐάσης. Αναπτύχθηκαν δύο παραλλαγές της µεθόδου, στην πρώτη εκ των οποίων πραγ-
µατοποιείται διαχωρισµός των συνόλων των παραµέτρων του συνολικού προβλήµατος της εκπαίδευσης.
Η απαλοιφή των γραµµικών παραµέτρων, δηλαδή των ϐαρών του δικτύου, και η ανάπτυξη της προβολής
µεταβλητής (Variable Projection) συναρτήσει των µη γραµµικών παραµέτρων, δηλαδή των κέντρων των
µονάδων RBF, οδηγεί σε δύο µικρότερα υποπροβλήµατα, ένα για το κάθε σύνολο παραµέτρων. Τα
κέντρα ενηµερώνονται σε κάθε επανάληψη του αλγορίθµου Levenberg-Marquardt, ενώ τα ϐάρη προ-
έρχονται από τη λύση ενός γραµµικού προβλήµατος ελαχίστων τετραγώνων. Στη δεύτερη παραλλαγή,
χωρίς να προηγείται διαχωρισµός των συνόλων των παραµέτρων, το πρόβληµα προς επίλυση αφορά
το πλήρες συναρτησιακό (Full Functional), µε τα κέντρα και τα ϐάρη να ενηµερώνονται σε κάθε επα-
νάληψη του αλγορίθµου Levenberg-Marquardt. Οι ϑέσεις των αρχικών κέντρων προέρχονται από τον
αλγόριθµο των ασαφών µέσων, ενώ οι αρχικές τιµές των ευρών των συναρτήσεων ϐάσης από τη µέθοδο
των p-κοντινότερων γειτόνων. Η προτεινόµενη µεθοδολογία εκπαίδευσης δοκιµάστηκε σε σύνολα δεδο-
µένων της ϐιβλιογραφίας, πραγµατικά και προσοµοιωµένα, ενώ έγινε σύγκριση µε κλασικές µεθόδους
εκπαίδευσης δικτύων RBF, αλλά και µε διαφορετικές µεθόδους µηχανικής µάθησης. Τα αποτελέσµατα
δείχνουν την υπεροχή των προτεινόµενων µεθόδων έναντι των υπολοίπων τεχνικών, λαµβάνοντας υπόψη
την ακρίβεια των µοντέλων σε συνδυασµό µε τους υπολογιστικούς χρόνους.

Λέξεις-κλειδιά: αλγόριθµος ασαφών µέσων, δίκτυα ακτινικής συνάρτησης ϐάσης, αλγόριθµος Levenberg-
Marquardt, µέθοδος προβολής µεταβλητής, τεχνητά νευρωνικά δίκτυα, υπολογιστική νοηµοσύνη
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Abstract

The objective in this study is the development of methods for training radial basis function
(RBF) networks, in order to produce models with increased accuracy in short computational times.
The proposed methodology is based on the Levenberg-Marquardt optimization algorithm, which is
used to determine the network parameters, such as the coordinates of RBF centers, the synaptic
weights and the widths of RBFs. Two variants of the method were developed, the first of which
deals with the separation of the sets of variables of the overall training problem. The elimination of
linear parameters, i.e. network weights, and the development of Variable Projection as a function of
nonlinear parameters, i.e. the RBF centers, leads to two smaller subproblems, one for each set of
parameters. The centers are updated in each iteration of the Levenberg-Marquardt algorithm, while
the synaptic weights are calculated using linear regression. In the second variant, where the sets
of parameters are not separated, the problem to be solved is called Full Functional; in this case,
both the centers and the synaptic weights are updated in each iteration of the Levenberg-Marquardt
algorithm. The initial locations of the RBF centers are derived from the fuzzy means algorithm,
while the initial values of the widths of RBFs are derived from the p-nearest neighbor heuristic. The
proposed training methodology was tested in real-world and synthetic benchmark datasets and is
also compared with other neural network training techniques. The results show the superiority of
the proposed methods over the other techniques, taking into account the accuracy of the models in
combination with the computational times.

Keywords: artificial neural networks, computational Intelligence, fuzzy means algorithm, Levenberg-
Marquardt algorithm, radial basis function networks, Variable Projection
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Κεφάλαιο 1

Εισαγωγή

Την Υπολογιστική Νοηµοσύνη συγκροτούν εργαλεία τα οποία προέρχονται από τη µελέτη των ϕυ-
σικών συστηµάτων και, συγκεκριµένα, των ϐιολογικών οργανισµών. Η µελέτη της ϐιολογικής εξέλιξης,
της νοηµοσύνης που επιδεικνύουν τα σµήνη οργανισµών, της ανθρώπινης σκέψης και των ϐιολογικών
νευρωνικών δικτύων οδηγεί, αντίστοιχα, στην ανάπτυξη υπολογιστικών µοντέλων του Εξελικτικού Υπο-
λογισµού, της Νοηµοσύνης Σµήνους, της Ασαφούς Λογικής και των Τεχνητών Νευρωνικών ∆ικτύων, τα
οποία µπορούν να χρησιµοποιηθούν για την επίλυση σύνθετων προβληµάτων [Engelbrecht07].

Τα Τεχνητά Νευρωνικά ∆ίκτυα αποτελούν ένα σηµαντικό εργαλείο της Υπολογιστικής Νοηµοσύνης.
Οι ικανότητες του εγκεφάλου για µάθηση, αποµνηµόνευση και γενίκευση, σε συνδυασµό µε τα χα-
ϱακτηριστικά ενός σύνθετου, µη γραµµικού, παράλληλου και κατανεµηµένου συστήµατος, αποτελούν
σπουδαία κίνητρα για τη µοντελοποίηση του ανθρώπινου εγκεφάλου. Ωστόσο, η οποιαδήποτε προ-
σπάθεια για την πλήρη αντιγραφή της δοµής και της λειτουργίας του εγκεφάλου είναι πολύ δύσκολο
έργο, µε τα Τεχνητά Νευρωνικά ∆ίκτυα να είναι περιορισµένα σε µέγεθος και λειτουργικότητα, ενώ
υπάρχουν οι ϐασικές αναλογίες µε τα ϐιολογικά νευρωνικά δίκτυα [Engelbrecht07], [Βλαχάβας06].

Τα Τεχνητά Νευρωνικά ∆ίκτυα αποτελούνται από ένα σύνολο διατεταγµένων υπολογιστικών µονάδων
επεξεργασίας σε συγκεκριµένα πρότυπα, ενώ χρησιµοποιούνται για την επίλυση προβληµάτων κατη-
γοριοποίησης, παλινδρόµησης ή πρόβλεψης χρονοσειρών, αλλά και σε άλλες πρακτικές εφαρµογές
[Βλαχάβας06]. Οι τιµές των παραµέτρων που απαρτίζουν το νευρωνικό δίκτυο προέρχονται µετά από
µια διαδικασία που είναι γνωστή ως εκπαίδευση.

΄Εχουν αναπτυχθεί διάφορα είδη και αρχιτεκτονικές Τεχνητών Νευρωνικών ∆ικτύων. Μια σηµαντική
παραλλαγή αφορά τα νευρωνικά δίκτυα τα οποία διαχειρίζονται µια συνάρτηση ϐάσης ακτινικής συµ-
µετρίας και είναι αυτά µε τα οποία ασχολείται η συγκεκριµένη εργασία. Τα δίκτυα συνάρτησης ϐάσης
ακτινικής συµµετρίας (radial basis function networks, RBFNs) χαρακτηρίζονται από την απλότητα της
δοµής τους και από την ταχύτητα των αλγορίθµων εκπαίδευσης, ενώ έχουν χρησιµοποιηθεί εκτενώς
στη µοντελοποίηση συστηµάτων και αναγνώριση προτύπων [Alexandridis03], [Alexandridis13]. Οι πα-
ϱάµετροι που χαρακτηρίζουν αυτά τα δίκτυα είναι τα κέντρα, ή και τα εύρη, των µονάδων RBF καθώς
και τα συναπτικά ϐάρη σύνδεσης κρυφού επιπέδου - επιπέδου εξόδου. Για τη σωστή λειτουργία ενός
δικτύου RBF είναι απαραίτητο το στάδιο της εκπαίδευσης, µέσω του οποίου γίνονται γνωστές οι τιµές
των παραµέτρων.

1.1 Κίνητρο της εργασίας

Η εκπαίδευση συνίσταται στη µάθηση των παραµέτρων του δικτύου. ΄Εχουν προταθεί διάφορες
µέθοδοι για την εκπαίδευση ενός δικτύου RBF, µε την κύρια διαφορά τους να έγκειται στον αριθµό
των παραµέτρων που αυτές διαχειρίζονται. Ωστόσο, η εκπαίδευση αυτών των δικτύων είναι συνήθως
γρηγορότερη από ό,τι είναι στις αρχιτεκτονικές άλλων δικτύων, καθώς αυτή µπορεί να πραγµατοποιηθεί
σε δύο στάδια [Alexandridis03], [Engelbrecht07]. Στο πρώτο στάδιο µαθαίνονται οι παράµετροι που
σχετίζονται µε τις κρυφές µονάδες µέσω µιας τεχνικής µη εποπτευόµενης µάθησης, ενώ στο δεύτερο
στάδιο µαθαίνονται τα συναπτικά ϐάρη του δικτύου µέσω µιας τεχνικής εποπτευόµενης µάθησης, χωρίς
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1.2. Συµβολή της εργασίας

να αποκλείονται άλλες µέθοδοι εκπαίδευσης.
Η επιλογή των ϑέσεων των κεντρών και ο αριθµός των µονάδων RBF ϑεωρείται σηµαντική για την

απόδοση του δικτύου [Chen91]. Στις πρώτες µελέτες, [Michelli86], [Poggio90], σε κάθε δεδοµένο του συ-
νόλου εκπαίδευσης αντιστοιχούσε και ένα κέντρο, ωστόσο µε τον τρόπο αυτό ο αριθµός των παραµέτρων
ήταν υψηλός, µε τα παραγόµενα δίκτυα να είναι υψηλής πολυπλοκότητας, κυρίως σε µεγάλα σύνολα δε-
δοµένων [Alexandridis13]. Αν ληφθεί υπόψη ότι τα κέντρα των µονάδων πρέπει να καλύπτουν επαρκώς
τα δεδοµένα εκπαίδευσης, τότε, µάλλον, ϑα πρέπει να χρησιµοποιηθούν πιο αποτελεσµατικοί τρόποι
επιλογής όπως είναι, για παράδειγµα, η οµαδοποίση του χώρου εισόδου µέσω του αλγορίθµου k-means
[Moody89], [Darken90]. Ωστόσο, λόγω ορισµένων µειονεκτηµάτων αυτού του αλγορίθµου, µεταξύ των
οποίων είναι η επαναληπτική του ϕύση, αλλά και η ανικανότητα του για τον αυτόµατο προσδιορισµό
του αριθµού των κέντρων, έχουν εφαρµοστεί και άλλες µέθοδοι επιλογής όπως είναι ο αλγόριθµος
fuzzy means, ο οποίος υπολογίζει τον αριθµό των κέντρων και τις ϑέσεις ϐασιζόµενος στον ασαφή δια-
χωρισµό του χώρου εισόδου [Sarimveis02], [Alexandridis03], [Alexandridis13]. Ο αλγόριθµος αυτός
έχει ϐρει πολλές επιτυχηµένες εφαρµογές [Alexandridis13(2)], [Alexandridis13(3)], [Alexandridis14],
[Alexandridis14(2)], [Alexandridis16], [Alexandridis17], [Stogiannos18].

Επίσης, µπορούν να χρησιµοποιηθούν µέθοδοι στις οποίες το κρυφό επίπεδο κατασκευάζεται µε
τρόπο επαυξητικό, όπως στο [Chen91], όπου µέσω ορθογώνιων ελαχίστων τετραγώνων επιλέγονται τα
κέντρα των µονάδων µέχρι να κατασκευαστεί ένα επαρκές δίκτυο.

Ακόµα, δεν αποκλείονται οι µέθοδοι εκπαίδευσης ενός ϐήµατος στις οποίες όλες οι παράµετροι µαθα-
ίνονται σε ένα στάδιο. Στο [Moody89(2)], [Poggio89] γίνεται χρήση της µεθόδου απότοµης κατάβασης για
την προσαρµογή των παραµέτρων του δικτύου, ωστόσο µε αργούς χρόνους σύγκλισης [Wettschereck92].

Για την εκπαίδευση ενός δικτύου RBF µπορούν να χρησιµοποιηθούν και συνδυασµοί των µεθόδων
της Υπολογιστικής Νοηµοσύνης. Συγκεκριµένα στο [Alexandridis13] γίνεται εκπαίδευση ενός δικτύου
RBF µε χρήση της µεθόδου ϐελτιστοποίησης µε σµήνη σωµατιδίων για τη ϐελτιστοποίηση του ασαφούς
διαχωρισµού του χώρου εισόδου, ενώ στο [Sarimveis04] γίνεται χρήση γενετικών αλγορίθµων για τη
ϐέλτιστη επιλογή του αριθµού και των κέντρων των µονάδων RBF.

Τα εύρη των συναρτήσεων ϐάσης µπορούν να υπολογιστούν µέσω µιας ευρετικής µεθόδου που
αφορά τους p-κοντινότερους γείτονες, καθώς οι τιµές τους πρέπει να επιλεχθούν έτσι, ώστε να υπάρχει
αλληλοκάλυψη µε τις p-κοντινότερες µονάδες RBF [Leonard91].

Λόγω της γραµµικής σύνδεσης του κρυφού επιπέδου και του επιπέδου εξόδου σε ένα δίκτυο RBF,
οι περισσότερες µέθοδοι περιλαµβάνουν τον υπολογισµό των συναπτικών ϐαρών µέσω της επίλυσης ενός
απλού γραµµικού προβλήµατος ελαχίστων τετραγώνων [Alexandridis13].

Περισσότερες πληροφορίες για τις µεθόδους εκπαίδευσης ενός δικτύου RBF µπορούν να ϐρεθούν
στα [Alexandridis03], [Alexandridis13], [Engelbrecht07].

1.2 Συµβολή της εργασίας

Η προτεινόµενη µέθοδος εκπαίδευσης για ένα δίκτυο RBF ϐασίζεται στην απλή παρατήρηση της
µορφοποίησης του προβλήµατος της εκπαίδευσης, το οποίο ορίζεται ως ένα άθροισµα τετραγώνων µη
γραµµικών συναρτήσεων, ενώ οι γραµµικές (ϐάρη δικτύου) και οι µη γραµµικές παράµετροι (κέντρα
δικτύου) είναι διαχωρίσιµες.

Ο διαχωρισµός αυτός οδηγεί στην ιδέα της ελαχιστοποίησης ενός µειωµένου συναρτησιακού, του
λεγόµενου Variable Projection, το οποίο είναι συνάρτηση µόνο των µη γραµµικών παραµέτρων. Ο
αριθµός και οι αρχικές ϑέσεις των µονάδων RBF προέρχονται από τους αλγορίθµους k-means και fuzzy
means, ενώ µέσω της ελαχιστοποίησης του µειωµένου συναρτησιακού ενηµερώνονται οι ϑέσεις των
κέντρων µέσω µιας µεθόδου ϐελτιστοποίησης. Η µέθοδος ϐελτιστοποίησης που χρησιµοποιείται αφορά
µια τροποποιηµένη εκδοχή της µεθόδου Gauss-Newton, τη Levenberg-Marquardt. Σε κάθε ενηµέρωση
των κέντρων, τα ϐάρη του δικτύου υπολογίζονται µέσω ενός απλού γραµµικού προβλήµατος ελαχίστων
τετραγώνων. ΄Ετσι, σε κάθε επανάληψη του αλγορίθµου υπάρχει εγγύηση για ολικό ϐέλτιστο στα ϐάρη
για τα συγκεκριµένα κέντρα που έχουν επιλεγεί, µε το τελικό αποτέλεσµα να εξαρτάται από τη ϑέση των
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1.3. ∆οµή εργασίας

κέντρων και, τελικά, από το τοπικό ελάχιστο στο οποίο αυτά καταλήγουν. Οι αρχικές τιµές των ευρών
των συναρτήσεων ϐάσης προέρχονται από τη µέθοδο των p-κοντινότερων γειτόνων.

Στην περίπτωση που δεν πραγµατοποιείται κάποια απαλοιφή των γραµµικών παραµέτρων, τότε το
πρόβληµα προς επίλυση αφορά την ελαχιστοποίηση του πλήρους συναρτησιακού στο οποίο τα κέντρα,
τα ϐάρη ή, ακόµα, και τα εύρη του δικτύου, µεταβάλλονται καταλλήλως µέσω του αλγορίθµου ϐελτιστο-
ποίησης Levenberg-Marquardt. Με τη µέθοδο αυτή, δεν υπάρχει εγγύηση για ολικό ϐέλτιστο στα ϐάρη,
οι τιµές τους µεταβάλλονται ταυτοχρόνως µε τα κέντρα, ενώ όλα µαζί κινούνται προς κάποιο τοπικό
ελάχιστο. Στην περίπτωση αυτή αναµένεται να χρειάζονται περισσότερες επαναλήψεις για σύγκλιση.

1.3 ∆οµή εργασίας

Η εργασία αναπτύσσεται σε 7 κύρια κεφάλαια:
Στο επόµενο κεφάλαιο γίνεται µια εισαγωγή στις ϐασικές µεθόδους της Υπολογιστικής Νοηµοσύνης

όπως είναι ο Εξελικτικός Υπολογισµός, η Νοηµοσύνη Σµήνους και τα Τεχνητά Νευρωνικά, µε όλο το
ενδιαφέρον να επικεντρώνεται στα τελευταία. Παρουσιάζονται οι αναλογίες µε τους ϐιολογικούς νευρώνες
και ορίζεται το µοντέλο του τεχνητού, ενώ γίνεται µια αναφορά στις αρχιτεκτονικές των δικτύων καθώς
επίσης και στα είδη των µεθόδων µηχανικής µάθησης.

Στο κεφάλαιο 3 ακολουθεί µια περιγραφή της δοµής των δικτύων τύπου RBF, των ειδών των συ-
ναρτήσεων ϐάσης καθώς και των πλεονεκτηµάτων αυτών των δικτύων. Στο ίδιο κεφάλαιο µορφοποιείται
το πρόβληµα της εκπαίδευσης ενός δικτύου RBF ενώ γίνεται και µια περιγραφή των µεθόδων εκπα-
ίδευσης που χρησιµοποιούνται για την εκµάθηση των παραµέτρων. Στο ίδιο κεφάλαιο αναπτύσσονται
οι αλγόριθµοι k-means και fuzzy means, οι οποίοι αποτελούν τη ϐάση για την προτεινόµενη µέθοδο
εκπαίδευσης.

Στο κεφάλαιο 4 γίνεται µια σύντοµη αναφορά στους διάφορους αλγορίθµους ϐελτιστοποίησης που
µπορούν να χρησιµοποιηθούν για τη ϐελτίωση των τιµών των παραµέτρων του δικτύου ενώ αναπτύσσε-
ται η προτεινόµενη µέθοδος εκπαίδευσης, η οποία αποτελεί ένα συνδυασµό των µεθόδων Levenberg-
Marquardt και Variable Projection.

Στο κεφάλαιο 5 εφαρµόζεται η προτεινόµενη µέθοδος εκπαίδευσης καθώς και παραλλαγές αυτής,
οι οποίες αφορούν την περίπτωση σταθερών ευρών, ή µεταβλητών ϐαρών, ϐάση των οποίων αποτελεί ο
αλγόριθµος Levenberg-Marquardt.

Στο κεφάλαιο 6 παρουσιάζονται τα αποτελέσµατα των µεθόδων σε µια σειρά συνόλων δεδοµένων
της ϐιβλιογραφίας, ενώ ακολουθεί και µια σύγκριση µε άλλες µεθοδολογίες της ϐιβλιογραφίας που
παρουσιάζονται εκεί.

Στο τέλος, παρουσιάζονται τα συµπεράσµατα για τις εν λόγω µεθόδους εκπαίδευσης ενώ δίνεται το
έναυσµα για περαιτέρω µελλοντική εργασία.
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Κεφάλαιο 2

Υπολογιστική Νοηµοσύνη και Νευρωνικά
∆ίκτυα

2.1 Εισαγωγή στην Τεχνητή και Υπολογιστική Νοηµοσύνη

Οποιαδήποτε τεχνική ωθεί τον υπολογιστή να µιµηθεί την ανθρώπινη σκέψη ή συµπεριφορά καλείται
Τεχνητή Νοηµοσύνη (Artificial Intelligence). Είναι µέρος της επιστήµης των υπολογιστών, µιας και
αφορά ϕαινόµενα που σχετίζονται µε αυτούς. Ακόµα, είναι µέρος της ψυχολογίας και της γνωσιολογικής
επιστήµης, αφού οι εργασίες που εκτελούνται στους υπολογιστές απαιτούν κάποιο είδος ευφυΐας ή
σκέψης, όπως ϑα συνέβαινε αν τις εκτελούσαν οι άνθρωποι [Simon95].

΄Ενας από τους πρώτους ορισµούς για την Τεχνητή Νοηµοσύνη, διατυπωµένος από τους Barr και
Feigenbaum είναι ο εξής [Barr81]:

«Η Τεχνητή Νοηµοσύνη είναι ο τοµέας της επιστήµης των υπολογιστών που ασχολείται µε το σχεδιασµό
ευφυών υπολογιστικών συστηµάτων,

δηλαδή συστηµάτων που παρουσιάζουν χαρακτηριστικά που σχετίζονται µε την ανθρώπινη συµπεριφορά»

Η κατανόηση της ανθρώπινης σκέψης και συµπεριφοράς αποτελεί προσπάθεια πολλών χρόνων
[Russell03]. Το δύσκολο αυτό ερώτηµα του τι είναι η νοηµοσύνη προσπάθησαν να το εξηγήσουν οι
ϕιλόσοφοι της Αρχαίας Ελλάδας, όπως ο Αριστοτέλης ή ο Ηράκλειτος, περιγράφοντας διάφορες λειτουρ-
γίες που σχετίζονται µε αυτή: µηχανισµός της µάθησης, του συλλογισµού αλλά και άλλες [Βλαχάβας06].
Σύµφωνα µε το λεξικό του Κέιµπριτζ 1 η νοηµοσύνη ορίζειται ως :

«η ικανότητα για µάθηση, κατανόηση και κρίση
ή αιτιολογηµένη έκφραση γνώµης»

δηλαδή περιλαµβάνει ικανότητες οι οποίες συνδέονται µε την επίλυση προβληµάτων, τη µάθηση από
εµπειρία και άλλα [Βλαχάβας06].

Η Τεχνητή Νοηµοσύνη ξεκίνησε από τα µέσα του περασµένου αιώνα, µε την ονοµασία της να οφείλε-
ται στον J. McCarthy το 1956, ενώ η έρευνα στη νέα αυτή περιοχή ϕαίνεται να έχει ξεκινήσει νωρίτερα
[Russell03], [Βλαχάβας06]. ΄Εχοντας ως πειραµατικές διατάξεις «νοήµονες» υπολογιστές, χρησιµοποι-
ήθηκε και ως µέσο για την έρευνα της ανθρώπινης νοηµοσύνης και συµπεριφοράς [Buchanan05].

Τα αρχικά ϐήµατα της Τεχνητής Νοηµοσύνης ξεκινούν από σηµαντικά ερωτήµατα τα οποία προέρ-
χονται από τα πεδία διάφορων επιστηµών όπως της ϕιλοσοφίας, των µαθηµατικών, της ψυχολογίας, της
µηχανικής των υπολογιστών και της νευροεπιστήµης [Russell03]. Στο σχήµα 2.1 ορίζεται το πεδίο της
Τεχνητής Νοηµοσύνης ως µέρος αυτών των επιστηµών.

1 https://dictionary.cambridge.org/dictionary/english/intelligence
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2.1. Εισαγωγή στην Τεχνητή και Υπολογιστική Νοηµοσύνη

Σχήµα 2.1: Τεχνητή Νοηµοσύνη και άλλες επιστήµες.

Μερικά από αυτά τα ερωτήµατα είναι τα εξής [Russell03]:

Φιλοσοφία :

«Από πού έρχεται η γνώση και πώς η γνώση οδηγεί στην πράξη ;»

Μαθηµατικά:

«Τι µπορεί να υπολογιστεί αλλά και
πώς ορθολογικοποιούµε µε αβέβαιες πληροφορίες ;»

Ψυχολογία :

«Πώς οι άνθρωποι σκέφτονται και πράττουν ;»

Τεχνολογία Υπολογιστών :

«Πώς µπορεί να κατασκευαστεί ένας αποτελεσµατικός υπολογιστής ;»

Νευροεπιστήµες :

«Πώς ο εγκέφαλος επεξεργάζεται τις πληροφορίες ;»

Συµβολές στην εξέλιξη της Τεχνητής Νοηµοσύνης ϕαίνεται να υπάρχουν και από τη ϕαντασία και
τα µυθιστορήµατα, µε τις πρώτες αναφορές να προέρχονται από την ελληνική µυθολογία [Βλαχάβας06],
[Russell03], [Buchanan05]. Οι συγγραφείς µυθιστορηµάτων αποτέλεσαν πηγή έµπνευσης για πολλούς
ερευνητές της Τεχνητής Νοηµοσύνης, όπως ο Ιούλιος Βέρν (1828–1905), στον οποίο οφείλεται η ονοµα-

(αʹ) Ιούλιος Βέρν και το ϱοµπότ ονοµασµένο
προς τιµήν του. (ϐʹ) Φρανκ Μπάουµ µε το µάγο του Οζ.

Σχήµα 2.2: Συγγραφείς µυθιστορήµατων ως πηγή έµπνευσης για την Τεχνητή Νοηµοσύνη.
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2.1. Εισαγωγή στην Τεχνητή και Υπολογιστική Νοηµοσύνη

σία του ϱοµπότ του ερευνητή Ντέιβιντ Χάνσον (σχήµα 2.2αʹ), το οποίο µιλάει και συµπεριφέρεται όπως
ένας άνθρωπος, ϐάσει των ερεθισµάτων που λαµβάνει αλλά και άλλοι µεταξύ των οποίων και ο Φρανκ
Μπάουµ (1856-1919) µε το ϐιβλίο του «Ο µάγος του Οζ» (σχήµα 2.2βʹ), όπου το 1907 περιέγραψε τον
άνθρωπο µηχανή ως

«΄Εντονης απόκρισης, δηµιουργός σκέψης, οµιλία τέλειου µηχανικού ανθρώπου... Σκέφτεται, µιλάει,
ενεργεί, κάνει τα πάντα εκτός από το να Ϲει»

Μέσα από την πιθανότητα ύπαρξης τέτοιων «έξυπνων» µηχανών σίγουρα κορυφώθηκε η ϕαντασία
αλλά προετοιµάστηκε και η έναρξη της προσπάθειας για την κατανόηση της ανθρώπινης νοηµοσύνης
[Buchanan05].

Πριν, τα µόνα συστήµατα που παρουσίαζαν κάποια νοηµοσύνη ήταν οι έµβιοι οργανισµοί και κυρίως
οι άνθρωποι. Τώρα, αυξήθηκε η οικογένεια αυτή µε την εισαγωγή και «έξυπνων» µηχανών [Simon95].

Οι ορισµοί για την Τεχνητή Νοηµοσύνη ποικίλουν. Σύµφωνα µε τους Russell και Norvig [Russell03]
µπορούν να διακριθούν σε δύο κατηγορίες αναλόγως της προσέγγισης επί του συγκεκριµένου ϑέµατος :
η µια κατηγορία ασχολείται µε τη σκέψη και η άλλη µε τη συµπεριφορά. Επιπλέον διαχωρίσµος αυτών
γίνεται σε ακόµα δύο κατηγορίες : σε αυτή που µέτρο είναι η ανθρώπινη απόδοση, όπου χρησιµοποιο-
ύνται εµπειρικές παρατηρήσεις και υποθέσεις της ανθρώπινης συµπεριφοράς και σε αυτή που µέτρο
αποτελεί κάποια ιδανική απόδοση, όπου χρησιµοποιούνται τα µαθηµατικά και η τεχνολογία.

Αναλόγως, λοιπόν, της προσέγγισης του πεδίου της Τεχνητής Νοηµοσύνης κάποιοι ορισµοί µπορεί
να είναι οι εξής :

Συστήµατα που σκέφτονται όπως οι άνθρωποι :

«Η αυτοµατοποίηση δραστηριοτήτων που σχετίζονται µε την ανθρώπινη σκέψη και δρασηριότητες όπως
είναι η λήψη αποφάσεων, η επίλυση προβληµάτων, η µάθηση...»

(Bellman, 1978)

Συστήµατα που σκέφτονται λογικά:

«Η µελέτη των υπολογισµών που καθιστούν εφικτή την αντίληψη, τη λογική σκέψη και την αντίδραση»
(Winston, 1992)

Συστήµατα που συµπεριφέρονται όπως οι άνθρωποι :

«Η µελέτη του πώς να κάνουµε τους υπολογιστές να κάνουν πράγµατα στα οποία, αυτήν τη στιγµή, οι
άνθρωποι είναι καλύτεροι»
(Rich and Knight, 1991)

Συστήµατα που δρουν λογικά:

«Η τενχητή νοηµοσύνη... αφορά ευφυή συµπεριφορά τεχνουργηµάτων»
(Nilsson, 1998)

Η διαφορά µεταξύ της ανθρώπινης και λογικής συµπεριφοράς ϐασίζεται στο γεγονός ότι οι άνθρωποι
κάνουν λάθη, δεν είναι τέλειοι [Russell03].

Η Τεχνητή Νοηµοσύνη µπορεί να προσεγγιστεί, ακόµα, µε δύο τρόπους : την Κλασική ή Συµβολική
Τεχνητή Νοηµοσύνη και την Υπολογιστική Νοηµοσύνη ή Μη Συµβολική Τεχνητή Νοηµοσύνη. Η πρώτη
εστιάζει στην κατανόηση και την εξοµοίωση της ανθρώπινης νοηµοσύνης την οποία και µοντελοποιεί
µε αλγορίθµους µε χρήση συµβόλων, εν αντιθέσει µε τη δεύτερη, η οποία, µε αριθµούς πια και όχι µε
σύµβολα, προσπαθεί να µιµηθεί ϐιολογικά συστήµατα [Βλαχάβας06]. Η παρούσα εργασία ασχολείται
µε τη δεύτερη προσέγγιση, αυτή της Υπολογιστικής Νοηµοσύνης.

Υπάρχει µια ασάφεια σχετικά µε τη σχέση που υπάρχει ανάµεσα στους όρους Τεχνητή Νοηµοσύνη
και Υπολογιστική Νοηµοσύνη. Σε κάποια εγχειρίδια, όπως επισηµαίνει ο Duch [Duch03], δίνεται η
εντύπωση ότι αυτοί οι δύο όροι ταυτίζονται ως έννοιες. Ο όρος Υπολογιστική Νοηµοσύνη επινοήθηκε
από τους Cercone και MacCalla [Cerconel94] το 1985 και ορίστηκε έτσι, ώστε να δωθεί έµφαση στα
διαφοροποιηµένα υπολογιστικά µοντέλα που αυτή χρησιµοποιεί [Back97].
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2.1. Εισαγωγή στην Τεχνητή και Υπολογιστική Νοηµοσύνη

Ο Duch συγκέντρωσε κάποιους ορισµούς για την Υπολογιστική Νοηµοσύνη από διάφορα ϐιβλία :

Computational Intelligence: A Logical Approach

«Η Υπολογιστική Νοηµοσύνη είναι η µελέτη του σχεδιασµού έξυπνων µηχανών [...] Ο κεντρικός
επιστηµονικός στόχος της Υπολογιστικής Νοηµοσύνης είναι η κατανόηση των αρχών, οι οποίες καθιστούν

µια νοητική συµπεριφορά δυνατή, σε ϕυσικά ή τεχνητά συστήµατα»

Computational Intelligence for Decision Support

«Η Υπολογιστική Νοηµοσύνη είναι το πεδίο µελέτης κατασκευής έξυπνων πρακτόρων»

Computational Intelligence: An Introduction

«Η µελέτη υπολογιστικών συστηµάτων που είναι εξοπλισµένα µε προσαρµοστικούς µηχανισµούς
(ικανότητα µάθησης – µάθηση µηχανών) µε νοητική συµπεριφορά (ανακάλυψη, γενίκευση) σε σύνθετα
και µη στάσιµα περιβάλλοντα (αντιµετώπιση νέων καταστάσεων – εύρωστα συστήµατα). Η Υπολογιστική
Νοηµοσύνη συνδυάζει τεχνητά νευρωνικά δίκτυα, εξελικτικό υπολογισµό, νοηµοσύνη σµήνους και ασαφή

συστήµατα»

Παρόλο που στόχος και των δύο αφορά τη νοηµοσύνη σε µηχανές, ώστε τελικά αυτές να χρησιµο-
ποιούνται για την επίλυση προβληµάτων που λύνουν και οι άνθρωποι, υπάρχει διαφορά στα χρησιµο-
ποιούµενα από αυτές εργαλεία και συγκεκριµένα στη αριθµητική αναπαράσταση της γνώσης, η οποία
διαφοροποιείται στην Κλασική Συµβολική Τεχνητή Νοηµοσύνη [Bezdek94]. Ο Bezdek χαρακτηρίζει την
Υπολογιστική Νοηµοσύνη ως υποσύνολο της Τεχνητής Νοηµοσύνης στην οποία ικανοποιούνται ορισµένα
χαρακτηριστικά [Back97].

Αν τα προβλήµατα µπορούν να χωριστούν σε αυτά που απαιτούν χαµηλού επιπέδου γνώσεις, όπως
είναι η αναγνώριση αντικειµένων, η εύρεση δοµών σε σύνολα δεδοµένων, και σε αυτά που απαιτούν
υψηλότερου επιπέδου γνώσεις, όπως είναι η συστηµατική σκέψη και ο ορθός λογισµός, τότε τα πρώτα ϑα
αφορούσαν την Υπολογιστική Νοηµοσύνη, η οποία χρησιµοποιεί προσεγγίσεις ϐιολογικών συστηµάτων
αλλά και στατιστικά µοντέλα για τη λύση τέτοιων προβληµάτων [Duch03].

Η Υπολογιστική Νοηµοσύνη, ως κλάδος της επιστήµης των υπολογιστών, ασχολείται µε τη µελέτη
προβληµάτων για τα οποία δεν υπάρχει κάποιος αποτελεσµατικός αλγόριθµος, ή, ακόµα, όταν είναι
αδύνατη η µορφοποίησή του. Εστιάζει σε µεθόδους εµπνευσµένες από τη ϕύση, αφού οι ϐιολογικοί
οργανισµοί έρχονται σε επαφή µε τέτοια προβλήµατα καθηµερινά: προσαρµογή του εγκεφάλου σε νέες
καταστάσεις, αναγνώριση αντικειµένων και άλλα [Duch03].

Μακροπρόθεσµος στόχος της Υπολογιστικής Επιστήµης είναι η δηµιουργία συστηµάτων, τα οποία ϑα
µπορούν να ανταγωνιστούν τους ανθρώπους σε πιο σύνθετα προβλήµατα, πέρα από τα προαναφερθέντα.
Αν και προσπάθειά της είναι η προσοµοίωση ϕυσικών συστηµάτων, ακόµα είναι µακριά από αυτά
[Duch03].

Ο άνθρωπος έχει µάθει πολλά παρατηρώντας τη ϕύση και για τους ειδικούς της Υπολογιστικής Νοη-
µοσύνης οι ϐιολογικές επιρροές είναι πολύ σηµαντικές. Εµπνευσµένος από τις γνώσεις αυτές προσπαθεί
να µοντελοποίησει τα διάφορα ϕυσικά και ϐιολογικά συστήµατα, τα οποία αποτελούν τη ϐάση για την
αρχή της δηµιουργίας «έξυπνων» µηχανών, όπου, τελικά, µε τη χρήση των νέων αυτών «έξυπνων» αλγο-
ϱιθµικών µοντέλων ϑα είναι σε ϑέση να λύνει σύνθετα προβλήµατα [Duch03].
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2.2 Βασικές Μέθοδοι της Υπολογιστικής Επιστήµης

Αυτοί οι «έξυπνοι» αλγόριθµοι περιλαµβάνουν (σχήµα 2.3) [Engelbrecht07]:

1. Εξελικτικό Υπολογισµό (Evolutionary Computation)

2. Νοηµοσύνη Σµήνους (Swarm Intelligence)

3. Ασαφή Συστήµατα (Fuzzy Systems)

4. Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Networks)

Σχήµα 2.3: Βασικές µέθοδοι της Υπολογιστικής Νοηµοσύνης.

Κάθε µια από τις παραπάνω µεθόδους, όπως άλλωστε δηλώνει και η ονοµασία τους, είναι εµπνευσµένη
από ϐιολογικά συστήµατα.

Συγκεκριµένα:

- τα Τεχνητά Νευρωνικά ∆ίκτυα αφορούν τη µοντελοποίηση ϐιολογικών νευρωνικών συστηµάτων

- ο Εξελικτικός Υπολογισµός ασχολείται µε τη µοντελοποίηση της ϕυσικής εξέλιξης

- η Νοηµοσύνη Σµήνους µοντελοποιεί την κοινωνική συµπεριφορά των οργανισµών που Ϲουν σε σµήνη
και, τέλος,

- τα Ασαφή Συστήµατα ξεκίνησαν από τη µελέτη του τρόπου της αλληλεπίδρασης των οργανισµών µε το
περιβάλλον τους

Στις επόµενες ενότητες ακολουθεί µια σύντοµη περιγραφή των παραπάνω µεθόδων, µε την περισ-
σότερη έµφαση να δίνεται στα Τεχνητά Νευρωνικά ∆ίκτυα.
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2.2.1 Εξελικτικός Υπολογισµός

Μια από τις µεθόδους της Υπολογιστικής Νοηµοσύνης είναι αυτή του εξελικτικού υπολογισµού.
Αλγόριθµοι εµπνευσµένοι από τη ϕυσική εξέλιξη των ειδών χρησιµοποιούνται για τη λύση διάφορων
προβληµάτων όπως, για παράδειγµα, σύνθετα προβλήµατα ϐελτιστοποίησης, υποσχόµενοι µια όσο το
δυνατόν καλύτερη λύση σε λογικό χρονικό διάστηµα [Back97], [Βλαχάβας06].

Ο εξελικτικός υπολογισµός ϕαίνεται να ξεκίνησε από τα τέλη της δεκαετίας του 50’, όµως, παρέµεινε
άγνωστο το πεδίο αυτό στην ευρύτερη επιστηµονική κοινότητα για αρκετό καιρό, µε την ουσιαστική
πρόοδο να έχει ξεκινήσει µερικές δεκατετίες αργότερα [Back97].

Οι γενετικοί αλγόριθµοι είναι µια από τις κατηγορίες του εξελικτικού υπολογισµού. Αυτοί οι αλ-
γόριθµοι µοντελοποιούν τη γενετική εξέλιξη, οπότε ϑα υπάρχουν και οι αντίστοιχες αναλογίες. Στη
ϕύση ισχύει ο κανόνας της ϕυσικής επιλογής : ο ισχυρότερος επιβιώνει, ο αδύναµος πεθαίνει. Ο
προηγούµενος κανόνας αποτελεί τον κυριότερο µηχανισµό της εξέλιξης. Αυτός, λοιπόν, που επιβι-
ώνει πολλαπλασιάζεται µέσω της αναπαραγωγής δίνοντας απογόνους [Βλαχάβας06]. Τα χαρακτηριστικά
του απογόνου προκύπτουν από τους προγόνους του και, εποµένως, αυτός ο απόγονος που κληρονοµεί
καλύτερα χαρακτηριστικά, δηλαδή ο ισχυρότερος απόγονος, έχει τις µεγαλύτερες πιθανότητες για επι-
ϐίωση και για αναπαραγωγή [Engelbrecht07]. Οι επιρροές που δέχεται κάθε άτοµο ενός πληθυσµού
προέρχονται τόσο από άλλα άτοµα του ίδιου ή διαφορετικού πληθυσµού αλλά και από το ίδιο του το
περιβάλλον και µεταβολές αυτού, µε κάποιες από αυτές να αφορούν τον ανταγωνισµό για το ϕαγητό,
τους διάφορους εχθρούς, το κλίµα, τη δυσκολία εύρεσης τροφής και άλλα [Back97].

Στον γενετικό αλγόριθµο χρησιµοποιείται ένας πληθυσµός ατόµων, µε το κάθε άτοµο στο πληθυσµό
αυτό να χαρακτηρίζεται ως χρωµόσωµα (σχήµα 2.4). Ο πληθυσµός αυτός αποτελείται από τις υποψήφιες
λύσεις του προβλήµατος. Κάθε χαρακτηριστικό των χρωµοσωµάτων αναφέρεται ως γονίδιο, µε όλες τις
πιθανές καταστάσεις του γονιδίου να αποκαλούνται αλληλόµορφα [Engelbrecht07].

Σχήµα 2.4: Χρωµοσώµατα και γονίδια.

Τα άτοµα του πληθυσµού ανταγωνίζονται και Ϲευγαρώνουν για την αναπαραγωγή των απογόνων,
µε τα τελευταία να έχουν στοχεία των προγόνων τους. Τα άτοµα, δηλαδή τα χρωµοσώµατα, που ϑα
Ϲευγαρώσουν ϑα είναι τα πλέον καταλληλότερα. Ο νέος πληθυσµός που ϑα προκύψει αποτελείται από
άτοµα µε καλύτερα, συνήθως, χαρακτηριστικά. Πέρα από τη διαδικασία της αναπαραγωγής που οδηγεί
σε απογόνους, µια ακόµα λειτουργία που λαµβάνει χώρα σε ένα γενετικό αλγόριθµο είναι η µετάλλαξη.
Αυτή προκαλεί ϐελτιώσεις και λάθη που αποτελούν σηµαντικό παράγοντα για την εξέλιξη της Ϲωής.
Μέσα από τη µετάλλαξη αλλάζει η δοµή των χρωµοσωµάτων, αλλάζουν δηλαδή τα χαρακτηριστικά των
ατόµων, οδηγώντας σε νέες λύσεις [Engelbrecht07], [Καβαλλιεράτου], [Βλαχάβας06].
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Η εξέλιξη που λαµβάνει χώρα σε ένα γενετικό αλγόριθµο παρουσιάζεται επιγραµµατικά στο σχήµα 2.5:

Σχήµα 2.5: ∆ιαδικασία εξέλιξης σε έναν γενετικό αλγόριθµο.

Οι λύσεις του πληθυσµού ϐαθµολογούνται και ο αριθµός αυτός δείχνει το ϐαθµό καταλληλότητας,
ώστε µια λύση να χαρακτηρίζεται ως αποδεκτή. Για το σκοπό αυτό χρησιµοποιείται µια συνάρτηση,
η συνάρτηση καταλληλότητας, η οποία αξιολογεί τις λύσεις αυτές. ΄Οσο µεγαλύτερη είναι η τιµή που
αντιστοιχεί σε κάποια λύση, τόσο πιο κατάλληλη είναι, ενώ στόχος είναι η µεγιστοποίηση της συνάρτησης
καταλληλότητας. Στη συνέχεια, επιλέγονται τα καταλληλότερα χρωµοσώµατα τα οποία ϑα υπόκεινται
σε µια ακολουθία διασταυρώσεων και µεταλλάξεων για τη δηµιουργία του νέου πληθυσµού. Επιπλέον,
αξίζει να σηµειωθεί ότι η αναζήτηση στο χώρο των υποψήφιων λύσεων είναι παράλληλη, µε την έννοια
ότι κάθε άτοµο, κάθε πιθανή λύση, αναζητεί ξεχωριστά από τις άλλες [Βλαχάβας06], [Fonseca95].

Μια άλλη κατηγορία αυτής της µεθόδου, ειδική περίπτωση των γενετικών αλγορίθµων, είναι ο γε-
νετικός προγραµµατισµός, µε τα άτοµα εδώ να είναι ολόκληρα προγράµµατα. Ο Friedber το 1958
επιχείρησε την αυτόµατη εξαγωγή σύνθετων προγραµµάτων στη Fortran µε το συνδυασµό µικρότερων,
όµως, τις περισσότερες ϕορές ήταν µη εκτελέσιµα [Βλαχάβας06].

Οι εξελικτικοί αλγόριθµοι αποτελούν σηµαντικό εργαλείο για την επίλυση προβληµάτων που αφο-
ϱούν την ταξινόµηση, την οµαδοποίηση και την εξόρυξη δεδοµένων [Engelbrecht07], [Βλαχάβας06],
ενώ σηµαντικός είναι ο ϱόλος τους στη διαχείρηση µιας πολυαντικειµενικής συνάρτησης [Back97],
[Fonseca95]. Χαρακτηρίζονται ως εύρωστα συστήµατα µε ευελιξία και προσαρµοστικότητα, όµως, πα-
ϱουσιάζουν κάποια µειονεκτήµατα όπως είναι ο υψηλός υπολογιστικός χρόνος και η ϱύθµιση πολλών
παραµέτρων [Back97], [Kotti11], [Engelbrecht07].

2.2.2 Νοηµοσύνη Σµήνους

Μια άλλη ϐασική µέθοδος της Υπολογιστικής Νοηµοσύνης αφορά τη νοηµοσύνη σµήνους. Πρόκειται
για µια µετευρετική µέθοδο, η οποία ϐασίζεται στη νοηµοσύνη σµήνων, οµάδων δηλαδή που παρου-
σιάζουν µια «έξυπνη» κοινωνική συµπεριφορά [Engelbrecht07]. Παρουσιάζει κάποια πλεονεκτήµατα
έναντι της προηγούµενης µεθόδου, λόγω της ευελιξίας του χειρισµού από πρόβληµα σε πρόβληµα, µε-
ταξύ των οποίων είναι η ϱύθµιση λιγότερων παραµέτρων, οι υπολογιστικές απαιτήσεις και η γρηγορότερη
σύγκλιση [Kotti11], [Abraham06], [You08].

΄Οπως υποδηλώνει η ονοµασία της µεθόδου, η οποία οφείλεται στους G. Beni, J.Wang το 1989
[Beni89] σε εφαρµογές στα πλαίσια ϱοµποτικών συστηµάτων, είναι εµπνευσµένη από τη µελέτη των
οργανισµών που Ϲουν σε οµάδες ή αποικίες. Οι οργανισµοί αυτοί συνθέτουν έναν πληθυσµό και η
κοινωνική συµπεριφορά των µεµονωµένων αυτών ατόµων επιτελεί την εκπλήρωση ενός στόχου προς το
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κοινωνικό συµφέρον του πληθυσµού. Παραδείγµατα αποτελούν η αναζήτηση του ϐέλτιστου µονοπατιού
των µυρµηγκιών από τη ϕωλιά µέχρι κάποια πηγή ϕαγητού, ή η αποδηµία πουλιών σε ένα µακρινό
µέρος, αλλά και η δηµιουργία ϕωλιών από τις σφήκες. Σε όλα τα παραπάνω παραδείγµατα, χωρίς
κανένα από τα µεµονωµένα άτοµα να έχουν κάποιο ηγετικό ϱόλο, επιτυγχάνεται ένας κοινός στόχος
[Garg09], [Blum08].

Οι ερευνητές, εµπνευσµένοι από τέτοιες «έξυπνες» συµπεριφορές σµήνων, έδωσαν το έναυσµα για το
σχεδιασµό αλγορίθµων που να τις µοντελοποιούν. Οι κυριότεροι εξ αυτών αφορούν τη Βελτιστοποίηση
Σµήνους Σωµατιδίων (Particle Swarm Optimization) και τη Βελτιστοποίηση µε Αποικίες Μυρµηγκιών
(Ant Colony Optimization) [Engelbrecht07].

2.2.2.1 Βελτιστοποίηση Σµήνους Σωµατιδίων

Η ϐελτιστοποίηση σµήνους σωµατιδίων είναι µια στοχαστική µέθοδος ϐελτιστοποίησης ϐασισµένη
στην κοινωνική συµπεριφορά και στη νοηµοσύνη των οργανισµών για την αναζήτηση λύσεων για κάποιο
κοινό σκοπό [Engelbrecht07], [Garg09], [Blum08]. Η µέθοδος αυτή ορίστηκε από τους Kennedy και
Eberhart το 1995 [Kennedy95]. Από την έναρξή της απέκτησε δηµοσιότητα ως µια εύρωστη και αποτε-
λεσµατική µέθοδος για την επίλυση προβληµάτων ϐελτιστοποίησης [Blum08].

Αυτή η µέθοδος παρουσιάζει αρκετές οµοιότητες µε τον εξελικτικό υπολογισµό, παραδείγµατος χάριν
µε τους γενετικούς αλγόριθµους [Kotti11]. Και εδώ, το σύστηµα συνίσταται από ένα πληθυσµό του
οποίου τα άτοµα ϑα αναφέρονται ως σωµατίδια. Τα σωµατίδια αυτά αναπαριστούν τις πιθανές λύσεις
του προβλήµατος και κινούµενα στο χώρο αναζήτησης ψάχνουν για κάποια καλή λύση, ακόµα και το
ϐέλτιστο, αν αυτό υπάρχει. ∆εν υπάρχουν οι λειτουργίες της µετάλλαξης και της διασταύρωσης για την
εισαγωγή νέων λύσεων, αντιθέτως το κάθε σωµατίδιο ϑα κινείται στον εν λόγω χώρο σύµφωνα µε τις
πληροφορίες που έχει εκείνη τη στιγµή [Kotti11].

Καταρχάς, κάθε σωµατίδιο χαρακτηρίζεται από µια ταχύτητα και από µια ϑέση. Η επόµενη ϑέση
του σωµατιδίου ϑα προσαρµόζεται σύµφωνα µε την τρέχουσα ϑέση και την υπολογισµένη, ϐάσει των
πληροφοριών, ταχύτητα. Οι πληροφορίες αυτές αφορούν την καλύτερη ϑέση που έχει ϐρει το ίδιο µέχρι
τώρα, αλλά και την καλύτερη ϑέση των γειτόνων του.

Σχήµα 2.6: Αλλαγή ϑέσης ενός σωµατιδίου του πληθυσµού.

Η ταχύτητα, τελικά, ϑα ενηµερώνεται σύµφωνα µε την τρέχουσα ταχύτητα του σωµατιδίου και από δύο
ακόµα συνιστώσες : τη διαφορά της τρέχουσας ϑέσης τόσο από τη δική του ϐέλτιστη όσο και από τη
ϐέλτιστη γειτονική ϑέση, όπως ϕαίνεται στο σχήµα 2.6.
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΄Εχοντας γνώση τόσο των δικών τους ϐέλτιστων ϑέσεων όσο και των γειτονικών, το σµήνος ϑα καταλήγει
όλο και πιο πολύ στην περιοχή του χώρου που περιέχει καλές πλέον λύσεις (σχήµα 2.7) [Garg09],
[Blum08].

Σχήµα 2.7: Αναζήτηση της ϐέλτιστης λύσης από τα σωµατίδια του πληθυσµού.

Μέσα από αυτή τη στοχαστική διαδικασία τα άτοµα του πληθυσµού αναζητούν µια καλή λύση κάνο-
ντας χρήση της γνώσης των καλύτερων προσωπικών ϑέσεων και των καλύτερων γειτονικών. Η απόδοση
κάθε σωµατιδίου (πόσο κοντά είναι σε µια καλή ϑέση) µετράται από µια συνάρτηση καταλληλότητας που
σχετίζεται µε το προς λύση πρόβληµα [Engelbrecht07].

Τέτοιων αλγορίθµοι ϐρίσκουν εφαρµογή σε προβλήµατα ϐελτιστοποίησης, στο σχεδιασµό δικύων
µεταφοράς [Babazadeh11], στην προσέγγιση συνάρτησης, στην οµαδοποίηση, στη λύση εξισώσεων και
σε άλλα [Engelbrecht07]. Περισσότερες πληροφορίες µπορούν να ϐρεθούν στο [Saggu13].

2.2.2.2 Βελτιστοποίηση µε Αποικίες Μυρµηγκιών

Η µέθοδος ϐελτιστοποίησης µε αποικίες µυρµηγκιών αποτελεί µια άλλη υποβέλτιστη µετευρετική
µέθοδο ϐελτιστοποίησης [Garg09], [Fox07]. Πρωτάθηκε για πρώτη ϕορά µέσα από τη διδακτορική
διατριβή του Dorigo [Dorigo92] το 1992 [Fox07]. Εµπνευσµένος από την αναζήτηση του συντοµότερου
µονοπατιού των µυρµηγκιών από τη ϕωλιά έως την πηγή ϕαγητού, ο πρώτος αλγόριθµος αφορούσε την
αναζήτηση ϐέλτιστου µονοπατιού σε ένα γράφηµα. Βασίζεται σε πιθανοτικές τεχνικές για την επίλυση
προβληµάτων που αφορούν την εύρεση καλών, σύντοµων δηλαδή, διαδροµών [Garg09]. Ενώ στην αρχή
τέτοιοι αλγόριθµοι χρησιµοποιήθηκαν για την επίλυση διακριτών προβληµάτων, η προσαρµογή τους για
την επίλυση συνεχών προβληµάτων ϐελτιστοποίησης λαµβάνει διαρκώς αυξηµένη προσοχή [Blum08].

Η αρχική ιδέα ϐασίζεται στη µοντελοποίηση της αναζήτησης σύντοµου µονοπατιού από µια αποι-
κία µυρµηγκιών προς µια πηγή ϕαγητού καθώς µέσα από εργαστηριακές µελέτες έχει ϐρεθεί πως τα
µυρµήγκια τείνουν να διαλέξουν τη συντοµότερη [Garg09]. Τα µυρµήγκια επικοινωνούν µέσω ενός κοι-
τάσµατος ϕεροµόνης και µέσα από τα ίχνη αυτά οδηγούνται το ένα πίσω από το άλλο στο ίδιο µονοπάτι
[Fox07], [Garg09] .

Μέσα από την αρχικά τυχαία επιλογή µονοπατιού από τη ϕωλιά έως την πηγή ϕαγητού, το µυρµήγκι
επιστρέφει πίσω στην αποικία αφήνοντας πίσω ένα ίχνος ϕεροµόνης. Κάποια από τα µυρµήγκια τείνουν
να ϐαδίζουν προς αυτό. Κάποια ϑα ακολουθήσουν άλλο δρόµο. ΄Οσο πιο µεγάλο είναι ένα µονοπάτι
τόσο πιο γρήγορα ϑα χάνεται το ίχνος της ϕεροµόνης, έτσι ώστε να µην ακολουθείται πλέον από τα
µυρµήγκια. Το ίχνος της ϕεροµόνης ενισχύεται στα σύντοµα µονοπάτια ενώ, στο τέλος, υπερισχύει το
συντοµότερο εξ αυτών, όπως ϕαίνεται στο σχήµα 2.82. ΄Ετσι αποφεύγεται η σύγκλιση σε τοπική ϐέλτιστη
λύση στον αλγόριθµο [Garg09].

2https://upload.wikimedia.org/wikipedia/commons/thumb/a/af/Aco_branches.svg/2000px-Aco_
branches.svg.png
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Σχήµα 2.8: Αναζήτηση του συντοµότερου µονοπατιού από τα µυρµήγκια.

Ο αλγόριθµος ϐασίζεται σε αυτή τη µορφή επικοινωνίας των µυρµηγκιών, ενώ µιµείται αυτή τη
διαδικασιά µε τα λεγόµενα προσοµοιωµένα µυρµήγκια, τα οποία κινούµενα στο χώρο αναζήτησης ανα-
παριστούν τις πιθανές λύσεις [Garg09]. Μετράται η ποιότητα των ϑέσεων τους και, συνεπώς, των λύσεων,
έτσι ώστε στις τελευταίες επαναλήψεις όλο και περισσότερα να δίνουν καλύτερες λύσεις [Kassabalidis01].
Κάποιες από τις εφαρµογές αυτού του είδους αλγορίθµων αναφέρονται στο [Fox07], [Saggu13].

2.2.3 Ασαφή Συστήµατα

Στην κλασική ϑεωρία συνόλων τα αντικείµενα χαρακτηρίζονται ως µέρος ενός συνόλου ή όχι, µε τις
τιµές που µπορεί να πάρει ένα στοιχείο να είναι αντίστοιχα ή «1» ή «0» [Engelbrecht07]. Για παράδειγµα,
το γραφείο ϑα ανήκει στο σύνολο «γραφεία». Ενδέχεται, όµως, να υπάρχουν και άλλα αντικείµενα
που µπορούν να χρησιµοποιηθούν ως γραφεία όπως είναι, για παράδειγµα, το τραπέζι, ή ο πάγκος
της κουζίνας. Εποµένως, το νέο σύνολο που προκύπτει ϑα είναι διαφορετικό από το προηγούµενο
[Βλαχάβας06].

Μερικές καταστάσεις, δηλαδή, δεν επιδέχονται ακριβή απάντηση καθώς τα κριτήρια που χαρακτη-
ϱίζουν ένα αντικείµενο ως µέρος ενός συνόλου δεν είναι αυστηρά [Βλαχάβας06]. ΄Ενα τέτοιο σύνολο
ονοµάζεται ασαφές σύνολο και εκεί ακριβώς έγκειται η διαφορά µε ένα κλασικό σύνολο: στο τελευταίο
τα σύνορα του συνόλου ϑα είναι ευδιάκριτα, ενώ στο πρώτο ϑα ορίζονται ασαφώς, όπως ϕαίνεται στο
σχήµα 2.9.
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Σχήµα 2.9: ∆ιαφορά κλασικού συνόλου από ένα ασαφές σύνολο.

∆ηλαδή σε ένα ασαφές σύνολο ένα αντικείµενο ϑα ανήκει στο σύνολο αυτό µε ένα κάποιο ϐαθµό ϐεβαι-
ότητας [Engelbrecht07].

Για παράδειγµα, στην πρόταση «έχει Ϲέστη έξω», κανείς ϑα µπορούσε να ϐγάλει συµπεράσµατα για το
σηµερινό καιρό, όµως, τα συµπεράσµατα αυτά ϑα συνοδεύονται από κάποια ασάφεια καθώς ο καθένας
έχει διαφορετική αντίληψη. Πόση Ϲέστη έχει ; Τι ορίζει την πολλή ή τη λίγη Ϲέστη ; Φαίνεται ότι η ασάφεια
είναι αποτέλεσµα της προσπάθειας ποσοτικοποίησης ποιοτικών πληροφοριών, προερχόµενη από µη
ακριβή δεδοµένα. Ωστόσο, αν και ο περιορισµός της ασάφειας επιτυγχάνεται µε κάποια απόδοση τιµών,
µπορεί ακόµα να εξαχθούν λάθος συµπεράσµατα. Αν κανείς ϑεωρεί µια Ϲεστή µέρα µε ϑερµοκρασία 35
ϐαθµούς κελσίου, τότε δεν ϑα ήταν σωστό να ϐγεί το συµπέρασµα ότι µια µέρα µε 34 ϐαθµούς κελσίου
δεν είναι µια Ϲεστή µέρα [Βλαχάβας06].

∆εν ϑα πρέπει η αβεβαιότητα στα συστήµατα αυτά να συγχέεται µε τη στατιστική αβεβαιότητα
[Engelbrecht07]. Από τη ϱίψη ενός αµερόληπτου Ϲαριού εκ των προτέρων ϑα είναι γνωστή η πιθανότητα
έκβασης για την κάθε πλευρά: 16.67%. ΄Οµως η µη-στατιστική αβεβαιότητα, η αβεβαιότητα δηλαδή
που χαρακτηρίζει τα ασαφή συστήµατα, είναι µια εγγενής ιδιότητα και δεν µπορεί να µεταβληθεί ή να
επιλυθεί µέσω των παρατηρήσεων, εν αντιθέσει µε τη στατιστική αβεβαιότητα.

Τα ασαφή σύνολα και η ασαφής λογική, η οποία ϐασίζεται στα προηγούµενα, πρωτοοριζόµενη από
τον L.Zadeh το 1965 [Zadeh65], επιτρέπουν τον προσεγγιστικό συλλογισµό, µοντελοποιούν δηλαδή
την κοινή λογική: αβέβαια γεγονότα επεξεργάζονται µε τη λογική αυτή, ώστε να ϐγουν συµπεράσµατα
µε κάποιο ϐαθµό ϐεβαιότητας συνδεδεµένο µε το κάθε γεγονός [Engelbrecht07]. Η ασαφής λογική, ως
υπερσύνολο της κλασικής λογικής, επιτρέπει το χειρισµό καταστάσεων, οι οποίες επιδέχονται απαντήσεις
ανάµεσα στα απόλυτα 0 ή 1 [Βλαχάβας06].

΄Ενα αντικείµενο ϑα ανήκει σε ένα ασαφές σύνολο µε µια ϐεβαιότητα, η οποία µετράται µε µια τιµή. Η
τιµή αυτή ονοµάζεται ϐαθµός αληθείας (degree of truth) και παίρνει τιµές στο διάστηµα [0,1]. Ο ϐαθµός
αλήθειας χαρακτηρίζει το ϐαθµό της συγγένειας του στοιχείου µε το εν λόγω σύνολο και προκύπτει από τη
συνάρτηση συγγένειας (membership function). Το ευρύτερο σύνολο που περιλαµβάνει όλα τα στοιχεία
στα οποία µπορεί να γίνει αναφορά ονοµάζεται σύνολο αναφοράς (universe of discourse) [Βλαχάβας06].
Στο σχήµα 2.10 παρουσιάζεται µια τυπική µορφή της συνάρτησης συγγένειας για ένα ασαφές σύνολο.
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Σχήµα 2.10: Συνάρτηση συγγένειας για ένα ασαφές σύνολο.

Αν και τα ασαφή σύνολα εµφανίστηκαν το 1968, χρειάστηκε κάποιος χρόνος για να περάσουν από
τη ϑεωρία στη πράξη, όπου πλέον από το 1980 και µετά, στην Ιαπωνία και, έπειτα, στην Ευρώπη στις
αρχές της δεκαετίας του 90΄, χρησιµοποιήθηκαν στις αυτοµατοποιήσεις αλλά και στο ϐιοµηχανικό έλεγ-
χο [Jakel04]. Τα ασαφή συστήµατα έχουν χρησιµοποιηθεί µε επιτυχία στον έλεγχο συστηµάτων, στο
σύστηµα ϕρένων στα αυτοκίνητα και στον έλεγχο ϕαναριών [Engelbrecht07]. Ακόµα, στην αυτόµατη
εστίαση ϕωτογραφικών µηχανών ή στα πλυντήρια ϱούχων µε προσαρµοσµένο πρόγραµµα πλύσης, ανα-
λόγως την ποσότητα των ϱούχων ή την κατάσταση στην οποία ϐρίσκονται [Βλαχάβας06]. Επίσης, στην
ταξινόµηση, στην οµαδοποίηση ή στην προσέγγιση συνάρτησης. Για παράδειγµα στην ταξινόµηση, στην
οποία πρέπει να δωθεί σε κάθε αντικείµενο µια ετικέτα, οι ταξινοµητές την ορίζουν µε το ϐαθµό συγ-
γένειας του αντικειµένου που έχει µε την κάθε κλάση. Περισσότερες πληροφορίες µπορούν να ϐρεθούν
στο [Jakel04].

15



2.3. Εισαγωγή στα Τεχνητά Νευρωνικά ∆ίκτυα

2.3 Εισαγωγή στα Τεχνητά Νευρωνικά ∆ίκτυα

2.3.1 Βιολογικοί Νευρώνες και Βιολογικά Νευρωνικά ∆ίκτυα

Οι άνθρωποι χαρακτηρίζονται µε κάποιο ϐαθµό αντίληψης και ως εκ τούτου είναι ικανοί για διάφο-
ϱες εργασίες όπως είναι η διαδικασία λήψης αποφάσεων, η αναγνώριση προσώπων ή αντικειµένων και
άλλες, για τις οποίες ακόµα και ο πιο σύγχρονος υπολογιστής µάλλον υστερεί αυτών των δυνατοτήτων. Ο
άνθρωπος καθηµερινά λαµβάνει πληροφορίες και µέσω των αισθήσεων του, χωρίς να απαιτείται κάποια
σπουδαία προγενέστερη προσπάθεια, αναγνωρίζει την πηγη των δεδοµένων [Brian96]. Η πληροφορία
που εισέρχεται στον εγκέφαλο διανέµεται σε όλο τον όγκο του, όπου και επεξεργάζεται παραλλήλως
[Βλαχάβας06]. Ο ανθρώπινος εγκέφαλος χαρακτηρίζεται από τις δυνατότες για µάθηση, τη µετέπειτα
αποµνηµόνευση, ακόµα και τη γενίκευση των γνώσεων του. Τα προηγούµενα καλά χαρακτηριστικά
του εγκεφάλου µαζί µε την γρήγορη επεξεργασία των πληροφοριών στο παράλληλο και κατανεµηµένο
υπολογιστικό σύστηµα, αποτέλεσαν πηγή έµπνευσης για τη µοντελοποίηση των ϐιολογικών νευρωνικών
συστηµάτων και την ανάπτυξη των Τεχνητών Νευρωνικών ∆ικτύων, ενώ µια πρώτη προσέγγιση αυτών προ-
τάθηκε από τον Rosenblatt το 1958, ορίζοντας το λεγόµενο percepton [Engelbrecht07], [Βλαχάβας06].

Ο ανθρώπινος εγκέφαλος, εκτός των άλλων, αποτελείται από νευρώνες, οι οποίοι αποτελούν τη δο-
µική µονάδα του. Πρόκειται για ειδικού τύπου κύτταρα, τα οποία είναι υπεύθυνα για τη λήψη, την
επεξεργασία και τη µετάδοση πληροφοριών µέσω ηλεκτρικών και χηµικών σηµάτων [Nguyen], ενώ α-
ποτελούν το λειτουργικό πυρήνα του εγκεφάλου [Brotherson18]. Από τη στιγµή που γεννιέται ένας
άνθρωπος αρχίζει να µορφοποιείται ο εγκέφαλός του ϐάσει εµπειριών. Τυπικά ο εγκέφαλος ενός νεο-
γέννητου έχει την ικανότητα µάθησης, όµως, προηγουµένως απαιτείται η σύζευξη των νευρώνων, κάτι το
οποίο επιτυγχάνεται µέσω των πρώιµων εµπειριών του [Brotherson18].

΄Ενας άνθρωπος γεννιέται µε περισσότερους από 100 δις. νευρώνες, χωρίς να δηµιουργούνται νέοι
στη διάρκεια της Ϲωής του [Brotherson18]. Ο αριθµός αυτός υπολογίζεται να είναι περίπου 10 ϕο-
ϱές µεγαλύτερος του συνολικού αριθµού των αστεριών στο γαλαξία [Brotherson18]. Κάθε νευρώνας
είναι συνδεδεµένος µε άλλους, δηµιουργώντας έτσι 150 τρις. διασυνδέσεις µεταξύ τους [Drach2005].
΄Ολοι αυτοί οι νευρώνες και οι διασυνδέσεις δηµιουργούν χιλιάδες νευρωνικά δίκτυα στον εγκέφαλο
[Engelbrecht07]. Για το λόγο αυτό είναι αδύνατο να επιτευχθεί η πραγµατική αντιγραφή του ανθρώπι-
νου εγκεφάλου µε τα Τεχνητά Νευρωνικά ∆ίκτυα να αποτελούνται από κάποιες χιλιάδες νευρώνες µε
το πολύ 1 εκ. συνάψεις µε περιορισµένη λειτουργικότητα [Βλαχάβας06]. Χρησιµοποιούνται µικρά Τε-
χνητά Νευρωνικά ∆ίκτυα που επιτελούν την εκπλήρωση απλών εφαρµογών όπως, για παράδειγµα, σε
προβλήµατα κατηγοριοποήσης, αναγνώρισης ή πρόβλεψης τα οποία υπάρχουν σε πολλές ανθρώπινες
δραστηριότητες [Βλαχάβας06].

Η δοµή και η σύνδεση των ϐιολογικών νευρώνων απεικονίζονται στο σχήµα 2.11 [Brotherson18].

Σχήµα 2.11: ∆οµή και σύνδεση ϐιολογικών νευρώνων.
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΄Ενας ϐιολογικός νευρώνας (σχήµα 2.12) αποτελείται από το κυτταρικό σώµα, τους δενδρίτες και τον
άξονα. Το κυταρρικό σώµα αποτελεί τον πυρήνα του νευρώνα, οι δενδρίτες, τα κλαδιά που αναδύονται
από το σώµα, λαµβάνουν σήµατα από τους γειτονικούς νευρώνες, ενώ ο άξονας αποτελεί την έξοδο του
νευρώνα µέσω του οποίου αποστέλλονται σήµατα σε όλους τους συνδεδεµένους σε αυτόν νευρώνες. Η
διασύνδεση ενός νευρώνα µε έναν άλλον πραγµατοποιείται µέσο του άξονα του ενός και τους δενδρίτες
του άλλου και συγκεκριµένα µέσω των συνάψεων, το απειροελάχιστο κενό ανάµεσα στους δενδρίτες
[Brotherson18], [Engelbrecht07], [Βλαχάβας06].

Σχήµα 2.12: Σκαρίφηµα ϐιολογικού νευρώνα.

Τα σήµατα που εισέρχονται από τους δενδρίτες στο κυτταρικό σώµα του νευρώνα συνδυάζονται και το
επεργασµένο πια σήµα αν ξεπεράσει κάποια συγκεκριµένη τιµή, την τιµή κατωφλίου, τότε µεταδίδεται
από τον άξονα σε όλους τους συνδεδεµένους σε αυτόν δενδρίτες, διαµέσου των συνάψεων. Στις συνάψεις
και στη µεταβολή της αγωγιµότητας τους οφείλεται η ικανότητα µάθησης και µνήµης καθώς µέσω
αυτών και των χηµικών διαδικασιών που πραγµατοποιούνται, επιταχύνεται ή επιβραδύνεται η ϱοή των
ηλεκτρικών ϕορτιών από τους άξονες στους δενδρίτες και µετέπειτα στο σώµα του νευρώνα. Εποµένως,
η επεξεργασία στο σώµα του νευρώνα µπορεί να διεγείρει ή να αναστείλλει το εισερχόµενο συνδυασµένο
σήµα. Η µεταφορά στον άξονα, και κατ΄ επέκταση στους υπόλοιπους νευρώνες, γίνεται όταν ο νευρώνας
«πυροδοτεί», δηλαδή όταν ξεπεραστεί η τιµή κατωφλίου [Βλαχάβας06].

2.3.2 Τεχνητός Νευρώνας

Σε αυτήν ακριβώς τη λειτουργία των ϐιολογικών νευρωνικών δικτύων ϐασίζεται η µοντελοποίηση των
τεχνητών (σχήµα 2.13). Κι εδώ, ο τεχνητός, πλέον, νευρώνας ϑα δέχεται πληροφορίες (σήµατα), είτε από
το εξωτερικό περιβάλλον του, είτε από το εσωτερικό, από άλλους δηλαδή νευρώνες, ϑα επεξεργάζεται τις
πληροφορίες αυτές και όταν «πυροδοτεί», ϑα στέλνει σε όλους τους συνδεδεµένους σε αυτόν νευρώνες
σήµα [Engelbrecht07].

Σχήµα 2.13: Τεχνητός νευρώνας.
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2.3.2.1 Αναλογίες µε τους Βιολογικούς Νευρώνες

Ο τεχνητός νευρώνας αποτελεί ένα υπολογιστικό µοντέλο ϐασισµένο στους ϐιολογικούς, οπότε ϑα
υπάρχουν και οι αντίστοιχες αναλογίες, όπως ϕαίνεται στο σχήµα 2.14.

Σχήµα 2.14: Αναλογίες µεταξύ τεχνητού και ϐιολογικού νευρώνα.

Κάθε µέρος του τεχνητού νευρώνα σχετίζεται άµεσα µε αυτά του ϐιολογικού, ασχέτως της περίπλοκης
µορφής του τελευταίου [Debes95]. Οι δενδρίτες πλέον ϑα αποτελούν την είσοδο, το κυτταρικό σώµα τη
µονάδα επεξεργασίας των εισόδων και, τέλος, ο άξονας την έξοδο του νευρώνα. Η σύναψη ϑα ονοµάζεται
ϐάρος και η τιµή µαζί µε το πρόσηµο αυτού ϑα µεταβάλλουν την είσοδο καθώς, επίσης, ϑα δηλώνουν
την αναστολή ή τη διέγερση των σηµάτων.

2.3.3 Μοντέλο Τεχνητού Νευρώνα

Συγκεκριµένα, ένας τεχνητός νευρώνας ϑα έχει την παρακάτω µορφή [Βλαχάβας06]:

Σχήµα 2.15: Μοντέλου τεχνητού νευρώνα.

΄Ενας τεχνητός νευρώνας δέχεται κάποιες εισόδους x1, x2 ... xn, οι οποίες ϑα µεταβάλλονται σύµφωνα µε
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την τιµή του αντίστοιχου ϐάρους, w1, w2 ... wn. ΄Ολα τα σήµατα που καταφθάνουν τελικά στο νευρώνα
ϑα αθροίζονται µέσω ενός σταθµισµένου αθροίσµατος :

S =
n∑
i=1

wixi = w1x1 + w2x2 ... wnxn (2.1)

Αυτό πραγµατοποιείται στο πρώτο µέρος, τον αθροιστή (sum). Στη συνέχεια το σταθµισµένο πλέον
άθροισµα ϑα αποτελεί την είσοδο στο δεύτερο µέρος του τεχνητού νευρώνα, τη συνάρτηση ενεργοποίησης
(activation function). Η επεξεργασία του αθροίσµατος των σηµάτων γίνεται µέσω αυτής της συνάρτησης,
η οποία δίνει την έξοδο του νευρώνα. Αν και µπορεί σε κάθε νευρώνα να είναι συνδεδεµένοι πολλοί άλλοι,
η τιµή της εξόδου ϑα είναι ίδια για όλους τους συνδεδεµένους σε αυτόν νευρώνες [Βλαχάβας06].

2.3.3.1 Συναρτήσεις ενεργοποίησης

Η συνάρτηση ενεργοποίησης ϑα καθορίζει την ενεργοποίηση ή κατάσταση (τιµή) της εξόδου του
νευρώνα, αφού συνδυάσει την κάθε είσοδο µε το αντίστοιχο ϐάρος [Debes95]. Υπάρχουν πολλών ειδών
συναρτήσεις ενεργοποίησης που µπορούν να χρησιµοποιηθούν, µε τις περισσότερες εξ αυτών να είναι
γνησίως αύξουσες [Debes95], [Engelbrecht07]. ΄Οπως συµβαίνει και µε τους ϐιολογικούς νευρώνες, µε
τα ενισχυµένα σήµατα εισόδου να επιδρούν αναλόγως, έτσι, κι εδώ, ενισχύεται η δραστηριότητα ενός
τεχνητού νευρώνα µε τις µεγάλες εισόδους [Debes95]. Ωστόσο, οι ϐιολογικοί νευρώνες έχουν ένα άνω
όριο στη συχνότητα πυροδότησης και, εποµένως, ϑα υπάρχει, συνήθως, ένα άνω όριο στις εξόδους των
συναρτήσεων ενεργοποίησης [Debes95], [Sarpeshkar92].

Μερικές συναρτήσεις ενεργοποίησης είναι οι εξής [Βλαχάβας06], [Engelbrecht07]:

• η συνάρτηση ϐήµατος (step function) ή η συνάρτηση προσήµου (sign function),

(αʹ) Συνάρτηση ϐήµατος. (ϐʹ) Συνάρτηση προσήµου.

Σχήµα 2.16: Συναρτήσεις ενεργοποίησης.

Στην πρώτη περίπτωση, η συνάρτηση δίνει έξοδο µόνο αν το αποτέλεσµα του αθροιστή είναι µεγαλύτερο
από κάποια τιµή κατωφλίου θ (σχήµα 2.16αʹ)

f(S) =

{
α, S ≥ θ
0, S < θ

(2.2)

ενώ στη δεύτερη, η έξοδος µπορεί να είναι είτε ϑετική, είτε αρνητική, αν, αντίστοιχα, η τιµή του αθροιστή
είναι µεγαλύτερη ή µικρότερη από την τιµή κατωφλίου (σχήµα 2.16βʹ).

f(S) =

{
α, S ≥ θ
β, S < θ

(2.3)
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• η συνάρτηση ϱάµπας (ramp function), η οποία αποτελεί συνδυασµό γραµµικών και ϐηµατικών
συναρτήσεων (σχήµα 2.17).

Σχήµα 2.17: Συνάρτηση ϱάµπας.

όπου αναλόγως µε την τιµή που εισάγεται στον αθροιστή αυτός µπορεί να δώσει

f(S) =


α, S ≥ +ε

S, −ε < S < ε

−α, S ≤ −ε
(2.4)

• σιγµοειδής συνάρτηση (sigmoid function)

Υπάρχουν και συναρτήσεις ενεργοποίησης οι οποίες έχουν τις επιθυµητές ιδιότητες της συνέχειας και της
παραγώγισης σε όλο το πεδίο τιµών εισόδου. Τέτοιες είναι, για παράδειγµα, οι σιγµοειδείς συναρτήσεις
(σχήµα 2.18).

Σχήµα 2.18: Σιγµοειδής συνάρτηση.

Η σιγµοειδής συνάρτηση ορίζεται ως

f(S) =
1

1 + e−λS
(2.5)

και αποκαλείται έτσι, λόγω της µορφής της η οποία µοιάζει µε «S». Η παράµετρος λ (λ>0) καθορίζει
το ϱυθµό µετάβασης από τις χαµηλές στις υψηλές τιµές. ΄Οσο µεγαλύτερη είναι η τιµή του, τόσο
πιο απότοµα γίνεται αυτή η µετάβαση, ενώ για πολύ µεγάλες τιµές η συνάρτηση αυτή προσεγγίζει τη
ϐηµατική.
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Η σιγµοειδής συνάρτηση περιορίζει τις τιµές εξόδου ενώ ενδιαφέρουσα είναι και η µορφή της παρα-
γώγου, η οποία µοιάζει µε µορφή «καµπάνας» (σχήµα 2.19).

Σχήµα 2.19: Σιγµοειδής συνάρτηση και παράγωγος.

Αυτές οι µορφές των συναρτήσεων είναι σηµαντικές καθώς υπάρχει µια ενδιάµεση περιοχή τιµών στην
οποία η έξοδος είναι αξιολογήσιµη, όπως συµβαίνει και µε την περίπτωση της συνάρτησης Gaussian
(σχήµα 2.20αʹ)

(αʹ) (ϐʹ)

Σχήµα 2.20: Συνάρτηση Gaussian.

όπου

f(S) = e−
S2

σ2 (2.6)

Το σ είναι η τυπική απόκλιση ενώ το S το µέσο. Το µέγιστο δίνεται για S = 0 ενώ όσο αυξάνεται ή
µειώνεται το S, τόσο ϑα µειώνεται η τιµή της συνάρτησης. Αναλόγως µε τις τιµές του εύρους, η µορφή
της συνάρτησης ϑα αλλάζει καθώς µικρές τιµές καθιστούν την καµπύλη πιο ευρεία, ώστε να υπάρχει
ένα µεγαλύτερο µέρος των περιοχών που να είναι αξιολογήσιµες, όπως ϕαίνεται στο σχήµα 2.20βʹ στο
οποίο σ2 > σ1.
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2.3.3.2 Γεωµετρική ερµηνεία ενός Τεχνητού Νευρώνα

΄Ενας νευρώνας ορίζει ένα υπερεπίπεδο στο χώρο µε τόσες διαστάσεις όσος είναι και ο αριθµός των
εισόδων ενώ χωρίζει το χώρο αυτό σε δύο περιοχές [Βλαχάβας06]. ΄Ολα τα σηµεία που ανήκουν στο
υπερεπίπεδο αυτό ικανοποιούν την παρακάτω σχέση [Chrupala10]:

n∑
i=1

wixi = 0 (2.7)

Γεωµετρικά το διάνυσµα των ϐαρών είναι κάθετο σε αυτό το υπερεπίπεδο, όπως ϕαίνεται στο σχήµα
2.21.

Σχήµα 2.21: Γεωµετρική ερµηνεία διανύσµατος ϐαρών.

Οι τιµές των ϐαρών καθορίζουν την κλίση του υπερεπιπέδου, το οποίο σύµφωνα µε την παραπάνω
εξίσωση ϑα είναι υποχρεωµένο να διέρχεται πάντα από την αρχή των αξόνων. Για να µη συµβαίνει αυτό,
τις περισσότερες ϕορές προστίθεται και µια εξωτερική είσοδος, η οποία πάντα ϑα έχει τιµή εισόδου 1 µε
το αντίστοιχο ϐάρος να ορίζει τη ϑέση του υπερεπιπέδου στο χώρο, ώστε να µην περιορίζεται η ϑέση της
συνάρτησης ενεργοποίησης [Βλαχάβας06].
Συνολικά, ο αθροιστής ϑα είναι :

S =

n∑
i=1

wixi + w0x0 (2.8)

Το ϐάρος w0 ονοµάζεται πόλωση (bias) και ορίζει τη ϑέση του υπερεπιπέδου στο χώρο (σχήµα 2.22).

Σχήµα 2.22: Ρόλος της πόλωσης.
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2.3.4 ∆οµή ενός Τεχνητού Νευρωνικού ∆ικτύου

΄Ενα Τεχνητό Νευρωνικό ∆ίκτυο ϑα αποτελείται από πολλούς νευρώνες διατεταγµένους σε δοµές
παρόµοιες µε αυτές των ϐιολογικών νευρωνικών δικτύων [Βλαχάβας06], [Kang05]. Η επεξεργασία των
δεδοµένων ϑα λαµβάνει χώρα σε αυτό το πολυστρωµατικό σύστηµα νευρώνων, µε µια τυπική του µορφή
να απεικονίζεται στο σχήµα 2.23 [Βλαχάβας06]:

Σχήµα 2.23: Τυπική δοµή ενός νευρωνικού δικτύου.

Η δοµή ενός Τεχνητού Νευρωνικού ∆ικτύου αποτελείται από 3 επίπεδα. Το πρώτο επίπεδο ονοµάζεται
επίπεδο εισόδου και είναι αυτό το οποίο παραλαµβάνει τα σήµατα από το περιβάλλον, χωρίς, ωστόσο,
να γίνεται καµία επεξεργασία αυτών. Η µόνη εργασία που επιτελεί το αδρανές αυτό επίπεδο είναι η
µεταφορά των δεδοµένων εισόδου στους νευρώνες του επόµενου επιπέδου και, εποµένως, δεν πρόκειται
για νευρώνες, αλλά για κάποιες απλές µονάδες, οι οποίες στέλνουν τα σήµατα στις κύριες µονάδες
επεξεργασίας. Γι΄ αυτό, πολλές ϕορές το επίπεδο εισόδου δεν αναφέρεται ως επίπεδο, αφήνοντας πλέον
2 κύρια επίπεδα.

Τα επόµενα επίπεδα είναι ενεργά µε την έννοια ότι γίνεται επεξεργασία των δεδοµένων. Τα ενδιάµεσα
επίπεδα ονοµάζονται κρυφά επίπεδα και µπορεί να είναι 1 ή και περισσότερα. Ονοµάζονται έτσι επειδή η
έξοδος από τους νευρώνες που ανήκουν σε αυτά είναι κρυφή, δεν είναι ϕανερή ως εξωτερικό αποτέλεσµα,
αλλά ως εσωτερικό, το οποίο στέλνεται στους επακόλουθους νευρώνες. Το τελευταίο επίπεδο ονοµάζεται
επίπεδο εξόδου και δίνει την έξοδο του δικτύου.

Για παράδειγµα, στο δίκτυο του σχήµατος 2.24

Σχήµα 2.24: Τεχνητό νευρωνικό δίκτυο δόµης 3-4-1.
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υπάρχουν συνολικά 8 νευρώνες. Το επίπεδο εισόδου αποτελείται από 3, το κρυφό επίπεδο από 4
και το επίπεδο εξόδου από 1 νευρώνα. Πρόκειται δηλαδή για ένα ΤΝ∆ (3, 4 ,1). Η έξοδος αυτού
του δικτύου προκύπτει µε την εξής διαδικασία : οι είσοδοι x1, x2, x3 (διάνυσµα εισόδου) περνούν στο
επίπεδο εισόδου, χωρίς κάποια τροποποίηση, και στη συνέχεια διαµερίζονται σε όλους τους νευρώνες
του κρυφού επιπέδου µε το αντίστοιχο ϐάρος. Σε κάθε έναν από αυτούς τους νευρώνες ο αθροιστής
ορίζει την είσοδο στη συνάρτηση ενεργοποίησης, η οποία και αφήνει ένα αποτέλεσµα. Το αποτέλεσµα
αυτό προωθείται στο νευρώνα του επόµενου επιπέδου, τροποποιείται από τα αντίστοιχα ϐάρη και ορίζει
τη συνολική είσοδο στον νευρώνα αυτό, όπου εκεί, µετά από κάποια επεξεργασία, δίνεται η τελική έξοδος
y8 (διάνυσµα εξόδου) [Βλαχάβας06].

Η παραπάνω διαδικασία είναι γνωστή ως ανάκληση (recall). Αφού γίνουν γνωστές οι παράµετροι του
δικτύου, τότε είναι δυνατόν να υπολογιστεί ένα διάνυσµα εξόδου για κάποιο διάνυσµα εισόδου. Σηµα-
ντικό, όµως, είναι προηγουµένως να περάσει το δίκτυο από τη διαδικασία της εκπαίδευσης (training),
µέσω της οποίας καθίστανται γνωστές οι τιµές των παραµέτρων. ∆ηλαδή µέσα από τη µάθηση (learning)
από ένα σύνολο δεδοµένων εκπαίδευσης, τροποποιούνται οι τιµές των των παραµέτρων του δικτύου, έτσι
ώστε για κάθε ένα από τα παραδείγµατα εκπαίδευσης, η είσοδος να δίνει συγκεκριµένη έξοδο. Τα κρι-
τήρια τερµατισµού για έναν αλγόριθµο µάθησης µπορεί να είναι οι µέγιστες επαναλήψεις εκπαίδευσης
ή µείωση του σφάλµατος σε επιθυµητά επίπεδα [Engelbrecht07].

Η µάθηση από τα παραδείγµατα πραγµατοποιείται σε µια σειρά κύκλων εκπαίδευσης, οι οποίοι ο-
νοµάζονται και εποχές (epochs). Στην αρχή του κάθε κύκλου εισάγονται τα παραδείγµατα εκπαίδευσης
και αναλόγως της µεθόδου τροποποίησης των ϐαρών διακρίνονται δύο τεχνικές µάθησης: η µάθηση
δέσµης (batch learning) και η επαυξητική µάθηση (incremental learning). Στην πρώτη περίπτωση, τα
ϐάρη διαµορφώνονται στο τέλος του κύκλου σύµφωνα µε τη συσσωρευµένη µεταβολή των ϐαρών που
προκάλεσε το κάθε σφάλµα σε κάθε ένα από τα παραδείγµατα, αφότου έχουν περάσει όλα τα παραδε-
ίγµατα. Στη δεύτερη περίπτωση, τα ϐάρη µεταβάλλονται µετά το πέρασµα του κάθε παραδείγµατος. Η
πρώτη µέθοδος είναι γρηγορότερη, ωστόσο απαιτεί µεγαλύτερες απαιτήσεις σε µνήµη, ενώ µπορεί να
χρησιµοποηθεί και συνδυασµός αυτών [Βλαχάβας06], [Engelbrecht07].

Ακόµα, σηµαντική ϑεωρείται η προεπεξεργασία των δεδοµένων πριν ξεκινήσει η εκπαίδευση του
δικτύου. Σε µερικές πρακτικές εφαρµογές η προεπεξεργασία των δεδοµένων αποτελεί το σηµαντικότερο
παράγοντα που καθορίζει την απόδοση του τελικού συστήµατος [Bishop95]. Η επεξεργασία αυτή περι-
λαµβάνει, εκτός των άλλων, το διαχωρισµό του συνόλου δεδοµένων σε τρία ανεξάρτητα σύνολα αλλά και
την κανονικοποίηση των δεδοµένων, καθώς µπορεί οι τιµές στο ίδιο σύνολο να διαφέρουν αρκετές τάξεις
µεγέθους. Μέσω, λοιπόν, ενός γραµµικού µετασχηµατισµού και το διαχωρισµό του συνόλου δεδοµένων
µπορεί να εξασφαλιστεί µια σωστή εκπαίδευση.
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2.3.5 Αρχιτεκτονικές Τεχνητών Νευρωνικών ∆ικτύων

΄Εχουν αναπτυχθεί διάφορες αρχιτεκτονικές Τεχνητών Νευρωνικών ∆ικτύων αναλόγως της σύνδεσης
που λαµβάνει χώρα και της τοπολογίας του δικτύου [Βλαχάβας06], [Engelbrecht07]. Στο δίκτυο µπορεί
να υπάρχει πλήρης διασύνδεση (full connection) (σχήµα 2.25αʹ), µε την έννοια ότι κάθε νευρώνας ενός
στρώµατος ϑα είναι συνδεδεµένος µε όλους τους νευρώνες του επόµενου στρώµατος. ∆ιαφορετικά ϑα
υπάρχει µερική σύνδεση (partial connection) (σχήµα 2.25βʹ).

(αʹ) (ϐʹ)

Σχήµα 2.25: Τεχνητά νευρωνικά δίκτυα πλήρους και µερικής διασύνδεσης.

Ακόµα, όταν η ϱοή πληροφορίας είναι προς τη µία κατεύθυνση, χωρίς να υπάρχουν συνδέσεις νευ-
ϱώνων ενός στρώµατος µε νευρώνες του προηγούµενου, ή και συνδέσεις νευρώνων που ανήκουν στο ίδιο
στρώµα, τότε τα δίκτυα αυτά ονοµάζονται δίκτυα πρόσθιας τροφοδότησης (feedforward) (σχήµα 2.26αʹ).
∆ιαφορετικά ονοµάζονται δίκτυα ανατροφοδότησης (feedback/recurrent) (σχήµα 2.26βʹ), µε τους υπο-
λογισµούς να χωρίζονται σε δύο στάδια : υπολογισµοί που αφορούν τα µεγέθη πρόσθιας τροφοδότησης
και υπολογισµοί που αφορούν τα µεγέθη ανατροφοδότησης.

(αʹ) (ϐʹ)

Σχήµα 2.26: Τεχνητά νευρωνικά δίκτυα πρόσθιας τροφοδότησης και ανατροφοδότησης.
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2.3.6 Ιδιότητες Τεχνητών Νευρωνικών ∆ικτύων

Οι ϐασικές ιδιότητες των Τεχνητών Νευρωνικών ∆ικτύων, οι οποίες τα καθιστούν ελκυστικά υπολογι-
στικά µοντέλα είναι οι εξής [Βλαχάβας06]:

Ικανότητα µάθησης µέσα από παραδείγµατα:

Χωρίς να είναι τα µόνα µε αυτή την ιδιότητα, τα Τεχνητά Νευρωνικά ∆ίκτυα µπορούν µέσα από την
επεξεργασία των δεδοµένων να αποκτήσουν γνώση, η οποία ϑα περιγράφει µε το µοντέλο τις συσχετίσεις
µεταξύ εισόδου και εξόδου. Η µάθηση γενικά µπορεί να ϕτάσει σε δύο ακραίες περιπτώσεις : στη µια να
µην έχει γίνει σωστή εκπαίδευση (ατελής µάθηση, underifitting) και στην άλλη να έχει γίνει υπερβολική
εκπαίδευση (υπερπροσαρµογή, overfitting), όπως ϕαίνεται στα ακόλουθα σχήµατα.
Στην πρώτη περίπτωση το δίκτυο ϕαίνεται να αποτυγχάνει στη µάθηση των συσχετίσεων µεταξύ εισόδου
και εξόδου στα δεδοµένα εκπαίδευσης (σχήµα 2.27αʹ)

(αʹ) Υποπροσαρµογή. (ϐʹ) Υπερπροσαρµογή.

Σχήµα 2.27: Βαθµός µάθησης.

ενώ στη δεύτερη περίπτωση (σχήµα 2.27βʹ) το δίκτυο έχει µοντελοποιήσει υπερβολικά τα δεδοµένα
εκπαίδευσης µαζί µε το τυχόν ϑόρυβο που αυτά περιέχουν. Αν και δίνει σωστά αποτελέσµατα σε αυτά,
αδυνατεί να προβλέψει αποτελέσµατα για ένα νέο σύνολο δεδοµένων. Τα περίπλοκα δίκτυα οδηγούν σε
αυτή την κατάσταση.

Σηµαντικός ϑεωρείται ο αριθµός των δεδοµένων µε τον οποίο το δίκτυο ϑα εκπαιδευτεί αλλά και ο
αριθµός των νευρώνων στα επίπεδα επεξεργασίας, ο οποίος προσαρµόζεται µε τον αριθµό δεδοµένων και
την κατάσταση στην οποία ϐρίσκονται (π.χ ϑόρυβος), ώστε η εκπαίδευση να γίνεται µε σωστό τρόπο.

Γενίκευση γνώσης:

Μια ακόµα χρήσιµη ιδιότητα που προκύπτει από τα παραπάνω είναι η ικανότητα της γενίκευσης της
γνώσης. Πρόκειται για την ικανότητα του δικτύου να µπορεί να ϐγάλει σωστά συµπεράσµατα σε δεδο-
µένα που δεν έχει δει ξανά και ως εκ τούτου µια υπερπροσαρµοσµένη εκπαίδευση καθιστά δύσκολη τη
γενίκευση [Agatonovic00]. Για να µπορεί να γίνει σωστά µια εκπαίδευση είναι απαραίτητος ο διαχω-
ϱισµός των δεδοµένων σε 3 µέρη: στα δεδοµένα εκπαίδευσης (training dataset), µε τα οποία γίνεται η
εκπαίδευση, δηλαδή η τροποποίηση των παραµέτρων, ώστε να ελαχιστοποιηθεί το σφάλµα σε αυτά, στο
σύνολο επικύρωσης (validation dataset), ώστε να καθοριστεί η απόδοση του δικτύου σε παραδείγµατα
που δεν έχει δει και, τέλος, στο σύνολο εφαρµογής, ή δοκιµής, (testing dataset) για τον τελικό έλεγχο
της απόδοσης του δικτύου.
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Για παράδειγµα, η εξέλιξη του σφάλµατος στο σύνολο εκπαίδευσης και επικύρωσης µπορεί να είναι
αυτή που ϕαίνεται στο σχήµα 2.28.

Σχήµα 2.28: Ροή σφάλµατος στα σύνολα επικύρωσης και εκπαίδευσης.

΄Οσο αυξάνεται ο αριθµός των κύκλων εκπαίδευσης, ϑα µειώνεται το σφάλµα στα δεδοµένα εκπαίδευσης,
αλλά υπάρχει περίπτωση να γίνει υπερπροσαρµογή, ώστε να παύει να υπάρχει καλή γενίκευση µε το
σφάλµα στα δεδοµένα επικύρωσης να αυξάνεται, µειώνοντας έτσι την απόδοση του δικτύου. Για το
λόγο αυτό, ως κριτήριο τερµατισµού αφήνεται το ελάχιστο σφάλµα στα δεδοµένα επικύρωσης. Ωστόσο,
µπορεί πάλι να υπάρχει ο κίνδυνος για υπερπροσαρµογή, αυτή τη ϕορά στα δεδοµένα επικύρωσης,
οπότε αφότου ολοκληρωθεί η εκπαίδευση και επιλεγεί το µοντέλο, η τελική απόδοση του ϑα εκτιµηθεί
από το σύνολο εφαρµογής.

Ανοχή σε σφάλµατα:

Αφού τα Τεχνητά Νευρωνικά ∆ίκτυα ϐασίζονται στα ϐιολογικά νευρωνικά δίκτυα και στη λειτουργία του
ανθρώπινου εγκεφάλου, ο οποίος ϑεωρείται ως κατανεµηµένο και υπολογιστικό σύστηµα, τότε η πλη-
ϱοφορία ϑα να είναι καταµερισµένη σε όλο το δίκτυο και ϑα αποθηκεύεται µέσω των συσχετίσεων που
δηµιουργούνται από τα δεδοµένα εκπαίδευσης. ΄Ενα «κακό» σηµείο του δικτύου (είτε νευρώνας, είτε συν-
δέσεις) δεν είναι ικανό να το ορίσει ως ακατάλληλο. ΄Ετσι, τα Τεχνητά Νευρωνικά ∆ίκτυα αποκαλούνται
και ως κατανεµηµένη µνήµη και ως µνήµη συσχέτισης µε ανοχές σε δοµικά σφάλµατα.
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2.3.7 Είδη Μηχανικής Μάθησης

Το είδος της µάθησης εξαρτάται από τα διαθέσιµα δεδοµένα εκπαίδευσης, δηλαδή από τη ϕύση του
προβλήµατος από την οποία προέρχονται [Βλαχάβας06]. Κάθε παράδειγµα σε αυτό το σύνολο δεδοµένων
αναπαρίσταται από το ίδιο σύνολο χαρακτηριστικών, οι οποίες µπορεί να είναι συνεχείς τιµές, δυαδικές
τιµές ή κατηγορικές µεταβλητές, όπως ϕαίνεται στο σχήµα 2.29 [Kotsiantis04].

Σχήµα 2.29: Μορφές συνόλου δεδοµένων.

Υπάρχουν διάφορες µορφές συνόλου δεδοµένων [Lison12]. Μπορεί σε αυτό το σύνολο για κάθε
είσοδο να υπάρχει και η αντίστοιχη γνωστή έξοδος, δηλαδή µια έξοδος µε γνωστή ετικέτα (label). Από
την άλλη, µπορεί και να µην υπάρχει γνωστή έξοδος. Το πρώτο είδος µάθησης καλείται εποπτευόµενη
µάθηση (supervised learning), ενώ το δεύτερο είδος µη εποπτευόµενη µάθηση (unsupervised learning).
Υπάρχει και µια ακόµα τεχνική µάθησης για την οποία ϑα γίνει µόνο αναφορά. Πρόκειται για την
ενισχυτική µάθηση (reinforcement learning) στην οποία δεν είναι προσβάσιµη κάποια «σωστή» έξοδος,
αλλά είναι µετρήσιµη η ποιότητα της εξόδου για την αντίστοιχη είσοδο. Στο σχήµα 2.30 απεικονίζονται
τα είδη των µεθόδων της µηχανικής µάθησης.

Σχήµα 2.30: Είδη µηχανικής µάθησης.
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Χαρακτηριστικά των µεθόδων µάθησης:

Μάθηση ∆εδοµένα Στόχος
εποπτευόµενη µε ετικέτα πρόβλεψη αποτελέσµατος

µη εποπτευόµενη χωρίς ετικέτα εύρεση «κρυφών» δοµών

Στην εποπτευόµενη µάθηση το σύνολο των δεδοµένων εκπαίδευσης είναι στη µορφή Ϲευγαριών (είσο-
δος, έξοδος). Εδώ στόχος είναι το σύστηµα να µάθει µια συνάρτηση, η οποία για µια δεδοµένη είσοδο να
προβλέπει την τιµή της εξόδου. ΄Εξοδος διαφορετική από την αναµενόµενη αφήνει ένα σφάλµα (error),
το οποίο µαζί µε έναν αλγόριθµο εκπαίδευσης επιτρέπει την κατάλληλη τροποποίηση των ϐαρών. Η
ονοµασία αυτής της µεθόδου µάθησης οφείλεται στην «παρουσία» κάποιου επιβλέποντος, αφού είναι
γνωστή η τιµή που πρέπει να δώσει το σύστηµα για µια δεδοµένη είσοδο [Βλαχάβας06].

Σε µερικές περιπτώσεις η «σωστή» έξοδος µπορεί να δηλώνεται εκ των προτέρων όπως, παραδείγµατος
χάριν, στο ϕίλτρο ηλεκτρονικών µηνυµάτων µε τον τονισµό των «επικίνδυνων» ϕράσεων-κλειδιά. Στο εν
λόγω ϕίλτρο, µπορεί να υπάρχουν πολλές παράµετροι στη Ϲητούµενη συνάρτηση, οι οποίες ϑα πρέπει να
ϱυθµιστούν µέσω της εκπαίδευσης, ώστε τα αποτελέσµατα που προκύπτουν να ταιριάζουν στα δεδοµένα.
Μπορεί µε κάθε «επικίνδυνη» λέξη να συνδέεται ένας συντελεστής, κάποιο ϐάρος : όσο µεγαλύτερο είναι
το ϐάρος των αντίστοιχων ϕράσεων, τόσο µεγαλύτερη ϑα είναι πιθανότητα το συγκεκριµένο µήνυµα να
χαρακτηριστεί ως σπαµ [Lison12].

πιθανȯτητασπαµ = βα̇ρoς1 · ϕ%α̇ση1 + βα̇ρoς2 · ϕ%α̇ση2 + ...

Ακόµα, το πρόβληµα κατηγοριοποίησης αντικειµένων σε γνωστές οµάδες ανήκει στην εποπτευόµενη
µάθηση (σχήµα 2.31), αφού η µάθηση γίνεται από παραδείγµατα για τα οποία είναι γνωστές οι κατηγο-
ϱίες [Sebastiani02].

Σχήµα 2.31: Κατηγοριοποίηση σε γνωστές οµάδες - πρόβληµα εποπτευόµενης µάθησης.

Στη µη εποπτευόµενη µάθηση υπάρχει ένα σύνολο δεδοµένων για το οποίο η είσοδος δεν συνοδεύεται
από κάποια γνωστή έξοδο. Στόχος είναι η εύρεση τυχόν µοτίβων, συσχετίσεων που εµφανίζονται στα
δεδοµένα για τη δηµιουργία προτύπων [Βλαχάβας06]. Υπάρχει κάποια σύνδεση µεταξύ των δεδοµένων ;
Αν ναι, τότε, µέσα από τη µάθηση και την αυτοοργάνωση του δικτύου από τα δεδοµένα γίνεται κάποια
οµαδοποίηση σε άγνωστες αλλά χρήσιµες οµάδες ή κατηγορίες, µε ορισµένα κοινά χαρακτηριστικά
[Kotsiantis04].
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Για παράδειγµα, ο διαχωρισµός των γραµµάτων σε οµάδες ϐάσει ορισµένων κοινών χαρακτηριστικών
(σχήµα 2.32) [Dougherty13]:

Σχήµα 2.32: Κατηγοριοποίηση σε άγνωστες οµάδες - πρόβληµα µη εποπτευόµενης µάθησης.

Σε κάποιες εφαρµογές όπως στις εικονικές αναπαραστάσεις, όπου τα ϐίντεο είναι πολύ περισσότερων
διαστάσεων από ό,τι είναι οι απλές εικόνες, ϑα χρειάζονται πολλά δεδοµένα των οποίων να είναι γνωστή
η ετικέτα που, ίσως, και να αυξάνει το κόστος της µάθησης. Με τη µη εποπτευόµενη µάθηση µαθαίνει
η µηχανή να ϐρίσκει χρήσιµες δοµές, χωρικές και χρονικές, στα παραδείγµατα [Srivastava15].

Στην ενισχυτική µάθηση δεν υπάρχει κάποια σωστή απάντηση για κάποια είσοδο. Ο εκπαιδευ-
όµενος, συνδεδεµένος στο περιβάλλον του, µαθαίνει από τις εµπειρίες του και µέσω αυτών παίρνει
αποφάσεις. Σε κάθε αλληλεπίδραση µε το περιβάλλον δέχεται µια είσοδο και διαλέγει µια δράση για να
δώσει µια έξοδο [Kaelbing96]. Η δράση του αυτή ϑα έχει συνέπειες : ϑα του επιστρέφεται κάποιο είδος
ανταµοιβής (σχήµα 2.33).

Σχήµα 2.33: Εκπαιδευόµενος στην ενισχυτική µάθηση.

∆ηλαδή µέσα από τις δράσεις που ϑα πάρει ο εκπαιδεύοµενος ϑα αλλάζει η κατάσταση του περιβάλ-
λοντος και η αλλαγή αυτή ϑα δίνεται στον εκπαιδεόµενο ως µια τιµή, η οποία καλείται σήµα ενίσχυσης.
Οι αποφάσεις του εκπαιδευόµενου στοχεύουν, µέσα από διαδικασίες δοκιµής και σφάλµατος στο περι-
ϐάλλον του, σε µια µακροπρόθεσµη αύξηση του αθροίσµατος αυτών των σηµάτων ενίσχυσης.

Αναλόγως µε τη ϕύση του προβλήµατος εφαρµόζεται και η κατάλληλη τεχνική µάθησης. Στην
παρούσα εργασία γίνεται χρήση των δύο πρώτων µεθόδων µάθησης: της εποπτευόµενης και της µη
εποπτευόµενης µάθησης.

΄Ενα σηµαντικό στάδιο που αφορά τις αρχικές διαδικασίες που πρέπει να ακολουθηθούν για την
εφαρµογή αλγορίθµων µηχανικής µάθησης είναι αυτό της αναγνώρισης του προβλήµατος [Dufourq17].
Πέρα από την επιλογή µεταξύ των ειδών µάθησης, υπάρχει και περαιτέρω διάκριση όπως, για παράδειγ-
µα, στην περίπτωση της εποπτευόµενης µάθησης.
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2.3.7.1 Επτοπτευόµενη µάθηση

Ο εν λόγω επιλεγµένος αλγόριθµος εποπτευόµενης µάθησης ϑα αφορά παλινδρόµηση ή κατηγοριο-
ποίηση ; Και τα δύο αυτά προβλήµατα σχετίζονται µε τη δηµιουργία ενός µοντέλου πρόβλεψης µε τη
διαφορά να εντοπίζεται στο σκοπό του µοντέλου αυτού. Στο πρώτο πρόβληµα, αυτό της παλινδρόµησης,
η προβλεπόµενη από το µοντέλο τιµή είναι συνεχής, εν αντιθέσει µε το δεύτερο πρόβληµα, όπου το
µοντέλο κατηγοριοποίησης στοχεύει στο διαχωρισµό αντικειµένων σε γνωστές οµάδες.

Η πρόβλεψη της τιµής ενός ακινήτου µπορεί να ϑεωρηθεί ως ένα πρόβληµα παλινδρόµησης. ∆οθέντος
ενός συνόλου παραδειγµάτων που αφορούν κάποια χαρακτηριστικά όπως τα τετραγωνικά µέτρα και την
τιµή πώλησης για κάθε παράδειγµα, µπορεί να ϐρεθεί µια συνάρτηση, η οποία να προβλέπει τις τιµές
των ακινήτων ϐάσει των χαρακτηριστικών τους (σχήµα 2.34αʹ).

Από την άλλη, η ταξινόµηση πελατών σε ευχαριστηµένους και µη, στην ουρά αναµονής κάποιας
υπηρεσίας, αποτελεί ένα παράδειγµα προβλήµατος κατηγοριοποίησης (σχήµα 2.34βʹ).

(αʹ) Προσέγγιση συνάρτησης. (ϐʹ) Ταξινόµηση αντικειµένων.

Σχήµα 2.34: Προβλήµατα εποπτευόµενης µάθησης.

2.3.7.2 Μη επτοπτευόµενη µάθηση

Η µη εποπτευόµενη µάθηση µπορεί να χρησιµοποιηθεί στην εύρεση οµάδων, οι οποίες είναι άγνω-
στες εκ των προτέρων και χαρακτηρίζονται από κοινά στοιχεία, όπως ϕαίνεται στο σχήµα 2.35.

(αʹ) Πριν την οµαδοποίηση. (ϐʹ) Μετά την οµαδοποίηση.

Σχήµα 2.35: Πρόβληµα µη εποπτευόµενης µάθησης.

Εδώ ο διαχωρισµός των αντικειµένων έγινε σε οµάδες, οι οποίες χαρακτηρίζονται από κάποια κοινά
στοιχεία. Η πρώτη οµάδα αποτελείται από αντικείµενα τα οποία έχουν χαµηλές τιµές των χαρακτηριστι-
κών 1 και 2 σε αντίθεση µε την τρίτη οµάδα, η οποία χαρακτηρίζεται από µεγαλύτερες τιµών του 1ου
χαρακτηριστικού. Τέλος, η δεύτερη οµάδα έχει αντικείµενα µε ενδιάµεσες τιµές του 1ου χαρακτηριστι-
κού και µεγαλύτερες τιµές του 2ου χαρακτηριστικού από τις άλλες δύο οµάδες.
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Κεφάλαιο 3

Νευρωνικά ∆ίκτυα Ακτινικής Βάσης
(Radial Basis Function Networks)

Μια σηµαντική παραλλαγή των Τεχνητών Νευρωνικών ∆ικτύων που προτάθηκε από τους Broomhe-
ad και Lowe [Broomhead88], αλλά και ανεξάρτητα από άλλους ερευνητές στο τέλος της δεκαετίας του
80’, είναι αυτή των Νευρωνικών ∆ικτύων Ακτινικής Βάσης (Radial Basis Function Networks, RBFNs).
Πρόκειται για ένα δίκτυο πρόσθιας τροφοδότησης µε τους νευρώνες του κρυφού επιπέδου να διαχει-
ϱίζονται µια ακτινική, µη γραµµική συνάρτηση ϐάσης (RBF) στην οποία και οφείλεται η προέλευση της
ονοµασίας αυτών των δικτύων [Engelbrecht07], [Bors], [Tao93].

3.1 ∆οµή ενός δικτύου RBF

Η αρχιτεκτονική ενός δικτύου RBF είναι η αυτή που απεικονίζεται στο σχήµα 3.1 [Alexandridis13].

Σχήµα 3.1: Τυπική αρχιτεκτονική ενός δικτύου RBF.

Παρόµοια µε αυτή των απλών δικτύων πρόσθιας τροφοδότησης, αποτελείται από ένα επίπεδο εισόδου,
από ένα κρυφό επίπεδο και από ένα επίπεδο εξόδου. Και εδώ το πρώτο επίπεδο διαδίδει απλώς τα
σήµατα εισόδου στο δίκτυο, δηλαδή τις n κανονικοποιηµένες µεταβλητές εισόδου στους N κόµβους
του κρυφού επιπέδου. Στο τελευταίο γίνεται η επεξεργασία των σηµάτων, µε τους κρυφούς νευρώνες
να διαχειρίζονται ακτινικές συναρτήσεις ϐάσης ή συναρτήσεις πυρήνα, ϕ, όπως αυτές αποκαλούνται.
Κάθε κρυφός νευρώνας περιγράφεται από ένα κέντρο, το οποίο έχει τόσες διαστάσεις όσος είναι και ο
αριθµός των µεταβλητών εισόδου, καθιστώντας έτσι τη σύνδεση µεταξύ εισόδου και κρυφού επιπέδου µη
γραµµική. Ωστόσο, η σύνδεση µεταξύ του κρυφού επιπέδου και του επιπέδου εξόδου είναι γραµµική,
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3.1. ∆οµή ενός δικτύου RBF

µε την έξοδο του δικτύου να είναι απλώς ο γραµµικός συνδυασµός των εξόδων των κρυφών επιπέδων
στον οποίο τα συναπτικά ϐάρη αποτελούν τους γραµµικούς συντελεστές.

Τα δίκτυα RBF χαρακτηρίζονται ως δίκτυα τοπικής προσέγγισης καθώς η έξοδος του δικτύου προσ-
διορίζεται από συγκεκριµένους κρυφούς νευρώνες, οι οποίοι δρουν τοπικά, σε συγκεκριµένα πεδία
(receptive fields), ενώ τα δίκτυα, για παράδειγµα, πρόσθιας τροφοδότησης πολλαπλών επιπέδουν χαρα-
κτηρίζονται από «ολική» (global) δράση καθώς η έξοδος του δικτύου καθορίζεται από όλους τους νευρώνες
σε κάποιο ϐαθµό [Xie11].

Ο τοπικός χαρακτήρας της ισχύος των συναρτήσεων ϐάσης οδηγεί στην ανάγκη υπολογισµού της
απόστασης µιας µονάδας RBF µε ένα παράδειγµα εισόδου. Ο υπολογισµός αφορά την Ευκλείδια
απόσταση ενός κέντρου c ∈ <n από κάποιο παράδειγµα εκπαίδευσης x ∈ <n [Alexandridis13]:

r =
∣∣∣∣x− c∣∣∣∣

2
(3.1)

Τα κυριότερα σηµεία ενός δικτύου RBF είναι τα εξής:

- οι νευρώνες του κρυφού επιπέδου διαχειρίζονται µια συνάρτηση φ ακτινικής συµµετρίας. Η έξοδος
ενός κρυφού νευρώνα j υπολογίζεται ως εξής :

hj,i(xi) = φj(||xi − cj ||2) (3.2)

για κάθε ένα από τα παραδείγµατα εισόδου i = 1, 2, ...,m

- κάθε νευρώνας j του κρυφού επιπέδου χαρακτηρίζεται από ένα κέντρο, cj ∈ <n, το οποίο αποτελεί
το κέντρο της συνάρτησης ϐάσης ενώ µερικές συναρτήσεις χαρακτηρίζονται και από µια τιµή εύρους,
σj ∈ <

- η έξοδος ενός δικτύου RBF για ένα συγκεκριµένο παράδειγµα εισόδου, i, υπολογίζεται ως εξής :

yi(xi) =

N∑
j=1

wjφj(xi, cj) (3.3)

Η απλή αρχιτεκτονική των δικτύων RBF τα καθιστά ελκυστικά στο σχεδιασµό και τη µοντελοποίηση
µη γραµµικών συστηµάτων ενώ η εκπαίδευση τους συνίσταται στην εύρεση µιας πολυδιάστατης επι-
ϕάνειας, προερχόµενη από το σταθµισµένο άθροισµα απλούστερων επιφανειών που ορίζονται από τις
συναρτήσεις ϐάσης των κρυφών νευρώνων (σχήµα 3.2), η οποία ϑα προσεγγίζει όσο το δυνατόν καλύτερα
τα δεδοµένα εκπαίδευσης [Alexandridis13].

Σχήµα 3.2: Συνολική επιφάνεια ορισµένη από τις συναρτήσεις ϐάσης.

Αυτή η δοµή των δικτύων RBF χωρίζει το σχεδιασµό τους σε 3 στάδια : στην εύρεση του µεγέθους
του δικτύου, στην ανάθεση αρχικών τιµών στις παραµέτρους και, τέλος, στην εκπαίδευση του δικτύου
[Xie11].
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3.2. Συναρτήσεις ϐάσης ακτινικής συµµετρίας

3.2 Συναρτήσεις ϐάσης ακτινικής συµµετρίας

Πρόκειται για αυστηρώς ϑετικές µε ακτινική συµµετρία συναρτήσεις, οι οποίες χαρακτηρίζονται από
ένα διάνυσµα κέντρου, cj ∈ <n, και κάποιες από αυτές από µια τιµή εύρους, σj ∈ <. Συνήθως, οι
συναρτήσεις αυτές έχουν τοπικό χαρακτήρα, δηλαδή παρουσιάζουν ένα µοναδικό µέγιστο στο κέντρο µε
την τιµή να µειώνεται ϱαγδαία από αυτό. Αυτό που υποδηλώνει η συνάρτηση ϐάσης είναι η εγγύτητα
που παρουσιάζει ένα ορισµένο διάνυσµα εισόδου µε το κέντρο της και, εποµένως, τη δραστηριότητα
του αντίστοιχου κόµβου. Η τιµή του εύρους της συναρτήσεως του νευρώνα j, σj , ορίζει το εύρος του
δραστικού πεδίου της συνάρτησεως στο χώρο εισόδου για αυτόν το νευρώνα [Engelbrecht07].

Προηγουµένως ορίστηκε µέσω της Ευκλείδιας απόστασης η εγγύτητα ενός παραδείγµατος εκπαίδευ-
σης µε κάποιο κέντρο ενός κρυφού νευρώνα:

∣∣∣∣x(k)− c(l)
∣∣∣∣

2
=

√√√√ n∑
i=1

(xi(k)− ci(l))2, k = 1, 2...,m (3.4)

όπου m ο συνολικός αριθµός δεδοµένων και n ο αριθµός των µεταβλητών.
Το διάνυσµα εισόδου k = 1, 2...,m είναι :

xT (k) = [x1(k), x2(k), ..., xn(k)] (3.5)

ενώ το διάνυσµα του κέντρου l = 1, 2.., N :

cT (l) = [c1(l), c2(l), ..., cn(l)] (3.6)

Η παραπάνω απόσταση ονοµάζεται δραστηριότητα του κόµβου l [Alexandridis13] και ϑα συµβολίζεται
ως rl.

Τύποι συναρτήσεων ϐάσης

΄Εχουν προταθεί διάφορες συναρτήσεις ϐάσης [Engelbrecht07], [Bishop95] µε την πιο κοινή να είναι
η συνάρτηση Gaussian (σχήµα 3.3αʹ):

φ(r) = e−
r2

2σ2 (3.7)

για την οποία ισχύει ότι φ→ 0 καθώς |r| → ∞

(αʹ) Συνάρτηση Gaussian. (ϐʹ) Ανάστροφη πολυτετραγωνική συνάρτηση.

Σχήµα 3.3: Συναρτήσεις ϐάσης τοπικού χαρακτήρα.

ενώ και η ανάστροφη πολυτετραγωνική (inverse multiquadratic) συνάρτηση (σχήµα 3.3βʹ) διατηρεί την
ίδια ιδιότητα :

φ(r) =
1√

r2 + σ2
(3.8)
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Πέρα από τις συναρτήσεις µε τοπικό χαρακτήρα χρησιµοποιούνται και αυτές για τις οποίες ισχύει
ότι φ→∞ καθώς |r| → ∞.
Τέτοιες, για παράδειγµα, είναι η συνάρτηση thin-plate-spline (σχήµα 3.4αʹ):

φ(r) = r2 log r (3.9)

(αʹ) Συνάρτηση thin-plate-spline. (ϐʹ) Πολυτετραγωνική συνάρτηση.

Σχήµα 3.4: Συναρτήσεις ϐάσης µη τοπικού χαρακτήρα.

και η πολυτετραγωνική (multiquadratic) συνάρτηση (σχήµα 3.4βʹ):

φ(r) =
√
r2 + σ2 (3.10)

Εποµένως, οι σηµαντικές παράµετροι που επηρεάζουν την απόδοση ενός δικτύου RBF είναι οι εξής:

- ο αριθµός των συναρτήσεων ϐάσης, δηλαδή ο αριθµός των κρυφών νευρώνων που ϑα χρησιµοποιηθούν

- η τοποθεσία των RBF στο χώρο εισόδου, και

- τα εύρη για κάποιες συναρτήσεις

΄Οσες περισσότερες µονάδες RBF υπάρχουν, τόσο πιο καλή ϑα είναι η προσέγγιση της συνάρτησης.
Ωστόσο, παραπανήσιες µονάδες που δε χρειάζονται αυξάνουν τις υπολογιστικές απαιτήσεις. Η τοποθεσία
των συναρτήσεων ϐάσης στο χώρο εισόδου καθορίζεται από τις ϑέσεις των κέντρων τους. Οι συναρτήσεις
ϐάσης πρέπει να κατανεµηθούν οµοιόµορφα στο χώρο εισόδου, ώστε να καλύπτουν επαρκώς τα δε-
δοµένα. Το εύρος ορισµένων συναρτήσεων ϐάσης ορίζει το πεδίο ισχύος αυτής και, εποµένως, όσο
µεγαλύτερο είναι, τόσο µεγαλύτερο ϑα είναι το αντίστοιχο πεδίο που αυτή ϑα καλύπτει [Engelbrecht07].

Η εκπαίδευση ενός δικτύου RBF, τελικά, συνίσταται στον υπολογισµό των εξής παραµέτρων
[Alexandridis13]:

- αριθµό µονάδων RBF

- συντεταγµένες κέντρων (ή και εύρη)

- ϐάρη σύνδεσης µεταξύ κρυφού επιπέδου και επιπέδου εξόδου

΄Ολες αυτές οι παράµετροι είναι σηµαντικές για ένα δίκτυο RBF και ο τρόπος καθορισµού τους
ϑα οδηγεί σε διαφορετικά δίκτυα. Αναλόγως, λοιπόν, µε την εκπαίδευση, την αρχιτεκτονική και τον
τύπο των συναρτήσεων ϐάσης που χρησιµοποιούνται σε ένα δίκτυο RBF, ϑα διαφέρει και η αντίστοιχη
απόδοση και χαρακτηριστικά του [Tao93].
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3.3 Πλεονεκτήµατα δικτύων RBF

Ορισµένα γενικά πλεονεκτήµατα των δικτύων RBF: η καλή γενίκευση, καθώς ένα δίκτυο RBF α-
ποδίδει καλά για δεδοµένα που δεν έχει δει, η µεγάλη ανοχή σε ϑόρυβο που περιέχεται στα δεδοµένα
εισόδου, η οποία ενισχύει τη σταθερότητα αυτών των συστηµάτων και η διατήρηση της ιδιότητας της
ολικής προσέγγισης όπως τα άλλα δίκτυα πρόσθιας τροφοδότησης [Yu11]. Επιπλέον, η απλή και σταθε-
ϱή αρχιτεκτονική τους αποτελούµενη από 3 επίπεδα καθιστά εύκολο το σχεδιασµό και την εκπαίδευση
µε τους αντίστοιχους αλγορίθµους εκπαίδευσης να συνοδεύονται από γρηγορότερους χρόνους και κα-
λύτερη συνολική απόδοση εν συγκρίσει µε τα δίκτυα πρόσθιας τροφοδότησης πολλαπλών επιπέδων
[Alexandridis13].

3.4 Εκπαίδευση ενός δικτύου RBF

Οι παράµετροι ενός δικτύου RBF καθορίζουν άµεσα την ακρίβεια και την απόδοση του και, εποµένως,
κρίνεται απαραίτητη η σωστή επιλογή αυτών. Η επιλογή των κατάλληλων τιµών των παραµέτρων γίνεται
µέσω της εκπαίδευσης του δικτύου. Η εκπαίδευση συνίσταται στις µεθόδους που χρησιµοποιούνται για
την εύρεση των ϐέλτιστων τιµών των παραµέτρων. ΄Εχουν προταθεί διάφορες µέθοδοι εκπαίδευσης, µε τη
διαφορά τους να έγκειται κυρίως στον αριθµό των παραµέτρων που αυτές διαχειρίζονται. Η µια κατηγο-
ϱία αφορά τη µάθηση µόνο των ϐαρών υποθέτοντας σταθερές τις παραµέτρους των συναρτήσεων ϐάσης
(κέντρα ή και εύρη). Η άλλη αφήνει ελεύθερες όλες τις παραµέτρους να µεταβληθούν και να επιλεχθούν
µέσω των αντίστοιχων κατάλληλων αλγορίθµων. Υπάρχει και µια επιπλέον κατηγορία, η οποία µπορεί
να ϑεωρηθεί συνδυασµός των δύο προηγούµενων. Σε αυτήν η εκπαίδευση πραγµατοποιείται σε δύο
στάδια : το πρώτο στάδιο αφορά την επιλογή των κέντρων µε µια µέθοδο µη εποπτευόµενης µάθησης
και το δεύτερο την επιλογή των ϐαρών µεταξύ κρυφού επιπέδου και επιπέδου εξόδου µε µια µέθοδο
εποπτευόµενης µάθησης, όπως είναι, για παράδειγµα, µια µέθοδος ϐελτιστοποίησης [Engelbrecht07].

3.4.1 Μορφοποίηση του προβλήµατος της εκπαίδευσης ενός δικτύου RBF

Σκοπός ενός δικτύου RBF είναι η προσέγγιση µιας συνάρτησης µέσω του συνδυασµού µεµονωµένων
συναρτήσεων, ώστε για ένα διάνυσµα εισόδου να προκύπτει η κατάλληλη έξοδος [Alexandridis13].

Συγκεκριµένα, το πρόβληµα είναι το εξής:
∆οθέντος ενός συνόλου δεδοµένων εκπαίδευσης µε m παραδείγµατα, όπου το κάθε παράδειγµα

αποτελείται από n κανονικοποιηµένες µεταβλητές και το κρυφό στρώµα από N κρυφούς νευρώνες,
Ϲητείται µια συνάρτηση f : <n → <, η οποία για συγκεκριµένη είσοδο να δίνει συγκεκριµένη έξοδο.
Το σύνολο δεδοµένων εκπαίδευσης είναι :

(xi, yi), i = 1, ...,m (3.11)

όπου xi ∈ <n, yi ∈ <

Κανονικοποίηση δεδοµένων

Η κανονικοποίηση των µεταβλητών είσοδου και εξόδου είναι απαραίτητη πριν ξεκινήσει το στάδιο της
εκπαίδευσης καθώς οι τιµές τους µπορεί να διαφέρουν σηµαντικά, επιφέροντας και κάποια επακόλουθα
προβλήµατα στις διάφορες αριθµητικές µεθόδους που χρησιµοποιούνται. Η κανονικοποίηση αφορά τη
µετατροπή των τιµών όλων των µεταβλητών των δεδοµένων εκπαίδευσης σε ένα συγκεκριµένο εύρος.
Στη συγκεκριµένη εργασία επιλέγεται το [a, b] = [-1,1]. Οποιοδήποτε δεδοµένο σε µια µεταβλητή, είτε
εισόδου είτε εξόδου, ϑα πρέπει να τοποθετηθεί σε τέτοια τιµή, ώστε να ισχύει :

x−1,1 − a
b− a

=
x− xmin

xmax − xmin
(3.12)
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ή

x−1,1 = a+ (b− a)
x− xmin

xmax − xmin
(3.13)

όπου x−1,1 η κανονικοποιηµένη τιµή της µεταβλητής x ενώ xmax και xmin είναι η µέγιστη και η ελάχιστη
τιµή της µεταβλητής, αντίστοιχα.

Η κανονικοποίηση γίνεται µε τα δεδοµένα εκπαίδευσης, µε τις µεταβλητές στα δεδοµένα επικύρωσης
και εφαρµογής να υπόκεινται στον ίδιο µετασχηµατισµό. ∆ηλαδή τα όρια των µεταβλητών xmax, xmin ϑα
είναι αυτά που ϑα προκύψουν από την κανονικοποίηση των µεταβλητών των δεδοµένων εκπαίδευσης.

Ωστόσο, το δίκτυο ϑα εκπαιδευτεί ϐάσει των κανονικοποιηµένων µεταβλητών, δηλαδή οι συσχετίσεις
που ϑα µάθει ϑα αφορούν τα κανονικοποιηµένα δεδοµένα x, y. ΄Αρα, αντίστοιχα, ϑα πρέπει να γίνει ο
αντίστροφος µετασχηµατισµός, η λεγόµενη αποκανονικοποίηση των αποτελεσµάτων, µε τον εξής τρόπο:

y = ymin + (y−1,1 − a)
xmax − xmin

b− a
(3.14)

Η έξοδος του δικτύου για το κάθε παράδειγµα εκπαίδευσης ϑα δίνεται από

f(xi, c,w) =
N∑
j=1

wjφ(xi, cj), i = 1, 2, ..,m (3.15)

όπου wj ∈ <, cj ∈ <n, τα ϐάρη σύνδεσης κρυφού επιπέδου µε το επιπέδου εξόδου και τα κέντρα των
µονάδων RBF, αντίστοιχα.

Χρήσιµη είναι η αναπαράσταση των παραπάνω σε µητρωική µορφή, η οποία ακολουθείται στη συνέχεια.

Τα διανύσµατα εισόδου και τα κέντρα του δικτύου δίνονται παρακάτω:

xi,j =


x11 x12 x13 · · · x1n

x21 x22 x23 · · · x2n
...

...
...

. . .
...

xm1 xm2 xm3 · · · xmn

 , ci,j =


c11 c12 c13 · · · c1n

c21 c22 c23 · · · c2n
...

...
...

. . .
...

cN1 cN2 cN3 · · · cNn

 (3.16)

Για το κάθε διάνυσµα εισόδου υπάρχει και µια έξοδος :

[y]T =
[
y1 y2 · · · ym

]
(3.17)

Τα ϐάρη του δικτύου:
[w]T =

[
w1 w2 · · · wN

]
(3.18)

Για κάθε διάνυσµα εισόδου ϑα υπολογίζεται ο ϐαθµός εγγύτητας µε το κέντρο του κάθε νευρώνα στο
κρυφό επίπεδο, δίνοντας ένα µητρώο Φm×N :

Φ =


φ(x1, c1) φ(x1, c2) · · · φ(x1, cN )
φ(x2, c1) φ(x2, c2) · · · φ(x2, cN )

...
...

. . .
...

φ(xm, c1) φ(xm, c2) · · · φ(xm, cN )

 (3.19)

Για ένα συγκεκριµένο παράδειγµα εκπαίδευσης i, το υπόλοιπο (residual) ορίζεται ως :

ri(c,w) = yi − f(xi, c,w) = yi −
N∑
j=1

wjφ(xi, cj), i = 1, 2, ...,m (3.20)
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Στόχος είναι η ελαχιστοποίηση των υπολοίπων, οπότε το παραπάνω πρόβληµα µπορεί να µορφοποιηθεί
ως ένα πρόβληµα ελαχίστων τετραγώνων

min
c,w

e(c,w) = min
c,w

1

2

m∑
i=1

ri(c,w)2 (3.21)

ή σε µητρωική µορφή:

min
c,w

e(c,w) = min
c,w

1

2

∣∣∣∣y − Φ(c,w)w
∣∣∣∣2

2
(3.22)

3.4.2 Υπολογισµός των συναπτικών ϐαρών ενός δικτύου RBF

Αν µε κάποιο τρόπο έχουν οριστεί τα κέντρα των συναρτήσεων ϐάσης (ή και τα εύρη), τότε η εκπα-
ίδευση του δικτύου συνίσταται στην εύρεση του διανύσµατος των ϐαρών, w, το οποίο προκύπτει µε την
ελαχιστοποίηση των υπολοίπων [Alexandridis13]:

min
w

e(w) = min
w

1

2

∣∣∣∣y − Φ(c,w)w
∣∣∣∣2

2
(3.23)

Πρόκειται για ένα απλό γραµµικό πρόβληµα ελαχίστων τετραγώνων µε τη λύση του να προκύπτει ως
εξής [Bindel12]:
Αν ∣∣∣∣r∣∣∣∣2

2
=
∣∣∣∣b−Ax∣∣∣∣2

2
= (b−Ax)(b−Ax)T (3.24)

µε Am×n, b ∈ <m, x ∈ <n, τότε σε ένα συγκεκριµένο x, η κατευθυντική παράγωγος (directional
derivative) σε µια διεύθυνση δx ∈ <n ϑα είναι :

∇x||r||2 · δx = −2δxTAT (b−Ax) = −2δxT (ATb−ATAx) (3.25)

Το ελάχιστο συµβαίνει όταν η παραπάνω ποσότητα ισούται µε το µηδέν για οποιοδήποτε δx.

∆ηλαδή,
2δxT (ATb−ATAx) = 0 (3.26)

ή αλλιώς
ATAx = ATb (3.27)

Οι παραπάνω εξισώσεις ονοµάζονται «κανονικές» εξισώσεις (normal equations).

Εποµένως, το διάνυσµα των ϐαρών ϑα προέρχεται από τη λύση των γραµµικών εξισώσεων:

ΦTΦw = ΦTy (3.28)

ή για αντιστρέψιµο ΦTΦ

w = (ΦTΦ)−1ΦTy (3.29)

όπου το διάνυσµα y είναι το διάνυσµα µε τις τιµές-στόχο, µε το µητρώο Φ να περιέχει τις εξόδους των
κρυφών νευρώνων για όλα τα παραδείγµατα εκπαίδευσης.

Ο πίνακας
Φ+ = (ΦTΦ)−1ΦT (3.30)

ονοµάζεται Moore-Penrose ψευδοαντίστροφος του Φ.
Συνεπώς, έχοντας τα κέντρα, ή σε µερικές συναρτήσεις ϐάσης και τα εύρη, τότε η εκπαίδευση του

δικτύου συνίσταται απλώς στην επίλυση αυτών των γραµµικών εξισώσεων (3.1). Τα κέντρα ενός δικτύου
RBF µπορούν να προκύψουν µε διάφορους τρόπους, κάποιους από τους οποίους παρουσιάζονται στη
συνέχεια [Alexandridis13].
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3.4.3 Υπολογισµός των κέντρων ενός δικτύου RBF

Ο αρχικός τρόπος επιλογής των κέντρων αφορούσε την ανάθεση σε κάθε ένα από τα παραδείγµατα
του συνόλου εκπαίδευσης και ενός κέντρου RBF. ΄Οµως, µε τον τρόπο αυτό κανείς οδηγείται σε τεράστια
δίκτυα µε ανάλογο αριθµό των παραµέτρων που πρέπει να ϱυθµιστούν, αυξάνοντας έτσι τις απαιτήσεις
σε µνήµη, κυρίως σε µεγάλα σύνολα δεδοµένων [Alexandridis13]. Πέρα από τις υψηλές απαιτήσεις
µνήµης, η ανάθεση κέντρων σε κάθε ένα από τα παραδείγµατα εκπαίδευσης µπορεί να οδηγήσει σε
υπερπροσαρµογή και, εποµένως, σε όχι καλή γενίκευση [Bors], [Tao93]. Για το λόγο αυτό, η επιλογή
του αριθµού των κέντρων αφορά έναν αριθµό µικρότερο των παραδειγµάτων και η επιλογή των ϑέσεων
τους πρέπει να γίνεται έτσι, ώστε όλα τα δεδοµένα στο χώρο εισόδου να καλύπτονται επαρκώς από αυτά.
Πέρα από την τυχαία επιλογή των ϑέσεων των κέντρων από τα διαθέσιµα δεδοµένα, χρησιµοποιείται και
ένας αυτοοργανωµένος τρόπος οµαδοποίησης ο λεγόµενος k-µέσοι ή k-means, µε τα κέντρα αυτών των
οµάδων να αποτελούν τα κέντρα των συναρτήσεων ϐάσης του δικτύου [Alexandridis13].

3.4.3.1 Αλγόριθµος k-means

Ο όρος αυτός ορίστηκε από τον Macqueen [Macqueen1967], ενώ ϕαίνεται να είχε χρησιµοποιηθεί
νωρίτερα από τον LLoyd το 1957, µε την εργασία του να δηµοσιεύεται το 1982 [Lloyd82]. Η οµαδοποίηση
µε k-means χρησιµοποιείται για να ϐρεθεί ένα σύνολο κέντρων, k, για το οποίο ελαχιστοποιείται το
άθροισµα των αποστάσεων όλων των δεδοµένων εκπαίδευσης από τα εγγύτερα σε αυτά κέντρα [Moody89].
∆ηλαδή απαιτείται η ελαχιστοποίηση του:

E =
∑
j

∑
i

||xi − xj ||22 (3.31)

όπου j = 1, ...N , τα εγγύτερα κέντρα στα δεδοµένα εισόδου i = 1, ...,m.
Η οµαδοποίηση αφορά το διαµερισµό ενός συνόλου δεδοµένων σε µη αλληλοκαπτόµενες οµάδες,

τα λεγόµενα clusters. Οι οµάδες αυτές ϑα περιλαβάνουν στοιχεία τα οποία ϑα είναι πιο «όµοια» µεταξύ
τους από ό,τι µε στοιχεία άλλης οµάδας. Πιο «όµοια» στοιχεία σηµαίνει ότι τα στοιχεία µιας οµαδας είναι
κοντά πάντα µε κάποιο µέτρο εγγύτητας [Faber94].
Το πρόβληµα διαχωρισµού k-means στην ουσία αφορά το εξής πρόβληµα:

∆οθέντος m δεδοµένων στον n-διάστατο χώρο <n και έναν ακέραιο αριθµό k, Ϲητείται το σύνολο των
κέντρων k στο <n, ώστε να ελαχιστοποιηθεί η µέση τετραγωνική απόσταση από το κάθε δεδοµένο στο
εγγύτερο σε αυτό κέντρο [Kanungo02].

Ο αλγόριθµος του Lloyd είναι δηµοφιλής καθότι ϐασίζεται στην απλή παρατήρηση ότι η ϐέλτιστη
τοποθέτηση των κέντρων είναι στο σηµείο ϐάρους της κάθε οµάδας. Πρόκειται για έναν επαναληπτικό
αλγόριθµο, ο οποίος αναθέτει τα δεδοµένα σε οµάδες, µε την κάθε οµάδα να χαρακτηρίζεται από ένα
κέντρο. Σε κάθε δεδοµένο αντιστοιχεί και ένα κέντρο, αυτό που είναι στην κοντινότερη απόσταση, ενώ
µέσω των επαναλήψεων στόχος είναι να ελαχιστοποιηθεί το σφάλµα Ε, µε τα κέντρα να µη µετακινούνται
άλλο [Faber94]. Αποτελεί ένα µη εποπτευόµενο τρόπο µάθησης, αφού δεν υπάρχουν εκ των προτέρων
οι οµάδες αυτές. Για να είναι σωστός ο διαχωρισµός πρέπει ένα κέντρο µιας συγκεκριµένης οµάδας να
αναπαριστά όσο το δυνατόν καλύτερα τα δεδοµένα που ανήκουν στην οµάδα αυτή [Faber94].

Το πρώτο ϐήµα του αλγορίθµου είναι η επιλογή του αριθµού των κέντρων k καθώς και των αρχικών
ϑέσεων τους, ϐασιζόµενη είτε σε εµπειρική γνώση ή παρατηρήσεις, είτε απλά δίνοντας τυχαίες τιµές σε
αυτά [Morissette13]. Στη συνέχεια, κάθε ένα από τα δεδοµένα ανατίθεται σε µια οµάδα, την κοντινότερη
σε αυτό, ϐάσει ενός µετρικού απόστασης. Εδώ χρησιµοποιείται η τετραγωνισµένη Ευκλείδια απόσταση.
Κάθε οµάδα ϑα αποτελείται από στοιχεία και όλα αυτά ϑα είναι µέρος του υποχώρου που σχηµατίζεται
από το κέντρο της οµάδας. Επόµενο ϐήµα είναι η ενηµέρωση των κέντρων χρησιµοποιώντας το µέσο
όλων των στοιχείων της κάθε οµάδας. Οι επαναλήψεις συνεχίζονται µέχρις ότου να µην αλλάζουν πλέον
οι ϑέσεις των κέντρων [Faber94].
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3.4. Εκπαίδευση ενός δικτύου RBF

Ο ψευδοκώδικας που περιγράφει τον εν λόγω αλγόριθµο είναι ο εξής :

Αλγόριθµος k-means

Είσοδος: χώρος εισόδου xi ∈ <n, i = 1, 2...,m
ακέραιος αριθµός K, αρχικές ϑέσεις κέντρων c0

j ∈ <n, j = 1, 2...,K

΄Εξοδος: τελικές ϑέσεις κέντρων cj ∈ <n, j = 1, 2...,K
1: επανάλαβε
2: για i = 1, 2, ...,m
3: υπολογισµός του εγγύτερου κέντρου µj

µj = arg min
j=1,2..,K

[||xi − cj ||22]

4: ανάθεση δεδοµένου xi στο σύνολο του κέντρο µj

µj ← xi
lj ← lj + 1

5: τέλος
6: για j = 1, 2, ...,K
7: ανανέωση των κέντρων cj

µε τα στοιχεία xi που ανήκουν στην οµάδα j

cj = 1
lj

lj∑
i=1
xi

8: τέλος
9: µέχρι να µη γίνονται αλλαγές στα κέντρα

Παρακάτω γίνεται µια εφαρµογή του αλγορίθµου για την καλύτερη κατανόηση του σε ένα τυχαίο
σύνολο δεδοµένων, το οποίο αποτελείται από 20 παραδείγµατα εκπαίδευσης στο διδιάστατο χώρο για
ευκολότερη αναπαράσταση. Επιλέγονται 3 οµάδες (k = 3).
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3.4. Εκπαίδευση ενός δικτύου RBF

Από την τυχαία αναπαραγωγή των δεδοµένων και µε την αρχικά τυχαία τοποθέτηση των κέντρων, κανείς
λαµβάνει τα εξής γραφήµατα:

(αʹ) Τυχαίο σύνολο δεδοµένων. (ϐʹ) Ανάθεση δεδοµένων στις οµάδες.

Σχήµα 3.5: Εφαρµογή του αλγορίθµου k-means σε ένα τυχαίο σύνολο δεδοµένων.

Με τις επαναλήψεις να τρέχουν τροποποιούνται οι ϑέσεις των κέντρων έτσι, ώστε τα σηµεία των οµάδων
να αντιπροσωπεύονται όσο το δυνατόν καλύτερα από αυτά, όπως ϕαίνεται στα ακόλουθα γραφήµατα.

(αʹ) Πρώτη επανάληψη. (ϐʹ) ∆εύτερη επανάληψη.

Σχήµα 3.6: Επαναλήψεις του αλγορίθµου στο τυχαίο σύνολο δεδοµένων.
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3.4. Εκπαίδευση ενός δικτύου RBF

Το κέντρο της οµάδας 1 ϕαίνεται να µην αλλάζει πλέον ϑέση. Ωστόσο, οι υπόλοιπες οµάδες χρειάζονται
ακόµα ϐελτίωση, η οποία και επέρχεται στις επόµενες επαναλήψεις του αλγορίθµου.

(αʹ) Τρίτη επανάληψη. (ϐʹ) Τέταρτη επανάληψη.

Σχήµα 3.7: Επαναλήψεις του αλγορίθµου στο τυχαίο σύνολο δεδοµένων.

(αʹ) Πέµπτη επανάληψη. (ϐʹ) ΄Εκτη και τελευταία επανάληψη.

Σχήµα 3.8: Επαναλήψεις του αλγορίθµου στο τυχαίο σύνολο δεδοµένων.

Ο αλγόριθµος ϕαίνεται να σταµατάει µε τις παραπάνω ϑέσεις των κέντρων, όπου σε σχέση µε την αρχική
τυχαία τοποθέτηση των κέντρων παρατηρείται σηµαντική ϐελτίωση.
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Συνολικά, από την αρχική τυχαία επιλογή (σχήµα 3.9αʹ) µέχρι την επανάληψη στις ϑέσεις που τερµατίζει
ο αλγόριθµος (σχήµα 3.9βʹ):

(αʹ) Τοποθέτηση κέντρων στην αρχή του αλγορίθµου. (ϐʹ) Τοποθέτηση κέντρων µε το πέρας του αλγορίθµου.

Σχήµα 3.9: Συνολική ϐελτίωση των ϑέσεων των κέντρων στο τυχαίο σύνολο δεδοµένων µε τον αλγόριθµο
k-means.

Από το παραπάνω παράδειγµα µπορούν να ϐγουν σηµαντικά συµπεράσµατα για τον αλγόριθµο. Η
τελική ϑέση των κέντρων εξαρτάται από την αρχική επιλογή, µε την τυχαιότητα αυτή να µπορεί ίσως
να περιοριστεί µε έναν αριθµό εφαρµογών, όπου κάθε ϕορά τα κέντρα ϑα ξεκινούν από διαφορετικές
ϑέσεις. Ακόµα, ο σωστός αριθµός των οµάδων και, εποµένως, των κέντρων για το δίκτυο RBF, είναι
άγνωστος εξαρχής, οπότε ϑα χρειαστεί µια σειρά δοκιµών για να ϐρεθεί ο κατάλληλος αριθµός k µέσω
δοκιµών και σφαλµάτων, ενώ λόγω της επαναληπτικής ϕύσης του αλγορίθµου µπορεί να οδηγήσει σε
µεγάλους χρόνους σύγκλισης [Alexandridis13]. Ο αλγόριθµος αυτός συνήθως καταλήγει σε τοπικό
ελάχιστο, δηλαδή σε έναν υποβέλτιστο τρόπο διαχωρισµού του χώρου εισόδου [Morissette13].

Για το λόγο αυτό, για να ξεπεραστούν τα παραπάνω προβλήµατα, για την εύρεση των κέντρων ενός
δικτύου RBF χρησιµοποιείται και µια άλλη µέθοδος, η οποία κάνει χρήση της ασαφούς λογικής και
των ασαφών συνόλων. Αυτός ο τρόπος διαχωρισµού ονοµάζεται αλγόριθµος fuzzy means [Sarimveis02],
[Alexandridis03], [Alexandridis13].

43



3.4. Εκπαίδευση ενός δικτύου RBF

3.4.3.2 Αλγόριθµος fuzzy means

Ο διαχωρισµός του χώρου εισόδου µε τον αλγόριθµο k-means γίνεται σε διάκριτες οµάδες µε το
κάθε στοιχείο µιας οµάδας να άνηκει αποκλειστικά σε αυτήν και σε καµία άλλη. Με ϐάση την ασα-
ϕή λογική, όπου ένα στοιχείο ανήκει σε ένα ασαφές σύνολο µε κάποιο ϐαθµό αλήθειας, τα στοιχεία
µπορούν να ανήκουν σε παραπάνω της µιας οµάδας ως προς κάποιο ϐαθµό [Bora14]. Η λογική αυτή
πρωτοορίστηκε από τον Bezdek το 1981 [Bezdek81] ως ϐελτίωση νωρίτερων προσπαθειών του Dunn το
1973 [Dunn73]. Αυτός ο τρόπος διαχωρισµού συνοδεύεται από κάποια πλεονεκτήµατα εις ϐάρος του
προηγούµενου όσον αφορά τον υπολογιστικό χρόνο, αφού εδώ δεν υπάρχει τυχαιότητα, όσες ϕορές και
να «τρέξει» ο αλγόριθµος ϑα καταλήξει στα ίδια κέντρα και, επιπλέον, δεν χρειάζονται δοκιµές για την
εύρεση του ϐέλτιστου αριθµού κέντρων µιας και γίνεται αυτόµατα ο προσδιορισµός του [Sarimveis02],
[Alexandridis03], [Alexandridis13].
΄Ο,τι ακολουθεί ϐασίζεται κατά κόρον στα άρθρα των [Sarimveis02], [Alexandridis03], [Alexandridis13]:

Ο αλγόριθµος συνίσταται στο διαχωρισµό του χώρου της κάθε µεταβλητής σε ασαφή σύνολα (fuzzy
sets). ΄Εστω ότι υπάρχουν Ν κανονικοποιηµένες µεταβλητές για το χώρο εισόδου µε συνολικά K παρα-
δείγµατα. Ο χώρος της κάθε µεταβλητής xi (i = 1, 2...N) χωρίζεται σε ci τριγωνικά σύνολα. Ο αριθµός
των συνόλων σε κάθε διάσταση µπορεί να είναι ίδιος, οπότε ο διαχωρισµός αυτός αναφέρεται ως συµ-
µετρικός, ή µπορεί να είναι διαφορετικός, οπότε ϑα αναφέρεται ως µη συµµετρικός. Στη συγκεκριµένη
εργασία, γίνεται χρήση του συµµετρικού διαχωρισµού του χώρου εισόδου, στον οποίο κάθε µεταβλητή
χωρίζεται στον ίδιο αριθµό ασαφών συνόλων.

Σε κάθε διάσταση, λοιπόν, ϑα υπάρχουν c ασαφή σύνολα:

i = 1 A1
1, A

2
1, ..., A

c
1

i = 2 A1
2, A

2
2, ..., A

c
2

...
i = N A1

N , A
2
N , ..., A

c
N

(3.32)

Κάθε σύνολο χαρακτηρίζεται µε µια συνάρτηση συγγένειας της οποίας η τιµή (ϐαθµός αλήθειας) ϑα
συµβολίζει το ϐαθµό συγγένειας ενός σηµείου µε το εν λόγω σύνολο, κατά πόσο δηλαδή µπορεί να
ϑεωρηθεί στοιχείο του συνόλου [Βλαχάβας06].
Η συνάρτηση συγγένειας έχει την εξής µορφή:

µA(x) =

1− |x− a|
δa

, x ∈ [a− δa, a+ δa]

0, αλλιω̇ς
(3.33)

Κάθε ασαφές σύνολο ϑα το περιγράφουν 2 ποσότητες : το κέντρο του συνόλου a και η ποσότητα δa η
οποία είναι το µισό του αντίστοιχου εύρους.
Για παράδειγµα, ένα ασαφές σύνολο απεικονίζεται στο σχήµα 3.10.

Σχήµα 3.10: Ασαφές σύνολο.
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Ο διαχωρισµός του χώρου µιας µεταβλητής ορίζει τον λεγόµενο ασαφή διαχωρισµό (fuzzy partitio-
ning), ο οποίος περιγράφεται ως εξής :

Ti = {A1
i , A

2
i , ..., A

c
i}, 1 ≤ i ≤ N (3.34)

Για παράδειγµα, για τη µεταβλητή 1 και για c = 5

Σχήµα 3.11: Ασαφής διαχωρισµός του χώρου µιας µεταβλητής.

Με
T1 = {A1

1, A
2
1, ..., A

5
1} (3.35)

Ο συνδυασµός των ασαφών συνόλων κάθε µεταβλητής ορίζει τους ασαφείς υποχώρους (fuzzy subspaces).
Επειδή κάθε µεταβλητή έχει c ασαφή σύνολα, ο συνολικός αριθµός των ασαφών υποχώρων ϑα ορίζεται
ως :

C =

N∏
i=1

ci (3.36)

Αυτός ο αριθµός υποδηλώνει το διαχωρισµό του συνολικού χώρου εισόδου. ∆ηλαδή ο χώρος εισόδου ϑα
είναι χωρισµένος σε C ασαφείς υποχώρους.
Για παράδειγµα, ο l-οστός ασαφής υποχώρος Al (1 ≤ l ≤ C) είναι συνδυασµός Ν ασαφών συνόλων σε
κάθε διάσταση και συµβολίζεται ως :

Al = [Al1, A
l
2, ..., A

l
N ] (3.37)

όπου
Al1 ∈ T1

Al2 ∈ T2
...

AlN ∈ TN

(3.38)
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Ο διαχωρισµός ενός διδιάστατου χώρου µε ασαφείς υποχώρους ϕαίνεται στο σχήµα 3.12, µε το χώρο
της κάθε µεταβλητής εισόδου να είναι χωρισµένος σε 5 ασαφή σύνολα, δίνοντας έτσι συνολικά C = 25
ασαφείς υποχώρους.

Σχήµα 3.12: ∆ιαχωρισµός ενός διδιάστατου χώρου εισόδου µε ασαφείς υποχώρους.

Συγκεκριµένα, ο υποχώρος A που ορίζεται από τα ασαφή σύνολα A3
1 και A3

2 είναι ο εξής :

A = [A3
1, A

3
2] (3.39)

και ορίζει ένα ορθογώνιο το οποίο ϑα περιγράφεται από ένα κέντρο και από το αντίστοιχο εύρος.
∆ηλαδή,

a = [a3
1, a

3
2], δa = [δa1, δa2], η̇ δa = [δa] (3.40)

Πιο γενικά, ένας υποχώρος Al ϑα ορίζεται από:

a = [al1, a
l
2, ..., a

l
N ], δa = [δa1, δa2, ..., δaN ], η̇ δa = [δa] (3.41)

ή
Al = {al, δa} (3.42)

Στόχος, λοιπόν, είναι να ϐρεθούν αυτοί οι ασαφείς υποχώροι των οποίων το al ϑα αποτελεί τα κέντρα
των µονάδων RBF και ϑα είναι τέτοιοι, ώστε να καλύπτουν οµοιόµορφα την κατανοµή των δεδοµένων
εισόδου. Για το σκοπό αυτό, ορίζεται η έννοια της πολυδιάστατης συνάρτησης συµµετοχής ενός δια-
νύσµατος εισόδου x(k) µε έναν ασαφή υποχώρο Al ως:

µAl(x(k)) =

{
1− rdl(x(k)), rdl(x(k)) ≤ 1

0, αλλιω̇ς
(3.43)

όπου rdl(x(k)) είναι η σχετική Ευκλείδια απόσταση µεταξύ του Al και του x(k):

rdl(x(k)) =

[
N∑
i=1

(ali − xi(k))2]1/2

[
N∑
i=1

(δai)2]1/2
(3.44)
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Στο συµµετρικό διαχωρισµό (δa1 = δa2 = · · · = δaN = δa) το προηγούµενο γίνεται :

rdl(x(k)) =

[
N∑
i=1

(ali − xi(k))2]1/2

√
Nδa

(3.45)

Σύµφωνα µε τον ορισµό της πολυδιάστατης συνάρτησης συµµετοχής, εκείνος ο ασαφής υποχώρος
µε τη χαµηλότερη Ευκλείδια σχετική απόσταση για το συγκεκριµένο διάνυσµα εισόδου ϑα δίνει τη
µεγαλύτερη τιµή σε αυτή.

Η επιλογή των ασαφών συνόλων σε κάθε διάσταση προκύπτει από την τιµή της συνάρτησης συµ-
µετοχής στην εν λόγω διάσταση, ενώ αυτή ϑα καθορίζει, τελικά, την επιλογή των ασαφών υποχώρων.
Σε κάθε διάσταση υπολογίζεται ο ϐαθµός συµµετοχής ενός παραδείγµατος εισόδου µε το κάθε ασαφές
σύνολο αυτής της διάστασης. ΄Οσο πιο κοντά είναι το εν λόγω παράδειγµα σε ένα ασαφές σύνολο, τόσο
πιο µεγάλος ϑα είναι ο ϐαθµός συµµετοχής µε τη µέγιστη τιµή που µπορεί να πάρει αυτός να είναι η 1.
΄Οσο πιο µακριά ϑα είναι το σηµείο, τόσο πιο πολύ ϑα µειώνεται ο ϐαθµός συµµετοχής µέχρι την οριακή
τιµή 0. Τελικά, ϑα επιλέγεται αυτό το ασαφές σύνολο το οποίο δίνει τη µεγαλύτερη τιµή της συνάρτησης
συµµετοχής, όπως ϕαίνεται στο ακόλουθο παράδειγµα.

΄Ενα συγκεκριµένο παράδειγµα εκπαίδευσης k στη διεύθυνση i = 1 ϑα δίνει τη µεγαλύτερη τιµή του

Σχήµα 3.13: Υπολογισµός των ϐαθµών αλήθειας µιας µεταβλήτης µε τα ασαφή σύνολα.

ϐαθµού αλήθειας σε εκείνο το ασαφές σύνολο που είναι εγγύτερα σε αυτό, ενώ στα πλέον µακρινά ϑα
δίνει την τιµή 0. Τελικά, εδώ επιλέγεται το ασαφές σύνολο A2

1, µιας και δίνει τη µεγαλύτερη τιµή στη
συνάρτηση συµµετοχής, όπως ϕαίνεται στο σχήµα 3.13.

Αν οι παραπάνω υπολογισµοί επαναληφθούν για όλες τις διαστάσεις, τότε ϑα προκύψει ο ασαφής
υποχώρος που ϑα περιγράφει καλύτερα το συγκεκριµένο διάνυσµα εισόδου.

Οι επιλεγµένοι ασαφείς υποχώροι πρέπει να καλύπτουν επαρκώς τα διανύσµατα εισόδου. Αν οι
υπάρχοντες ασαφείς υποχώροι δεν τα καλύπτουν, τότε εισάγεται νέος. Για τον έλεγχο κάλυψης ενός
διανύσµατος εισόδου από κάποιον ασαφή υποχώρο χρησιµοποιείται η πολυδιάστατη συνάρτηση συγ-
γένειας µε το εν λόγω ασαφή υποχώρο: αν η σχετική Ευκλείδια απόσταση rdl(x(k)) είναι µεγαλύτερη
της µονάδος, τότε το συγκεκριµένο διάνυσµα εισόδου δεν καλύπτεται από τον l ασαφή υποχώρο.

Η διαδικασία έχει ως εξής:

Για κάθε µια από τις κανονικοποιηµένες µεταβλητές εισόδου Ν γίνεται διαχωρισµός των πεδίων τιµών
σε s ασαφή σύνολα στα οποία ανατίθενται οι αντίστοιχες τιµές κέντρου και εύρους. Οι υπολογισµοί
ξεκινούν µε το πρώτο παράδειγµα εκπαίδευσης k = 1 ενώ αφορούν το σχηµατισµό του πρώτου ασαφούς
υποχώρου, δηλαδή του πρώτου κέντρου του δικτύου, L = 1. Για κάθε µεταβλητή i εισόδου (i = 1, 2, ..N)
υπολογίζεται ένας ϐαθµός αλήθειας από τη συνάρτηση συµµετοχής µε το κάθε ασαφές σύνολο στη
διάσταση i. Αυτό το j ασαφές σύνολο που δίνει το µεγαλύτερο ϐαθµό συµµετοχής στη διεύθυνση
i ϑα είναι µέρος του ασαφούς υποχώρου που ϑα σχηµατιστεί, το οποίο στη διεύθυνση i ϑα έχει ως
συντεταγµένη το κέντρο του συγκεκριµένου ασαφούς συνόλου. Οι υπολογισµοί αυτοί συνεχίζονται για

47



3.4. Εκπαίδευση ενός δικτύου RBF

όλες τις διευθύνσεις από 1, ..., N , όπου διαµορφώνεται ο πρώτος ασαφής υποχώρος και, τελικά, το πρώτο
κέντρο του δικτύου.

Στη συνέχεια, εισάγονται τα επόµενα παραδείγµατα εκπαίδευσης, k = 2, ..,K. Για το επόµενο
παράδειγµα γίνεται ένας έλεγχος ο οποίος αφορά την κάλυψη του από τους υπάρχοντες ασαφείς υπο-
χώρους (κέντρα του δικτύου). Αν αυτό το παράδειγµα καλύπτεται από κάποιο κέντρο, κάτι το οποίο
δηλώνεται µε τη σχετική Ευκλείδια απόσταση και, τελικά, µε την πολυδιάστατη συνάρτηση συµµετοχής,
τότε δεν προστίθεται νέο κέντρο L. Αν δεν υπάρχει σχετική Ευκλείδια απόσταση µικρότερη ή ίση της
µονάδος, τότε προστίθεται νέο κέντρο και ξεκινούν οι υπολογισµοί για να ϐρεθούν οι συντεταγµένες
του, όπως περιγράφτηκε προηγουµένως. ΄Επειτα, σειρά έχει το επόµενο παράδειγµα εκπαίδευσης µε τη
διαδικασία να συνεχίζεται µέχρι να περάσουν όλα τα δεδοµένα εκπαίδευσης από µια ϕορά το καθένα.

Η µη επαναληπτική ϕύση του αλγορίθµου καθιστά τον υπολογισµό των κέντρων του δικτύου µια
αρκετά γρήγορη διαδικασία, ακόµα και στην περίπτωση µεγάλων συνόλων δεδοµένων, ενώ αλγόριθµος
που εκτελεί την επιλογή των ασαφών υποχώρων και, τελικά, των κέντρων του δικτύου είναι ο εξής
[Sarimveis02], [Alexandridis03], [Alexandridis13]:

Αλγόριθµος fuzzy means

Είσοδος: κανονικοποιηµένες µεταβλητές εισόδου N , i = 1, 2, ..., N
των δεδοµένων εισόδου K, k = 1, 2, ...,K
ακέραιος αριθµός ασαφών συνόλων s
για το διαχωρισµό της κάθε διεύθυνσης εισόδου

΄Εξοδος: αριθµός κέντρων δικτύου L
ϑέσεις κέντρων Û =

[
û1, û2, . . . , ûL

]T
1: διαχωρισµός του χώρου κάθε µεταβλητής εισόδου xi, i = 1, 2, ..., N

σε s ασαφή σύνολα µε κέντρο a και εύρος δa
2: 1o δεδοµένο εισόδου, k = 1
3: υπολογισµοί για το 1o κέντρο RBF, L = 1
4: για i = 1, 2, ..., N
5: υπολογισµός του ασαφούς συνόλου j το οποίο

δίνει τη µεγαλύτερη συγγένεια σε κάθε διεύθυνση i
A1
i = {a1

i , δa} ← max
j=1,2,..,s

[µAi,j (xi(1))]

6: τέλος
7: Πρώτο κέντρο δικτύου, û1

û1 =
[
a1

1, a1
2, . . . , a1

N

]
8: για k = 1, 2, ...,K
9: αν το σηµείο k δεν καλύπτεται από τα υπάρχονται κέντρα: min

l=1,2,...,L
[rl(x(k))] > 1 τότε

10: προσθήκη νέου κέντρου: L← L+ 1
11: για i = 1, 2, ..., N
12: υπολογισµός του ασαφούς συνόλου j το οποίο

δίνει τη µεγαλύτερη συγγένεια σε κάθε διεύθυνση i
ALi = {aLi , δa} ← max

j=1,2,..,s
[µAi,j (xi(k))]

13: τέλος
14: Επόµενο κέντρο δικτύου ûL

ûL =
[
aL1 , aL2 , . . . , aLN

]
15: τέλος
16: τέλος
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3.4. Εκπαίδευση ενός δικτύου RBF

3.4.4 Υπολογισµός των ευρών των συναρτήσεων ϐάσης ενός δικτύου RBF

Αφού έχουν καθοριστεί τα κέντρα των µονάδων RBF, σειρά έχουν τα εύρη. Τα εύρη µιας ακτινικής
συµµετρικής συνάρτησης ϐάσης υποδηλώνουν την περιοχή της ισχύος της και επιλέγονται έτσι, ώστε
οι µονάδες RBF να καλύπτουν όσο το δυνατόν καλύτερα το χώρο εισόδου, δίνοντας µια οµαλή συνάρ-
τηση προσέγγισης [Leonard91]. Αυτό σηµαίνει ότι κάθε µονάδα RBF ϑα πρέπει να ενεργοποιεί και
τουλάχιστον ακόµα µια σε κάποιο ϐαθµό. Ωστόσο, η τιµή του εύρους πρέπει να κρατιέται χαµηλή για
να διατηρηθεί ο τοπικός χαρακτήρας των συναρτήσεων ϐάσης, αφού µια συνάρτηση πρέπει να καλύπτει
µια συγκεκριµένη περιοχή: αυτή την οποία αναπαριστά [Leonard91].

Μια επιλογή των ευρών µπορεί να γίνει ϐάσει της µέγιστης απόστασης των κέντρων, µε την κάθε
συνάρτηση ϐάσης (k = 1, 2, ..K) να έχει την ίδια τιµή εύρους, η οποία υπολογίζεται ως εξής :

σ =
dmax√
N

(3.46)

όπουN ο αριθµός των µονάδων RBF και dmax η µέγιστη απόσταση µεταξύ των κέντρων [Engelbrecht07].
Ωστόσο, µια άλλη επιλογή των ευρών, αυτή η οποία χρησιµοποιείται στην παρούσα εργασία, ϐα-

σίζεται σε έναν ευρετικό τρόπο υπολογισµού των p-κοντινότερων γειτόνων (p-nearest neighbors), µε το
εύρος για κάθε συνάρτηση ϐάσης να επιλέγεται έτσι, ώστε το πεδίο της συγκεκριµένης µονάδας RBF να
αλληλοκαλύπτεται µε τις p εγγύτερες RBF σε αυτήν [Alexandridis13], [Moody89].
Το εύρος σj για τη j µονάδα RBF υπολογίζεται ως εξής :

σj =

√√√√1

p

P∑
i=1

∣∣∣∣cj − ci∣∣∣∣22 (3.47)

όπου τα ci είναι οι κοντινότεροι γείτονες του cj .
Παρακάτω ϕαίνονται σχηµατικά οι δύο περιπτώσεις επιλογής των ευρών στην περίπτωση της συνάρ-

τησης Gaussian, µε ίσα εύρη (σχήµα 3.14αʹ) και µε εύρη από τη µέθοδο των p-κοντινότερων γειτόνων
(σχήµα 3.14βʹ), για p = 2.

(αʹ) ΄Ισα εύρη. (ϐʹ) Εύρη από p = 2 κοντινότερους γείτονες.

Σχήµα 3.14: Επιλογή ευρών συναρτήσεων ϐάσης.
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Κεφάλαιο 4

Αλγόριθµοι Βελτιστοποίησης

4.1 Εισαγωγικές έννοιες

Σε όλα τα προβλήµατα ϐελτιστοποίησης στόχος είναι να ϐρεθεί εκείνο το σύνολο παραµέτρων το ο-
ποίο δίνει τη ϐέλτιστη τιµή µιας συνάρτησης. Η συνάρτηση αυτή αποκαλείται αντικειµενική συνάρτηση
(objective function) και ορίζει µε ένα ποσοτικό µέγεθος την απόδοση του συστήµατος που µελετάται.
Η ϐελτιστοποίηση µπορεί να αφορά προβλήµατα ελαχιστοποίησης ή µεγιστοποίησης, µε τα τελευταία
να µπορούν να οριστούν ως τα πρώτα, απαιτώντας απλώς την ελαχιστοποίηση της αντίθετης αντικειµε-
νικής. Οι παράµετροι, ή αλλιώς µεταβλητές, του προβλήµατος µπορεί να συνοδεύονται από κάποιους
περιορισµούς, διακρίνωντας έτσι τα προβλήµατα ϐελτιστοποίησης σε αυτά που έχουν περιορισµούς και
σε αυτά που δεν έχουν. Ωστόσο, σε µερικές περιπτώσεις είναι δυνατή η µετατροπή ενός προβλήµατος
µε περιορισµούς σε ένα πρόβληµα χωρίς περιορισµούς µε δύο τρόπους : ο πρώτος τρόπος απαιτεί την
επαναµορφοποίηση του προβλήµατος εισάγοντας τους περιορισµούς στην αντικειµενική συνάρτηση µε
κάποιο είδος «ποινής», ώστε να αποθαρρύνονται οι παραβιάσεις των περιορισµών, ενώ ο δεύτερος τρόπος
υποθέτει την ασφαλή παράβλεψή τους όταν, παραδείγµατος χάριν, δεν επηρεάζουν τη λύση του προ-
ϐλήµατος. Επιπλέον διαχωρισµός γίνεται σε γραµµικά και µη γραµµικά προβλήµατα µε τα τελευταία
να περιέχουν τουλάχιστον µια µη γραµµικότητα, είτε στην αντικειµενική συνάρτηση, είτε σε κάποιον
από τους περιορισµούς [Nocedal99].

Η αντικειµενική συνάρτηση µαζί µε τις µεταβλητές και τους τυχόν περιορισµούς που τις συνοδε-
ύουν συνιστούν το µοντέλο το οποίο περιγράφει το πρόβληµα ϐελτιστοποίησης. Εφόσον έχει οριστεί το
µοντέλο, επόµενο ϐήµα είναι η χρήση ενός αλγορίθµου ϐελτιστοποίησης για να ϐρεθεί µια λύση του
προβλήµατος. Μιας και δεν υπάρχει ένας συγκεκριµένος αλγόριθµος που να χρησιµοποιείται σε όλα τα
προβλήµατα ϐελτιστοποίησης, πρέπει µέσα από µια συλλογή αλγορίθµων να επιλεχθεί ο κατάλληλος.
Η επιλογή ϑεωρείται κρίσιµη καθώς αυτή ϑα καθορίσει τελικά το χρόνο επίλυσης ή και, ακόµα, την
εύρεση λύσης [Nocedal99].

Μια λύση ϑα ϑεωρείται πραγµατική λύση του προβλήµατος εφόσον ικανοποιεί ορισµένες µαθηµατι-
κές εκφράσεις. Αυτές οι εκφράσεις συνιστούν τις συνθήκες ϐελτιστοποίησης. Αν η επιλεγµένη λύση δεν
τις ικανοποιεί τότε µπορεί να προκύψουν χρήσιµες πληροφορίες για το πώς αυτή µπορεί να ϐελτιωθεί,
για παράδειγµα µέσω κάποιας ανάλυσης ευαισθησίας [Nocedal99].

4.2 Μορφοποίηση προβλήµατος ϐελτιστοποίησης

Από µαθηµατική άποψη, ένα πρόβληµα ϐελτιστοποίησης ορίζεται ως :

min
x
f(x) s.t ci ∈ C (4.1)

όπου x είναι το διάνυσµα των παραµέτρων του προβλήµατος, f είναι η αντικειµενική συνάρτηση και
ci είναι οι συναρτήσεις που περιγράφουν τους περιορισµούς, τους οποίους πρέπει να ικανοποιούν οι
παράµετροι. Για ένα πρόβληµα ϐελτιστοποίησης χωρίς περιορισµούς το σύνολο C αποτελεί το κένο
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4.2. Μορφοποίηση προβλήµατος ϐελτιστοποίησης

σύνολο C = ∅, οπότε το πρόβληµα µορφοποιείται ως εξής :

min
x
f(x) (4.2)

Στην παρούσα εργασία το πρόβληµα εκπαίδευσης ενός νευρωνικού δικτύου RBF, το οποίο περι-
γράφτηκε στο προηγούµενο κεφάλαιο, µορφοποιείται ως ένα πρόβληµα ελαχίστων τετραγώνων, οπότε
ότι ακολουθεί ϑα ϐασίζεται στον εξής συµβολισµό, προσαρµοσµένα από το ϐιβλίο του Hansen κ.ά.
[Hansen12]:

min
x
f(x) ≡ min

x

1

2

∣∣∣∣r(x)
∣∣∣∣2

2
= min

x

1

2

m∑
i=1

ri(x)2 (4.3)

όπου x ∈ <n και r(x) = (r1(x), ..., rm(x))T , οι παράµετροι και τα υπόλοιπα του προβλήµατος αντίστοι-
χα, µε

ri(x) = yi −M(x, ti) i = 1, ...,m (4.4)

Η συνάρτηση M είναι το µοντέλο που χρησιµοποιείται, έτσι ώστε για δεδοµένες τιµές ti να δίνο-
νται ως αποτέλεσµα τα αντίστοιχα yi. Σε αναλογία µε τις συναρτήσεις ϐάσης ενός δικτύου RBF, τα
Ϲευγάρια (ti, yi), i = 1, ...,m, ϑα αποτελούν το σύνολο δεδοµένων εκπαίδευσης ενώ οι παράµετροι του
προβλήµατος µπορεί να είναι τα κέντρα ή και τα ϐάρη του δικτύου.

Εφόσον δεν είναι γνωστή εκ των προτέρων η µορφή της αντικειµενικής συνάρτησης, αλλά είναι
γνωστή η τιµή ή και η παράγωγος σε έναν συγκεκριµένο αριθµό σηµείων (δεδοµένων), η εύρεση ενός
ολικού ελάχιστου είναι πιθανόν να είναι υπολογιστικά ακριβή ή ακόµα και αδύνατη, οπότε οι αλγόριθµοι
που χρησιµοποιούνται επιδιώκουν την εύρεση µιας τοπικής λύσης.

Οι συνθήκες ϐελτιστοποίησης χρησιµοποιούνται για να χαρακτηρίσουν ένα σηµείο x? ως τοπικό
ελάχιστο και ϐασίζονται στις πρώτες και δεύτερες παραγώγους της f(x), οι οποίες ορίζονται στη συνέχεια.
Η κλίση (gradient) µιας ϐαθµωτής συνάρτησης f(x), ∇f(x), όπου x ∈ <n, ορίζεται ως :

∇f(x)T =
[
∂f(x)
∂x1

∂f(x)
∂x2

· · · ∂f(x)
∂xn

]
(4.5)

ενώ ο Εσσιανός (Hessian) της f(x), ∇2f(x), ορίζεται ως :

∇2f(x) =



∂2f(x)
∂x1∂x1

∂2f(x)
∂x1∂x2

· · · ∂2f(x)
∂x1∂xn

∂2f(x)
∂x2∂x1

∂2f(x)
∂x2∂x2

· · · ∂2f(x)
∂x2∂xn

...
...

. . .
...

∂2f(x)
∂xn∂x1

∂2f(x)
∂xn∂x2

· · · ∂2f(x)
∂xn∂xn

 (4.6)

ή

[∇2f(x)]ij =
∂2f(x)

∂xi∂xj
, i, j = 1, 2, ..., n (4.7)

Συνθήκες ϐελτιστοποίησης

Αναγκαία συνθήκη πρώτης τάξης :
το x? είναι ένα στάσιµο σηµείο, δηλαδή η κλίση της f στο x? είναι 0, ∇f(x?) = 0.

Ικανοποιητική συνθήκη δεύτερης τάξης :
ο Εσσιανός H, ∇2f(x?), είναι ϑετικά ορισµένος, δηλαδή είναι συµµετρικός µε ϑετικές ιδιοτιµές ενώ
ισχύει για κάθε διάνυσµα z ∈ <n (z 6= 0)

zTHz > 0 (4.8)
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Στην προκειµένη περίπτωση, η συνάρτηση f ορίζεται ως άθροισµα τετραγώνων µη γραµµικών συ-
ναρτήσεων

f(x) =
1

2

m∑
i=1

ri(x)2 (4.9)

µε
ri(x) = yi −M(x, ti) i = 1, ...,m (4.10)

τότε για συγκεκριµένα i, j κανείς λαµβάνει :

∂f(x)

∂xj
=

m∑
i=1

ri(x)
∂ri(x)

∂xj
(4.11)

Οπότε ο πίνακας της Ιακωβιανής του διανύσµατος των υπολοίπων r(x) ϑα είναι ο πίνακας µε στοιχεία :

[J(x)]ij =
∂ri(x)

∂xj
, i = 1, 2, ...,m, j = 1, 2, ..., n (4.12)

δηλαδή,

J =



∂r1(x)
∂x1

∂r1(x)
∂x2

· · · ∂r1(x)
∂xn

∂r2(x)
∂x1

∂r2(x)
∂x2

· · · ∂r2(x)
∂xn

...
...

. . .
...

∂rm(x)
∂x1

∂rm(x)
∂x2

· · · ∂rm(x)
∂xn

 (4.13)

Για την εξαγωγή του Εσσιανού κανείς χρειάζεται τη δεύτερη παράγωγο της f .
Από την

∂f(x)

∂xj
=

m∑
i=1

ri(x)
∂ri(x)

∂xj
(4.14)

προκύπτει
∂2f(x)

∂xk∂xl
=

m∑
i=1

∂ri(x)

∂xk

∂ri(x)

∂xl
+

m∑
i=1

ri(x)
∂2ri(x)

∂xk∂xl
(4.15)

Σε µητρωική µορφή τα παραπάνω γράφονται ως :

∇f(x) = J(x)Tr(x) (4.16)

∇2f(x) = J(x)TJ(x) +

m∑
i=1

ri(x)∇2ri(x) (4.17)

΄Οπου οι συνθήκες ϐελτιστοποίησης ϑα απαιτούν

∇f(x) = 0 (4.18)

∇2f(x) ϑετ.oρισµε̇νoς (4.19)

Στην περίπτωση της µη γραµµικής ϐελτιστοποίησης χρησιµοποιούνται επαναληπτικές µέθοδοι οι
οποίες ξεκινούν από µια αρχική λύση x0 και αναπαράγουν µια ακολουθία λύσεων xk, η οποία πρέπει
να καταλήξει σε κάποιο τοπικό ελάχιστο. Αυτές οι µέθοδοι αναπτύσσονται στη συνέχεια [Madsen04].
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4.3 Μέθοδοι κατάβασης

Οι περισσότερες µέθοδοι για την εύρεση µιας τοπικής λύσης απαιτούν µια ϕθίνουσα συνθήκη
(descending condition) στην οποία πρέπει να ισχύει :

f(xk+1) < f(xk) (4.20)

Με την απαίτηση της ικανοποίησης της παραπάνω συνθήκης αποτρέπεται η κατάληξη σε τοπικό µέγιστο
αλλά και είναι λιγότερο πιθανό να συγκλίνει ο αλγόριθµος σε κάποιο σαγµατικό σηµείο.

Η µετακίνηση σε µια νέα ϑέση xk+1 απαιτεί:

- µια διεύθυνση κατάβασης (descent direction), η διεύθυνση δηλαδή στην οποία µειώνεται η τιµή της
συνάρτησης

- ένα µέγεθος ϐήµατος, ώστε η τιµή της συνάρτησης να µειώνεται σε κάποιο ικανοποιητικό ϐαθµό

∆ηλαδή,
xk+1 = xk + ahd (4.21)

όπου α είναι το εν λόγω µέγεθος ϐήµατος και hd η διεύθυνση κατάβασης.
Από το ϑεώρηµα Taylor

f(xk + ah) = f(xk) + ahT∇f(x) +O(a2) (4.22)

ή για ένα α ικανοποιητικά µικρό µε a > 0

f(xk+1) ≈ f(xk) + ahT∇f(x) (4.23)

Από το παραπάνω εύκολα συµπεραίνεται ότι µια διεύθυνση h ϑα είναι µια διεύθυνση κατάβασης της f
στο x αν ισχύει :

hT∇f(x) < 0 (4.24)

΄Εχοντας µια διεύθυνση κατάβασης, η επιλογή του ϐήµατος, δηλαδή η απόσταση που ϑα διανυθεί
σε αυτή τη διεύθυνση h ξεκινώντας από την τρέχουσα ϑέση x, ώστε να προκύπτει επαρκής µείωση στην
τιµή της f , µπορεί να ϐρεθεί λύνοντας το εξής µονοδιάστατο πρόβληµα:

a = arg min
a>0

f(x+ ah) (4.25)

Λύνοντας το παραπάνω επακριβώς κατακτάται όλο το κέρδος που προτείνει η διεύθυνση κατάβασης
h, ωστόσο µε κάποιο επακάλουθο υπολογιστικό κόστος. Από την άλλη, µπορεί και να µη χρειάζεται η
εύρεση του πραγµατικού ελαχίστου και για το λόγο αυτό, συνήθως, επαρκεί µια προσεγγιστική λύση
την οποία και επιδιώκουν οι λεγόµενοι αλγόριθµοι line search, όπου µέσα από κάποιες δοκιµές για
το µέγεθος του ϐήµατος επιλέγεται τελικά αυτό που δίνει τη µεγαλύτερη δυνατή µείωση στη τιµή της
συνάρτησης στη νέα ϑέση [Nocedal99]. ΄Επειτα, στη νέα ϑέση υπολογίζεται µια νέα διεύθυνση h και ένα
µέγεθος ϐήµατος a µε τη διαδικασία να συνεχίζεται µέχρι να ικανοποιηθεί κάποιο κριτήριο τερµατισµού.
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΄Ενας υποτυπώδης αλγόριθµος για την εν λόγω διαδικασία µπορεί να είναι ο εξής [Madsen04]:

Αλγόριθµος µεθόδου κατάβασης

1. k = 0, xi = x0

2. για k = 0,1,2,...
3. εύρεση διεύθυνσης κατάβασης hd
4. εύρεση µεγέθους ϐήµατος a
5. ενηµέρωση νέας ϑέσης

xk+1 = xk + ahd
6. τέλος

4.3.1 Υπολογισµός διεύθυνσης κατάβασης

Για να ϐρεθεί η νέα ϑέση, λοιπόν, απαιτείται, αρχικά, µια διεύθυνση κατάβασης και, έπειτα, ένα µέγε-
ϑος ϐήµατος. Οι διευθύνσεις hd µπορούν να υπολογιστούν µε τις εξής µεθόδους : τη µέθοδο απότοµης
κατάβασης (steepest descent method) και τη µέθοδο Newton [Nocedal99], [Hansen12], [Madsen04].

4.3.1.1 Μέθοδος απότοµης κατάβασης

Προηγουµένως, µέσω του ϑεωρήµατος Taylor για µικρά α, προέκυψε ότι µια διεύθυνση h είναι
διεύθυνση κατάβασης hd αν ισχύει το εξής :

hT∇f(x) < 0 (4.26)

Αυτός είναι και ο ϱυθµός της αλλαγής της f στη διεύθυνση h στο σηµείο x. Εποµένως, Ϲητείται εκείνη
η µοναδιαία διεύθυνση που να δίνει το µεγαλύτερο ϱυθµό µείωσης. Αυτή προκύπτει λύνοντας το εξής
πρόβληµα ελαχιστοποίησης [Nocedal99]:

min
||h||=1

hT∇f(x) (4.27)

Από το εσωτερικό γινόµενο των διανυσµάτων κανείς λαµβάνει :

hT∇f(x) = cos(φ) ||∇f(x)|| ||h|| (4.28)

ή
hT∇f(x) = cos(φ) ||∇f(x)|| (4.29)

όπου φ είναι η γωνία που σχηµατίζεται µεταξύ της διεύθυνσης h και της κλίσης (gradient) ∇f(x), όπως
ϕαίνεται στο σχήµα 4.1.

Σχήµα 4.1: Σχηµατιζόµενη γωνία µιας διεύθυνσης µε τη κλίση σε συγκεκριµένο σηµείο.

Από τα παραπάνω κανείς παρατηρεί ότι για να ισχύει η συνθήκη κατάβασης πρέπει cos(φ) < 0.
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∆ηλαδή η διεύθυνση h πρέπει να ϐρίσκεται στο χώρο που ορίζεται από το επίπεδο της εφαπτοµένης και
περιέχει την αρνητική κλίση ∇f(x) για να είναι µια διεύθυνση κατάβασης hd (σχήµα 4.2).

Σχήµα 4.2: Ορισµός διεύθυνσης κατάβασης.

Τελικά, από τα παραπάνω κανείς καταλήγει ότι η διεύθυνση που δίνει τη µέγιστη κάθοδο (steepest
descent) είναι για φ = π, ώστε η νέα ϑέση να κινείται προς

hsd = −∇f(x) (4.30)

ή αλλιώς
xk+1 = xk − a∇f(x) (4.31)

Η παραπάνω επιλογή της διεύθυνσης είναι η πιο προφανής επιλογή καθώς από όλες τις διευθύνσεις
Ϲητείται αυτή που µειώνει την τιµή της συνάρτησης µε το γρηγορότερο ϱυθµό [Nocedal99]. Λέγεται ότι
οφείλεται στον Cauchy το 1847 [Lemarechal12]. Θεωρείται η καλύτερη επιλογή τοπικά, ενώ µπορεί να
συνδυαστεί µε διάφορους τρόπους επιλογής του ϐήµατος a. Η µέθοδος συγκλίνει αλλά αργά. Για πολλά
προβλήµατα χρησιµοποιείται στα αρχικά στάδια της επαναληπτικής διαδικασίας, έχοντας αρκετά καλή
απόδοση [Madsen04]. ΄Ενα πλεονέκτηµα αυτής της µεθόδου είναι ότι απαιτούνται µόνο υπολογισµοί
της κλίσης ∇f και όχι δεύτερων παραγώγων, ωστόσο µπορεί να είναι επικίνδυνα αργή [Nocedal99].

4.3.1.2 Μέθοδος Newton

Μια άλλη µέθοδος για την επιλογή της διεύθυνσης είναι η κλασική µέθοδος Newton και ϑεωρείται
από τις σηµαντικότερες [Nocedal99]. Η µέθοδος αυτή ϐασίζεται στη προσέγγιση της f(x) µε σειρά
Taylor 2ης τάξης.

Από το ανάπτυγµα Taylor, κρατώντας όρους µέχρι και δεύτερης τάξης και υποθέτοντας πάντα ότι η
υπό µελέτη συνάρτηση είναι δύο ϕορές παραγωγίσιµη, προκύπτει :

f(x+ h) ≈ f(x) +∇f(x)Th+
1

2
hTHh (4.32)

Οι πρώτης τάξης συνθήκες απαιτούν :
∇f(x+ h) = 0 (4.33)

από όπου προκύπτει ότι
∇f(x) +Hh = 0 (4.34)

Η συνθήκη δεύτερης τάξης απαιτεί ο H να είναι ϑετικά ορισµένος, οπότε η διεύθυνση Newton είναι :

hN = −H−1∇f(x) (4.35)

όπου H = ∇2f(xk).
Οπότε η νέα ϑέση ϑα προκύπτει από

xk+1 = xk + h (4.36)
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δηλαδή,
xk+1 = xk − (∇2f(xk))

−1∇f(x) (4.37)

Η διεύθυνση Newton είναι αξιόπιστη µόνο σε µικρά ||h||, ώστε το τετραγωνικό µοντέλο να είναι αντιπρο-
σωπευτικό της f γύρω από το σηµείο x [Nocedal99].
Το ∇2f(xk) δίνεται από

∇2f(x) = J(x)TJ(x) +

m∑
i=1

ri(x)∇2ri(x) (4.38)

ενώ για εύκολο συµβολισµό η δεύτερη ποσότητα στο δεξί µέλος ϑα αναφέρεται ως :

S(xk) =
m∑
i=1

ri(x)∇2ri(x) (4.39)

Αντί να υπολογιστεί ο αντίστροφος µπορεί απλώς να λυθεί το εξής :(
J(xk))

TJ(xk) + S(xk)
)
h = −J(xk)

Tr(xk) (4.40)

Η διεύθυνση hN ϑα είναι µια διεύθυνση κατάβασης όσο το ∇2f(xk) είναι ϑετικά ορισµένο.
Εδώ το µέγεθος ϐήµατος αφήνεται µονάδα σε κάθε επανάληψη, ωστόσο η µέθοδος Newton µπορεί

να συνδυαστεί µε µεθόδους line-search όταν δε δίνεται επαρκής µείωση στην f , ή και, ακόµα, όταν δεν
ικανοποιείται η συνθήκη κατάβασης [Nocedal99].

Η µέθοδος Newton έχει µεγάλο ϱυθµό σύγκλισης ενώ είναι γρήγορη στα τελευταία στάδια καθώς
προσεγγίζεται η περιοχή που περιέχει τη λύση x? [Madsen04], [Nocedal99]. Υπάρχει καλή σύγκλιση,
όµως, αυτή συνοδεύεται µε ένα υπολογιστικό κόστος, αφού πρέπει να υπολογιστούν mn2 παράγωγοι
στον όρο S και για το λόγο αυτό δεν προτιµάται στα µη γραµµικά ελάχιστα τετράγωνα [Hansen12].
Ακόµα, µπορεί να µην υπάρχουν καν οι δεύτερες παράγωγοι, οπότε χρησιµοποιούνται προσεγγίσεις
αυτών, δίνοντας τις µεθόδους quasi-Newton [Hansen12].

4.3.2 Υπολογισµός µεγέθους ϐήµατος

Εφόσον εξαχθεί µια διεύθυνση κατάβασης µε µια από τις παραπάνω µεθόδους, το επόµενο ϐήµα
αυτών των αλγορίθµων είναι ο υπολογισµός ενός κατάλληλου ϐήµατος, a, το οποίο προκύπτει λύνοντας
το εξής πρόβληµα ελαχιστοποίησης [Madsen04]:

min
a
f(x+ ah) (4.41)

Χρησιµοποιώντας εκ νέου το ϑεώρηµα Taylor η συνάρτηση f(x+ ah) µπορεί να προσεγγιστεί ως

f(x+ ah) ≈ φ(a) ≡ f(x) + hT∇f(x) (4.42)

όπου το φ(a) είναι µόνο συνάρτηση του a:

φ(a) = f(x) + ahT∇f(x) (4.43)

Αφού η h είναι διεύθυνση κατάβασης, τότε :

dφ(a)

da

∣∣∣
a=0

= hT∇f(x) < 0 (4.44)

ενώ για ικανοποιητικά µικρά a, ϑα ισχύει ότι :

φ(a) < φ(0) (4.45)
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΄Οπως ϕαίνεται στο σχήµα 4.3, µια τυπική µορφή αυτής της συνάρτησης µπορεί να είναι η εξής :

Σχήµα 4.3: Τυπική µορφή του µοντέλου συναρτήσει του ϐήµατος.

Φαίνεται ότι η επιλογή του κατάλληλου ϐήµατος α περιορίζεται από:

- µικρές τιµές του a: καθώς µπορεί να µην επιφέρουν ικανοποιητική µείωση στην τιµή της συνάρτησης

- µεγάλες τιµές του a: καθώς µπορεί να µην ικανοποιείται πλέον η συνθήκη κατάβασης

Συνεπώς, πρέπει να επιλέγεται µια σωστή τιµή για το µέγεθος του ϐήµατος, ώστε σε κάθε ϐήµα να
ικανοποιείται η συνθήκη κατάβασης και να προκύπτει επαρκής µείωση στην f . Περισσότερες πληρο-
ϕορίες σχετικά µε τους τρόπους επιλογής ϐήµατος µπορούν να ϐρεθούν στο [Nocedal99], [Madsen04].

Μέχρι τώρα, στις παραπάνω µεθόδους, επιλέγεται µια διεύθυνση h στην οποία ϑα κινηθεί από τη
τρέχουσα ϑέση xk στην επόµενη xk+1, διανύωντας µια συγκεκριµένη απόσταση η οποία προκύπτει
από το µέγεθος ϐήµατος a, ώστε στη νέα ϑέση να µειώνεται επαρκώς η τιµή της συνάρτησης. Ωστόσο,
υπάρχει και µια άλλη στρατηγική για την εύρεση της νέας ϑέσης, η µέθοδος στην οποία υπάρχει µια
περιοχή εµπιστοσύνης (trust-region) [Nocedal99].

4.4 Μέθοδοι περιοχής εµπιστοσύνης

Στη µέθοδο αυτή κατασκευάζεται ένα µοντέλο της συνάρτησης, η συµπεριφορά του οποίου γύρω από
το τρέχον σηµείο ϑα είναι παρόµοια µε αυτή, ενώ υπάρχει ένα όριο µέσα στο οποίο ϑεωρείται αντιπροσω-
πευτικό. ∆ηλαδή υπάρχει µια περιοχή εµπιστοσύνης στην οποία το µοντέλο µπορεί να ϑεωρηθεί καλός
προσεγγιστής της συνάρτησης. Η µέθοδος αυτή ονοµάζεται έτσι για ακριβώς αυτόν το λόγο [Nocedal99],
[Madsen04]. Οι αρχικές µελέτες για αυτές τις µεθόδους ξεκίνησαν από τον Powell το 1970 [Powell70]
ενώ από τις επόµενες δεκαετίες λαµβάνει διαρκούς προσοχής από πολλούς ερευνητές [Yuan].

Το µοντέλο που προσεγγίζει τη συνάρτηση ϑα συµβολίζεται µε L και συνήθως είναι τετραγωνικό.
Προκύπτει από το ανάπτυγµα Taylor, όπου για µικρά ||h|| κανείς λαµβάνει :

f(x+ h) ≈ L(h) ≡ f(x) + hT∇f(x) +
1

2
hTBh (4.46)

ο πίνακας Β είναι συµµετρικός και περιέχει τις δεύτερες παραγώγους της f .
Στόχος, λοιπόν, είναι να ϐρεθεί η διεύθυνση h, ώστε στη νέα ϑέση

xk+1 = xk+1 + h (4.47)

να µειώνεται η τιµή της συνάρτησης.
Το µοντέλο ϑα είναι καλό, δηλαδή ϑα είναι καλός προσεγγιστής της συνάρτησης, σε µια συγκε-

κριµένη περιοχή, η οποία περιγράφεται µε ένα µικρό αριθµό ∆, όπου ∆ > 0. Γεωµετρικά, στις δύο
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διαστάσεις, η περιοχή εµπιστοσύνης µπορεί να ϑεωρηθεί ως ένα κύκλος µε κέντρο το x και ακτίνα το
∆. Εποµένως, Ϲητείται εκείνο το h που να ελαχιστοποιεί το L(h), λαµβάνοντας υπόψη τον προηγούµενο
περιορισµό.

Το πρόβληµα µπορεί να µορφοποιηθεί ως :

min
||h||<∆

L(h) = min
||h||<∆

f(x) + hT∇f(x) +
1

2
hTBh (4.48)

Αν το h που προκύπτει οδηγεί σε µείωση της τιµής της συνάρτησης, τότε γίνεται αποδεκτό και ίσως είναι
δυνατή η αύξηση του µεγέθους της περιοχής εµπιστοσύνης, δηλαδή αύξηση του ∆, ώστε τα µεγαλύτερα
ϐήµατα να οδηγήσουν µε λιγότερες επαναλήψεις σε κάποια λύση. Ωστόσο, η αντίθετη περίπτωση, η
οποία επέρχεται µετά από ένα µεγάλο h, καθιστά το µοντέλο σε εκείνο το σηµείο όχι καλό προσεγγιστή
της συνάρτησης, οπότε πρέπει να συρρικνωθεί η περιοχή εµπιστοσύνης, δηλαδή να µειωθεί το ∆ το οποίο
ϑα οδηγήσει σε µικρότερα h.

Αυτό ακριβώς επιτυγχάνεται µε τον αλγόριθµο, όπου µετά την κάθε ενηµέρωση της τρέχουσας ϑέσης
µετράται η ποιότητα του µοντέλου, ώστε να επιλεχθεί η κατάλληλη τιµή για το µέγεθος της περιοχής
εµπιστοσύνης.

Ο εν λόγω αλγόριθµος περιέχει τα εξής ϐήµατα:

Αλγόριθµος περιοχής εµπιστοσύνης

1. k = 0, x0

2. για k = 0,1,2,...
3. εύρεση διεύθυνσης h

min
||h||<∆

f(x) + hT∇f(x) + 1
2h

TBh

4. αν f(x+ h) < f(x)
5. ενηµέρωση νέας ϑέσης

xk+1 = xk + h
5. τέλος
6. ενηµέρωση ∆
7. τέλος

Η ποιότητα του µοντέλου µετράται µε έναν λόγο [Madsen04], το λόγο της πραγµατικής µείωσης
στην τιµή της συνάρτησης προς τη µείωση που προβλέπει το µοντέλο, όπου αναλόγως της τιµής που
λαµβάνει, γίνεται και η κατάλληλη τροποποίηση του µεγέθους της περιοχής εµπιστοσύνης.
∆ηλαδή,

ρk =
πραγµατικη̇ µει̇ωση

πρoβλεπȯµενη µει̇ωση
(4.49)

ή

ρk =
f(xk)− f(xk+1)

L(0)− L(h)
(4.50)

όπου L(0) = f(xk). Ο παρονοµαστής είναι εξορισµού ϑετικός, οπότε το πρόσηµο του αριθµητή ϑα
ορίζει το πρόσηµο του λόγου ρ. Αρνητικός λόγος επέρχεται µετά από µεγάλα ϐήµατα τα οποία οδηγούν
σε

f(xk) < f(xk+1) (4.51)
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Το ϐήµα γίνεται αποδεκτό µόνο µε ϑετικές τιµές του λόγου. Ωστόσο, οι µεταβολές του ∆ επέρχονται
σε ορισµένα πεδία τιµών. Μεγάλες τιµές του λόγου ρ υποδεικνύουν δυνατή την αύξηση του µεγέθους
της περιοχής εµπιστοσύνης, ενώ µικρές τιµές, µείωση του µεγέθους και ανάπτυξη µικρότερων ϐηµάτων.

ενηµέρωση του ∆

αν ρ < a
∆ = ∆/c1

αλλιώς αν ρ > b
∆ = c2∆

τέλος

Ακόµα, ο αλγόριθµος δεν είναι ευαίσθητος στις επιλογές των τιµών πάνω ή κάτω από τις οποίες µε-
ταβάλλεται η τιµή του ∆, a και b αντίστοιχα, αν και πρέπει να επιλέγονται έτσι τα c1 και c2, ώστε να
µην υπόκεινται σε διακυµάνσεις οι τιµές του ∆ [Madsen04]. Περισσότερες πληροφορίες σχετικά µε τις
µεθόδους trust-region µπορούν να ϐρεθούν στο [Yuan].

4.5 Μέθοδοι για την επίλυση µη γραµµικών προβληµάτων ελαχίστων
τετραγώνων

Οι µέθοδοι που παρουσιάστηκαν έως τώρα µπορούν να χρησιµοποιηθούν για την επίλυση αυτού
του είδους προβληµάτων, ωστόσο, όπως ϑα ϕανεί αργότερα, εφαρµόζονται αυτές που εκµεταλλεύονται
τα ιδιαίτερα χαρακτηριστικά αυτών. Μια µέθοδος είναι αυτή που ϐασίζεται στην κλασική µέθοδο Ne-
wton και αποτελεί τη ϐάση για τις αποτελεσµατικές µεθόδους που χρησιµοποιούνται σε µη γραµµικά
προβλήµατα ελαχίστων τετραγώνων. Η µέθοδος αυτή ονοµάζεται µέθοδος Gauss-Newton [Madsen04].

4.5.1 Μέθοδος Gauss - Newton

Η µέθοδος Gauss - Newton συνιστάται για συναρτήσεις οι οποίες είναι άθροισµα τετραγώνων συ-
ναρτήσεων. Προτείνει ένα γραµµικό µοντέλο για την f , το οποίο προκύπτει από το ανάπτυγµα Taylor,
όπου για µικρά ||h||, κανείς λαµβάνει

f(x+ h) ≈ l(h) ≡ f(x) + J(x)h (4.52)

Πρόκειται για µία µέθοδο εναλλακτική της µεθόδου Newton, αφού δεν λαµβάνονται πλέον υπόψη οι
δεύτερες παράγωγοι ενώ ο Εσσιανός του µοντέλου µπορεί να προσεγγιστεί ως :

H ≈
(
J(xk)

)T
J(xk) (4.53)

Με αντίστοιχο τρόπο κανείς καταλήγει στο εξής πρόβληµα(
J(xk)

TJ(xk))
)
h = −J(xk)

Tr(xk) (4.54)

όπου πάλι
xk+1 = xk + h (4.55)

Τελικά, κανείς πρέπει να λύσει το ακόλουθο γραµµικό πρόβληµα ελαχίστων τετραγώνων:

min
h
||Ah− b|| (4.56)

όπου
A = J(xk), b = −(r(xk)) (4.57)
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οπότε
h = (J(xk)

TJ(xk))
−1J(xk)(r(xk)) (4.58)

Η διεύθυνση h αποτελεί µια διεύθυνση κατάβασης για ϑετικά ορισµένο Εσσιανό ενώ πάλι, σε α-
ντιστοιχία µε τη µέθοδο Newton, ϑα είναι αξιόπιστη µόνο σε κοντινές αποστάσεις, λόγω του τοπικού
χαρακτήρα ισχύος του µοντέλου. Το µέγεθος ϐήµατος µπορεί να είναι τέτοιο, ώστε πλέον να µην αντι-
στοιχεί σε σηµείο στο οποίο να ισχύει η συνθήκη κατάβασης. Η µέθοδος αυτή µπορεί να συνδυαστεί µε
µεθόδους line-search, ώστε να εγγυάται σύγκλιση, εφόσον ικανοποιούνται ορισµένες συνθήκες. Περισ-
σότερες πληροφορίες µπορούν να ϐρεθούν στο [Madsen04].
Σε αυτή την περίπτωση, η νέα ϑέση ϑα δίνεται από:

xk+1 = xk + ah (4.59)

όπου το a υπολογίζεται σύµφωνα µε τις απαιτήσεις προηγούµενης ενότητας.
Ο αλγόριθµος µπορεί να ϐελτιωθεί µε τη χρήση ενός όρου απόσβεσης, ώστε να ελέγχεται το ϐήµα

για να εξασφαλιστεί επαρκής µείωση στη συνάρτηση και να ισχύει η συνθήκη κατάβασης, οδηγώντας
στη λεγόµενη µέθοδο Levenberg-Marquardt [Madsen04].

4.5.2 Μέθοδος Levenberg-Marquardt

Στη µέθοδο Gauss-Newton µπορεί το µέγεθος ϐήµατος h να γίνει πολύ µεγάλο, ώστε να οδηγηθεί ο
αλγόριθµος σε «κακές» διευθύνσεις και να µην ισχύει το µοντέλο προσέγγισης της f . Για το λόγο αυτό,
εισάγεται στο γραµµικό πρόβληµα ελαχιστοποίησης ένας περιορισµός για το µέγεθος του ϐήµατος,
δηλαδή ϑα υπάρχει πλέον ένα άνω όριο στο µέγεθος του ϐήµατος. Με την τεχνική αυτή ϐελτιώνεται
η ποιότητα του ϐήµατος. Πρόκειται ουσιαστικά για µια µέθοδο trust region και συγκεκριµένα για
µια εκδοχή της µεθόδου Gauss-Newton [Hansen12] [Madsen04], η οποία ορίστηκε αρχικά από τον
Levenberg το 1944 [Levenberg44] και αργότερα από τον Marquardt το 1963 [Marquardt63].

Σε αναλογία µε πριν, το πρόβληµα µορφοποιείται ως εξής :

min
||h||<c

∣∣∣∣r(xk) + J(xk)h
∣∣∣∣2 (4.60)

Ο περιορισµός αυτός µπορεί να εισαχθεί µε τη χρήση πολλαπλασιαστη Langrage, έστω λ, στην αντικει-
µενική συνάρτηση, ώστε το πρόβληµα ελαχιστοποίησης πλέον να είναι [Hansen12]:

min
h

∣∣∣∣J(xk)h+ r(xk)
∣∣∣∣2 + λ

∣∣∣∣h∣∣∣∣2 (4.61)

Το παραπάνω έχει δύο ισοδύναµες µορφές :(
J(xk)

TJ(xk)) + λkI
)
h = −J(xk)

Tr(xk) (4.62)

ή

min
h

∣∣∣∣∣
∣∣∣∣∣
(
J(xk)
λkI

)
h−

(
−r(xk)

0

)∣∣∣∣∣
∣∣∣∣∣
2

2

(4.63)

Με τη µέθοδο αυτή κανείς διαχειρίζεται και περιπτώσεις στις οποίες η Ιακωβιανή J δεν είναι πλήρους
τάξης (rank-deficient) ή ιδιόµορφα προβλήµατα (ill-conditioned), αφού η ποσότητα στο αριστερό µέλος
που πολλαπλασιάζεται µε το h ϑα είναι πάντα ϑετικά ορισµένη για λ > 0. Η διεύθυνση h ϑα είναι
διεύθυνση κατάβασης και η µέθοδος ϑα είναι καλώς ορισµένη [Hansen12].

Η µέθοδος Levenberg-Marquardt µπορεί να ϑεωρηθεί ως συνδυασµός της µεθόδου Newton και
της µεθόδου απότοµης κατάβασης που παρουσιάστηκαν νωρίτερα. Η παράµετρος λ καθορίζει τόσο τη
διεύθυνση όσο και το µέγεθος του ϐήµατος, ώστε για µικρές τιµές της παραµέτρου να αποκτάται το
ϐήµα Newton, αφού η διεύθυνση ϑα είναι ανάλογη του ∼ 1

λ , ενώ για µεγάλες τιµές της παραµέτρου
η ενηµέρωση της ϑέσης να πραγµατοποιείται µε ϐήµα απότοµης κατάβασης [Madsen04]. Η εναλλαγή
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αυτή είναι σηµαντική καθώς είναι ϐολικό να χρησιµοποιείται η µέθοδος απότοµης κατάβασης µε αργά
και σταθερά ϐήµατα στις αρχικές επαναλήψεις του αλγορίθµου, ενώ στα τελευταία στάδια, όταν η λύση
ϑα ϐρίσκεται στη γειτονιά ενός τοπικού ϐέλτιστου, να αλλάζει σε Newton για να επιτυγχάνονται µεγάλα
ϐήµατα και, εποµένως, γρήγορη σύγκλιση.

Ο Marquardt όρισε για πρώτη ϕορά µια µεθοδολογία για την επιλογή της παραµέτρου λk η οποία
ϐασίζεται σε ένα λόγο, το λόγο ενίσχυσης ϱ. Αφορά το λόγο µεταξύ της πραγµατικής µείωσης προς τη
προβλεπόµενη µείωση [Hansen12].
∆ηλαδή,

ρk =
f(xk)− f(xk+1)

f(xk)− 1
2 ||J(xk)h+ r(xk)||2

(4.64)

Ο παρονοµαστής είναι εξορισµού ϑετικός και υποδηλώνει τη µείωση στην f από το τοπικό γραµµικό
µοντέλο.

Η λογική για την επιλογή του λ είναι η εξής : αν το µοντέλο δεν είναι καλός προσεγγιστής της f ,
δηλαδή αν ο λόγος ϱ είναι µικρός, ή, ακόµα, και αρνητικός, τότε πρέπει να µειωθεί το εύρος εµπιστο-
σύνης, δηλαδή να χρησιµοποιηθεί ένα µικρότερο ϐήµα, ή, διαφορετικά, να αυξηθεί το λ. Σε µεγάλες
τιµές του λόγου η προσέγγιση ϑεωρείται καλή, οπότε το ϐήµα µπορεί να αυξηθεί, ή, διαφορετικά, να
µειωθεί το λ.
Η ενηµέρωση του λ µαζί µε τις τυπικές τιµές των σταθερών γίνεται ως εξής :

ενηµέρωση του λ

αν ρ < 0.25
λ = 2λ

αλλιώς αν ρ > 0.75
λ = λ/3

τέλος
αν ρ > 0

ενηµέρωσε το x
τέλος

4.6 Κριτήρια τερµατισµού επαναληπτικών µεθόδων

Τα κριτήρια τερµατισµού για τις επαναληπτικές µεθόδους µπορεί να είναι τα εξής [Hansen12]:

- σύγκλιση ακολουθίας : ||xk+1 − xk|| ≤ ε1

- έλεγχος τιµής συνάρτησης : ||f(xk+1)|| ≤ ε2

- µέτρο κλίσης συνάρτησης : ||∇f(xk+1)|| ≤ ε3

- µέγιστες επαναλήψεις : k > kmax

όπου εi τα αντίστοιχα όρια ανοχής (µικροί, ϑετικοί αριθµοί) και οι µέγιστες επαναλήψεις kmax επιλέγο-
νται από το χρήστη.
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4.7 Ειδική κατηγορία προβληµάτων µη γραµµικών ελαχίστων τετρα-
γώνων

Μια ειδική κατηγορία προβληµάτων µη γραµµικών ελαχίστων τετραγώνων (non linear least squares,
NLLS) είναι αυτή στην οποία η συνάρτηση f που µελετάται είναι γραµµικός συνδυασµός µη γραµµικών
συναρτήσεων [Hansen12], µε το µοντέλο M να είναι της µορφής:

M(ω,α, t) =

n∑
j=1

ωjφj(α, t) (4.65)

όπου ω ∈ <n και α ∈ <k είναι οι παράµετροι του προβλήµατος, µε τις συναρτήσεις φ να είναι µη
γραµµικές.

Η κατηγορία αυτή συµπίπτει µε την εκπαίδευση νευρωνικών δικτύου RBF που παρουσιάστηκε στο
προηγούµενο κεφάλαιο, αφού για ένα συγκεκριµένο παράδειγµα εκπαίδευσης i το υπόλοιπο ορίζεται
ως :

ri(c,w) = yi − f(xi, c,w) = yi −
N∑
j=1

wjφ(cj ,xi), i = 1, ...,m (4.66)

όπου wj ∈ <, cj ∈ <n, xi ∈ <n, τα ϐάρη, τα κέντρα του δικτύου και τα δεδοµένα εισόδου αντίστοιχα,
ωστόσο ϑα ακολουθηθεί ο γενικός συµβολισµός µε τις άγνωστες παραµέτρους να συµβολίζονται ως
ω ∈ <n οι γραµµικές και α ∈ <k οι µη γραµµικές, µε ti ∈ <, αφού ακολουθείται παρόµοια διαδικασία.

Οπότε,
ri(ω,α) = yi −M(ω,α, ti), i = 1, ...,m (4.67)

ή

ri(ω,α) = yi −
n∑
j=1

ωjφj(α, t), i = 1, ...,m (4.68)

και σε µητρωική µορφή
r(ω,α) = y − Φ(α)ω (4.69)

µε τον πίνακα Φ να είναι ένας πίνακας µε διαστάσεις m× n.
Κανείς καταλήγει στο εξής πρόβληµα µη γραµµικών ελαχίστων τετραγώνων:

min
ω,α

1

2
||y − Φ(α)ω||2 (4.70)

4.7.1 Μέθοδος Variable Projection

΄Ενας αλγόριθµος που να διαχειρίζεται τέτοιου είδους προβλήµατα ορίστηκε από τους Golub και Pe-
reyra το 1973, κινούµενοι στα πλαίσια της δουλείας των Guttman και Scolnik [Guttman73], [Golub73],
[Golub03]. Για την επίλυση του µη γραµµικού προβλήµατος ελαχίστων τετραγώνων, όπου το µοντέλο
είναι ένας γραµµικός συνδυασµός µη γραµµικών συναρτήσεων, αξιοποιείται η ϱητή σύζευξη µεταξύ
των γραµµικών ω και µη γραµµικών παραµέτρων α, ώστε το αριχκό πρόβληµα να αναχθεί σε δύο
υποπροβλήµατα, τα οποία λύνονται διαδοχικά [Hansen12], [Kaufman75].

Το ένα υποπρόβληµα ϑα είναι ένα µη γραµµικό πρόβληµα ελαχίστων τετραγώνων για την εύρεση
των µη γραµµικών παραµέτρων. Συνήθως είναι πιο περίπλοκο, ωστόσο περιλαµβάνει µόνο τις µη
γραµµικές παραµέτρους, οπότε ο χώρος των αγνώστων παραµέτρων ϑα είναι µικρότερος από τον αρχικό.
Το δεύτερο υποπρόβληµα ϑα είναι ένα απλό, γραµµικό πρόβληµα ελαχίστων τετραγώνων για την εύρεση
των γραµµικών παραµέτρων. ∆ηλαδη η ύπαρξη δύο συνόλων παραµέτρων, ενός γραµµικού και ενός µη
γραµµικού, τα οποία εξαρτώνται το ένα από το άλλο, οδηγεί στη ϱητή εξάλειψη του ενός και κατόπιν στην
ελαχιστοποίηση του εναποµείνοντος συναρτησιακού, το οποίο εξαρτάται µόνο από τις εναποµείνουσες

62



4.7. Ειδική κατηγορία προβληµάτων µη γραµµικών ελαχίστων τετραγώνων

µεταβλητές ενώ οδηγεί σε ένα καλύτερο ορισµένο πρόβληµα (better-conditioned) στο οποίο µπορεί να
υπάρχουν καλύτεροι χρόνοι σύγκλισης [Golub03].
Η ιδέα είναι η εξής [Golub73]:
Στόχος είναι η εύρεση των παραµέτρων ω,α που να ελαχιστοποιούν το συναρτησιακό:

r(ω,α) = y − Φ(α)ω (4.71)

∆ηλαδή το πρόβληµα µορφοποιείται ως :

min
ω,α

1

2
||y − Φ(α)ω||2 (4.72)

Αν µε κάποιο τρόπο είναι γνωστές οι µη γραµµικές παράµετροι του προβλήµατος α, τότε

min
ω

1

2
||y − Φ(α)ω||2 (4.73)

µε τη λύση του παραπάνω προβλήµατος να προκύπτει από τις κανονικές εξισώσεις :

ω = Φ(α)+y (4.74)

όπου ο πίνακας Φ(α)+ είναι ο Moore-Penrose γενικευµένος ψευδοαντίστροφος του Φ(α)

Φ(α)+ = (Φ(α)TΦ(α))−1Φ(α)T (4.75)

΄Αρα, µε αντικατάσταση στο αρχικό πρόβληµα

min
α

1

2
||y − Φ(α)Φ(α)+y||2 (4.76)

και µε ανακατάταξη των όρων προκύπτει το εξής µη γραµµικό πρόβληµα ελαχίστων τετραγώνων:

min
α

1

2
||(I − Φ(α)Φ(α)+)y)||2 (4.77)

∆ηλαδή µετά την αντικατάσταση των γραµµικών παραµέτρων ω, πλέον το συναρτησιακό ϑα είναι
µόνο συνάρτηση των µη γραµµικών παραµέτρων α.
Ο όρος µέσα στην παρένθεση συµβολίζεται µε r2(α),

r2(α) = (I − Φ(α)Φ(α)+)y (4.78)

και καλείται προβολή µεταβλητής - variable projetion (VP) του y.
Στο σηµείο αυτό ϑα χρειαστούν ορισµένα στοιχεία από τη ϑεωρία της γραµµικής άλγεβρας προσαρ-

µοσµένα από το ϐιβλίο του [Gilbert08] για την καλύτερη κατανόηση κάποιων σηµείων της µεθόδου.
Για την επίλυση ενός µη συµβιβαστού συστήµατος Ax = b, όπου ο πίνακας Α είναι m × n, δεν

υπάρχει ένα x ∈ <n που να ταιριάζει ακριβώς µε τα δεδοµένα b ∈ <m. ∆ιαφορετικά, το διάνυσµα b δεν
ϑα ανήκει στο χώρο στηλών του Α, το οποίο συµβολίζεται µε R(A). Υπενθυµίζεται ότι ο χώρος στηλών
ενός πίνακα Α m × n αποτελείται από όλους τους συνδυασµούς στηλών του Α, είναι υποχώρος του <m
και ϑεωρείται ένας από τους τέσσερις ϑεµελειώδεις χώρους.

Για το λόγο αυτό, πρέπει να υπολογιστεί ένα διάνυσµα x̄ για το οποίο ϑα ελαχιστοποιείται το σφάλµα
E = ||Ax − b||, ή, διαφορετικά, η απόσταση του b από το χώρο στηλών του Α. Το πλησιέστερο σηµείο
στο b, το οποίο ϑα ανήκει στο χώρο στηλών του Α, είναι η προβολή του b, η οποία ϑα συµβολίζεται µε p,
πάνω στο χώρο στηλών του Α.
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Η γραφική απεικόνιση είναι πάντα χρήσιµη, οπότε ϑα χρησιµοποιηθεί στη συνέχεια µε ένα πα-
ϱάδειγµα στις τρεις διαστάσεις του χώρου.
΄Εστω ότι ο Α είναι ένας πίνακας 3× 2

A =

a11 a12

a21 a22

a31 a32

 (4.79)

µε τα δεδοµένα b

b =

b1b2
b3

 (4.80)

Ο χώρος στηλών του Α και η προβολή του b πάνω στο χώρο αυτόν απεικονίζονται στο σχήµα 4.4.:

Σχήµα 4.4: Προβολή στο χώρο στηλών ενός πίνακα 3 επί 2.

΄Ενας άλλος ϑεµελειώδης χώρος είναι ο αριστερός µηδενοχώρος του Α. Ο µηδενοχώρος του Α περιέχει
όλες τις λύσεις του Ax = 0, συµβολίζεται µε N(A) και είναι υποχώρος του <n. Εποµένως, ο αριστερός
µηδενοχώρος του Α ϑα είναι ο µηδενοχώρος του AT , συµβολίζεται µε N(AT ) και ϑα περιέχει όλες τις
λύσεις του ATy = 0 ή yTA = 0 (y ∈ <m) και είναι υποχώρος του <m.

΄Ενα σηµαντικό στοιχείο που προκύπτει από τα παραπάνω είναι ότι ο αριστερός µηδενοχώρος και ο
χώρος στηλών του Α είναι ορθογώνιοι υποχώροι του <m.
Προκύπτει από τον ορισµό του αριστερού µηδενοχώρου:

N(AT ) = {yTA = 0, y ∈ <m} (4.81)

Σε µητρωική µορφή:

yT

1 2 . . . n


σ σ · · · σ
τ τ · · · τ
η̇ η̇ · · · η̇
λ λ · · · λ
η η · · · η

= 0 (4.82)
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ή
yT · (στ η̇λη 1) = 0
yT · (στ η̇λη 2) = 0

...

yT · (στ η̇λη n) = 0

(4.83)

οπότε πράγµατι ο αριστερός µηδενοχώρος είναι ορθογώνιος στο χώρο στηλών του Α.
Πίσω στο σχήµα, λοιπόν, από όπου προκύπτει το εξής : το διάνυσµα b−Ax̄ είναι κάθετο στο

χώρο στηλών του Α και επειδή το ορθογώνιο συµπλήρωµα του χώρου στηλών του Α είναι ο αριστερός
µηδενοχώρος του Α, τότε το διάνυσµα b−Ax̄ περιέχεται στο χώρο αυτό, δηλαδή

AT (b−Ax̄) = 0 (4.84)

ή
ATAx̄ = ATb (4.85)

είναι οι «κανονικές» εξισώσεις που επιλύουν το ||b − Ax||. Προέρχεται από το αγγλικό ”normal
equations” για ακριβώς αυτό το λόγο, καθώς το διάνυσµα του σφάλµατος πρέπει να είναι κάθετο στο
χώρο στηλών του Α.
Τελικά, προκύπτει το Ϲητούµενο x̄

x̄ = (ATA)−1ATb (4.86)

ενώ το πλησιέστερο σηµείο στο b το οποίο ανήκει στο χώρο στηλών του Α είναι το

p = Ax̄ = A(ATA)−1ATb (4.87)

Ο πίνακας
P = A(ATA)−1AT = AA+ (4.88)

ονοµάζεται πίνακας προβολής και προβάλλει ένα διάνυσµα b στο χώρο στηλών του Α ενώ ο A+ είναι ο
Moore-Penrose ψευδοαντίστροφος του Α.

∆ηλαδή το p ϑα είναι συνιστώσα του b στο χώρο στηλών του Α, µε το b − Pb να είναι η συνιστώσα
του b στον αριστερό µηδενοχώρο του Α που είναι το ορθογώνιος στο χώρου στηλών του Α, όπως ϕαίνεται
στο σχήµα 4.5.

Σχήµα 4.5: Χώρος στηλών ενός πίνακα 3 επί 2 µε το ορθογώνιο συµπλήρωµα του.
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4.7. Ειδική κατηγορία προβληµάτων µη γραµµικών ελαχίστων τετραγώνων

Εποµένως, και ο πίνακας I − P είναι ένας πίνακας προβολής που προβάλλει το b στο ορθογώνιο
συµπλήρωµα του χώρου στηλών του Α, ο οποίος συµβολίζεται µε P⊥ και για τον οποίο ισχύει ότι :

P⊥ = I − P (4.89)

΄Αρα, στην προκειµένη περίπτωση, όπου το συναρτησιακό προς ελαχιστοποίηση είναι της µορφής

r2(α) = (I − Φ(α)Φ(α)+)y (4.90)

ο όρος µέσα στην παρένθεση
I − Φ(α)Φ(α)+ (4.91)

ϑα συµβολίζεται µε P⊥Φ(α) και ϑα είναι ο προβολέας στο ορθογώνιο συµπλήρωµα του χώρου στηλών του
Φ(α), δηλαδή στον αριστερό µηδενοχώρο του Φ(α). Σε αυτό, λοιπόν, οφείλεται η ονοµασία της εν
λόγω µεθόδου: προβολή µεταβλητής - variable projection. Το r2(α) από εδώ και πέρα ϑα καλείται
συναρτησιακό VP.

Εποµένως, µε τη µέθοδο variable projection η επίλυση του αρχικού συναρτησιακού

min
ω,α

1

2
||r2(α)||2 = min

ω,α

1

2
||y − Φ(α)ω||2 (4.92)

συνίσταται στην επίλυση του µειωµένου συναρτησιακού VP

min
α

1

2
||(I − Φ(α)Φ(α)+)y)||2 (4.93)

και στην επίλυση του
ω = Φ(α)+y (4.94)

4.7.2 Μέθοδοι για την επιλύση της ελαχιστοποίησης του µειωµένου συναρτησιακού
Variable Projection

Το µη γραµµικό πρόβληµα ελαχίστων τετραγώνων (4.93) µπορεί να λυθεί µε τις γενικές µεθόθους
αριθµητικής ϐελτιστοποίησης [Golub03]. Κάποιες από τις µεθόδους που µπορούν να χρησιµοποιηθούν
είναι η κλασική µέθοδος Newton, ή και οι εκδοχές τις, καθώς και η µέθοδος Gauss-Newton, ή η µέθοδος
Levenberg-Marquardt, παραλλαγή της προηγούµενης [Hansen12]. Οι µέθοδοι διακρίνονται σε αυτές
που δεν χρησιµοποιούν παραγώγους και σε αυτές που χρησιµοποιούν. Περισσότερες πληροφορίες
µπορούν να ϐρεθούν στο [Golub73], [Golub03].

Στη συγκεκριµένη εργασία ϑα χρησιµοποιηθούν οι µέθοδοι που απαιτούν υπολογισµό της παρα-
γώγου και που παρουσιάστηκαν προηγουµένως για το εξής πρόβληµα ελαχιστοποίησης :

min
α

1

2
||r2(α)||2 = min

α

1

2
||(I − Φ(α)Φ(α)+)y)||2 (4.95)

όπου πλέον το συναρτησιακό VP ϑα συµβολίζεται ως :

R(α) = P⊥Φ(α)y (4.96)

Σύµφωνα µε τους Golub και Pereyra [Golub73] η Ιακωβιανή του R(α) δίνεται από

DP⊥Φ(α)y = −DPΦ(α)y (4.97)

όπου
DPΦ(α)y =

(
P⊥Φ(α)D(Φ(α))Φ(α)+ + (P⊥Φ(α)D(Φ(α))Φ(α)+)T

)
y (4.98)

Η Kaufman [Kaufman75] αγνοεί το δεύτερο όρο προσεγγίζοντας την ιακωβιανή ως:

DR(α) ≈ −
(
P⊥Φ(α)D(Φ(α))Φ(α)+

)
y (4.99)

εξασφαλίζοντας συντοµότερους υπολογιστικούς χρόνους, χωρίς όµως την ιδιαίτερη αύξηση στον αριθµό
των επαναλήψεων [Golub03].
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Κεφάλαιο 5

Προτεινόµενη µέθοδος εκπαίδευσης
δικτύων RBF

Στο κεφάλαιο 3 έγινε γνωστό ότι η εκπαίδευση ενός νευρωνικού δικτύου RBF συνίσταται στον υπο-
λογισµό των εξής παραµέτρων:

- αριθµό νευρώνων του κρυφού επιπέδου, δηλαδή αριθµό των µονάδων RBF

- ϑέσεις κέντρων των µονάδων RBF (σε µερικές συναρτήσεις ϐάσης και τα εύρη)

- τα ϐάρη σύνδεσης του κρυφού επιπέδου µε το επίπεδο εξόδου

Τα κέντρα προέρχονται από τις τεχνικές k-means και fuzzy means που παρουσιάστηκαν στο εν λόγω
κεφάλαιο, οι οποίες αποτελούν µεθόδους µη εποπτευόµενης µάθησης καθώς δε λαµβάνεται υπόψη η
έξοδος. Στις συναρτήσεις RBF που χαρακτηρίζονται και από µια τιµή εύρους χρησιµοποιείται η ευρετική
µέθοδος µε τους p-κοντινότερους γείτονες.

΄Ενας τρόπος για να ληφθεί υπόψη η έξοδος και να είναι εγγυηµένο το ολικό ϐέλτιστο για τα ϐάρη
είναι να σκεφτεί κανείς τη διαδικασία της εκπαίδευσης ως ένα πρόβληµα ϐελτιστοποίησης και να το
µορφοποιήσει µε ένα κλασικό αλγόριθµο ϐελτιστοποίησης, παράµετροι του οποίου ϑα είναι τα κέντρα
του δικτύου. ∆ηλαδή σε κάθε επανάληψη του αλγορίθµου ϑα ανανεώνονται τα κέντρα ϐάσει ενός κόστους
και στη συνέχεια τα ϐάρη µέσω ελαχίστων τετραγώνων για τους λόγους που αναφέρθηκαν.

Η εν λόγω µέθοδος ϑα περιλαµβάνει χονδρικά τα παρακάτω: ϑα ξεκινάει από µια αρχική τιµή για τα
κέντρα, ϑα υπολογίζει τα ϐάρη µε ελάχιστα τετράγωνα ενώ σε κάθε επανάληψη ϑα ανανεώνει τα κέντρα
ϐάσει µιας τεχνικής ϐελτιστοποίησης και ϑα υπολογίζει εκ νέου τα ϐάρη µε ελάχιστα τετράγωνα.

Η µέθοδος που χρησιµοποιείται στην παρούσα εργασία ϑα περιγραφεί στη συνέχεια, ενώ πρώτα ανα-
γκαία ϑεωρείται η σύνδεση της µε τις ϐασικές έννοιες των νευρωνικών δικτύων RBF που παρουσιάστηκαν
νωρίτερα, ώστε να υπάρχει µια συνέχεια για τον αναγνώστη για την καλύτερη κατανόηση αυτής.

5.1 Μορφοποίηση του προβλήµατος της εκπαίδευσης ενός δικτύου RBF

Σε ένα δίκτυο RBF (σχήµα 5.1) στόχος της εκπαίδευσης είναι να ϐρεθούν τα κέντρα, τα εύρη των
συναρτήσεων ϐάσης και τα ϐάρη του δικτύου, ώστε η συνάρτηση f να ταιριάζει µε τα δεδοµένα εξόδου
y για τα συγκεκριµένα δεδοµένα εισόδου x.
Για το λόγο αυτό, απαιτείται η ελαχιστοποίηση του

min
c,w

e(c,w) = min
c,w

1

2

m∑
i=1

ri(c,w)2 (5.1)
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5.1. Μορφοποίηση του προβλήµατος της εκπαίδευσης ενός δικτύου RBF

Σχήµα 5.1: Τυπική δοµή ενός δικτύου RBF.

όπου το ι-οστό υπόλοιπο για το ι-οστό παράδειγµα εκπαίδευσης είναι

ri(c,w) = yi − f(xi, c,w) = yi −
N∑
j=1

wjφ(xi, cj), i = 1, ...,m (5.2)

ή σε µητρωική µορφή

min
c,w

e(c,w) = min
c,w

1

2
||y − Φ(c)w||22 (5.3)

Από τις συναρτήσεις φ που παρουσιάστηκαν νωρίτερα, επιλέγεται η συνάρτηση Gaussian, µιας και
είναι συνεχώς παραγωγίσιµη, της µορφής:

φ(x, c) = exp

(
− ||x− c||

2
2

2σ2

)
(5.4)

στην οποία η ποσότητα στον αριθµητή του εκθετικού είναι η τετραγωνισµένη Ευκλείδια απόσταση, η
οποία για το νευρώνα j και για ένα συγκεκριµένο παράδειγµα εκπαίδευσης k υπολογίζεται ως :

||xk − cj ||2 =

√√√√ n∑
i=1

(xk,i − cj,i)2, k = 1, 2, ...,m (5.5)

ενώ η ποσότητα αυτή ορίζει τη δραστηριότητα του νευρώνα j.
Η απόδοση του δικτύου µετράται σύµφωνα µε την τετραγωνική ϱίζα του µέσου τετραγωνικού σφάλ-

µατος (Root Mean Square Error, RMSE) το οποίο ορίζεται ως :

RMSE =

√√√√ 1

m

m∑
i=1

(yi − ȳi)2 (5.6)

όπου yi είναι οι πραγµατικές τιµές και ȳi οι προβλεπόµενες από το µοντέλο.
Ακόµα, για του λόγους που αναφέρθηκαν στο κεφάλαιο 2, χρησιµοποιείται και ένας σταθερός όρος

(bias term). Πρόκειται στην ουσία για έναν επιπλέον νευρώνα στο κρυφό επίπεδο, ο οποίος ϑα δίνει
σταθερή έξοδο ίση µε 1. Αυτό δηλώνεται απλά µε προσθήκη µιας µοναδιαίας στήλης στον πίνακα Φ,
δηλαδή:

Φ =


φ(x1, c1) φ(x1, c2) · · · φ(x1, cN ) 1
φ(x2, c1) φ(x2, c2) · · · φ(x2, cN ) 1

...
...

. . .
...

...
φ(xm, c1) φ(xm, c2) · · · φ(xm, cN ) 1

 (5.7)
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5.2. Εφαρµογή της µεθόδου Variable Projection

5.2 Εφαρµογή της µεθόδου Variable Projection

Επειδή το µοντέλο είναι ένας γραµµικός συνδυασµός µη γραµµικών συναρτήσεων, το πρόβληµα
εκπαίδευσης ενός δικτύου RBF (εξ. 5.3) ϑα συνιστά ένα µη γραµµικό πρόβληµα ελαχίστων τετραγώνων
για το οποίο µπορεί να εφαρµοστεί η µέθοδος Variable Projection που περιγράφτηκε στο προηγούµενο
κεφάλαιο.

5.2.1 Υπολογισµός της κλίσης των συναρτήσεων ϐάσης

Για την προτεινόµενη µέθοδο εκπαίδευσης αναγκαία είναι η κλίση της συναρτήσεως ϐάσης ως προς
τα κέντρα και για το λόγο αυτό ακολουθείται η αντίστοιχη προεργασία για την εύκολη εξαγωγή αυτής.
Η δραστηριότητα ϑέτεται ίση µε

r =
∣∣∣∣x− c∣∣∣∣

2
(5.8)

ενώ
u = r2 (5.9)

Οπότε

l(u) = exp

(
− u

2σ2

)
(5.10)

Η l(u) είναι παραγωγίσιµη ως προς u και, εποµένως, κανείς λαµβάνει το εξής :

dl

du
= − 1

2σ2
exp

(
− u

2σ2

)
(5.11)

Η συνάρτηση
φ(x, c) = l(||x− c||22) (5.12)

είναι παραγωγίσιµη ως συνδυασµός δύο διαφορίσιµων συναρτήσεων.
Εποµένως, µε αλυσιδωτή παραγώγιση κανείς λαµβάνει :

∂φ

∂c
=
∂l

∂u

∂u

∂c
(5.13)

όπου
∂u

∂c
=
∂||x− c||22

∂c
=
∂[(x− c)(x− c)T ]

∂c
= −(x− c)− (x− c) = 2(c− x) (5.14)

΄Αρα,
∂φ

∂c
=
∂l

∂u

∂u

∂c
= 2

dl

du
(c− x) (5.15)

ή

∇cφ(x, c) = 2

[
− 1

2σ2
exp

(
− ||x− c||

2
2

2σ2

)]
(c− x) (5.16)

Το παραπάνω είναι χρήσιµο αποτέλεσµα καθώς αποτελεί τη ϐάση για το σχηµατισµό της Ιακωβιανής του
πίνακα Φ.

5.2.2 Υπολογισµός της Ιακωβιανής του πίνακα Φ(c)

Στη µέθοδο αυτή, απαραίτητος είναι ο υπολογισµός της Ιακωβιανής του πίνακα Φ. Πρώτα, όµως,
πρέπει να οριστεί η Ιακωβιανή µιας στήλης j, έστω Φj(cj).
Ο πίνακας Φ

Φ =


φ(x1, c1) φ(x1, c2) · · · φ(x1, cj) · · · φ(x1, cN )
φ(x2, c1) φ(x2, c2) · · · φ(x2, cj) · · · φ(x2, cN )

...
...

. . .
...

. . .
...

φ(xm, c1) φ(xm, c2) · · · φ(xm, cj) · · · φ(xm, cN )

 (5.17)
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µε την εν λόγω στήλη j

Φj(cj) =


φ(x1, cj)
φ(x2, cj)

...
φ(xm, cj)

 (5.18)

Η Ιακωβιανή εποµένως του Φj(cj), DΦj(cj), ϑα είναι ένας m× n πίνακας.
∆ηλαδή,

DΦj(cj) =


∇cφ(x1, cj)

T

∇cφ(x2, cj)
T

...
∇cφ(xm, cj)

T

 =


∂φ(x11,cj1)

∂cj1

∂φ(x12,cj2)
∂cj2

∂φ(x13,cj3)
∂cj3

. . .
∂φ(x1n,cjn)

∂cjn
∂φ(x21,cj1)

∂cj1

∂φ(x22,cj2)
∂cj2

∂φ(x23,cj3)
∂cj3

. . .
∂φ(x2n,cjn)

∂cjn
...

...
...

. . .
...

∂φ(xm1,cj1)
∂cj1

∂φ(xm2,cj2)
∂cj2

∂φ(xm3,cj3)
∂cj3

. . .
∂φ(xmn,cjn)

∂cjn

 (5.19)

για όλα τα j = 1, 2, .., N .
Για παράδειγµα, έστω ότι στο δίκτυο υπάρχουν N = 20 κέντρα µε τα δεδοµένα εκπαίδευσης να είναι

m = 100 µε n = 4 µεταβλητές το καθένα.
Για το κέντρο j = 3 η Ιακωβιανή, DΦ3(c3), ϑα είναι η εξής :

DΦ3(c3) =


∇cφ(x1, c3)T

∇cφ(x2, c3)T

...
∇cφ(x100, c3)T

 =



∂φ(x11,c31)
∂c31

∂φ(x12,c32)
∂c32

∂φ(x13,c33)
∂c33

∂φ(x14,c34)
∂c34

∂φ(x21,c31)
∂c31

∂φ(x22,c32)
∂c32

∂φ(x23,c33)
∂c33

∂φ(x24,c34)
∂c34

...
...

...
...

∂φ(xm1,c31)
∂c31

∂φ(xm2,c32)
∂c32

∂φ(xm3,c33)
∂c33

∂φ(xm4,c34)
∂c34

 (5.20)

΄Οπου το στοιχείο 2, 3 σύµφωνα µε την (5.16) ϑα υπολογίζεται ως :

∂φ(x23, c33)

∂c33
=

[
− 1

σ2
3

exp

(
− ||x23 − c33||22

2σ2
3

)]
(c33 − x23) (5.21)

Τελικά, η Ιακωβιανή του Φ(c), DΦ(c), ϑα περιλαµβάνει N τέτοιους πίνακες, οπότε ο

DΦ(c) =
[
DΦ1(c1) DΦ2(c2) . . . DΦN (cN )

]
(5.22)

ϑα είναι ένας πίνακας m×Nn.
Στο προηγούµενο παράδειγµα αυτός ο πίνακας ϑα ήταν ο εξής :

DΦ(c) =
[
DΦ1(c1) DΦ2(c2) . . . DΦ20(c20)

]
(5.23)

∆ηλαδή ϑα αποτελείται από 100× 80 στοιχεία.

5.2.3 Υπολογισµός των ευρών των συναρτήσεων ϐάσης

Τα εύρη του δικτύου ϑεωρούνται σταθερά και υπολογίζονται µε τη µέθοδο των p-κοντινότερων γει-
τόνων, όπως παρουσιάστηκε στο κεφάλαιο 3.
∆ηλαδή το εύρος σj για τη j µονάδα RBF υπολογίζεται από την (3.47) ως εξής :

σj =

√√√√1

p

P∑
i=1

∣∣∣∣cj − ci∣∣∣∣22 (5.24)

µε τα ci να είναι οι κοντινότεροι γείτονες του cj . Στην συγκεκριµένη εργασία επιλέγεται p = 2.
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5.2.4 Υπολογισµός των συναπτικών ϐαρών

Για κάποια κέντρα c µπορούν να υπολογιστούν τα ϐάρη w του δικτύου και, εποµένως, η ελαχιστο-
ποίηση του e(c,x) ανάγεται στο εξής πρόβληµα:

min
c
h(c) (5.25)

όπου
h(c) = min

w
e(c,w) = min

w

1

2
||y − Φ(c)w||22 (5.26)

Σε αυτή τη µέθοδο, οι γραµµικές παράµετροι του προβλήµατος, τα ϐάρη του δικτύου δηλαδή, µπορούν
να υπολογιστούν από τη λύση ενός γραµµικού προβλήµατος ελαχίστων τετραγώνων.
∆ηλαδή,

w(c) = arg min
w

1

2
||y − Φ(c)w||22 (5.27)

το οποίο δίνει τις «κανονικές» σύνθηκες :

Φ(c)TΦ(c)w(c) = Φ(c)Ty (5.28)

Για αποτελεσµατικούς υπολογισµούς συνιστάται η χρήση της ”thin” παραγοντοποίησης QR του Φ(c),
όπως αυτή αναφέρεται στους Golub και Van Loan [Golub96] καθώς αν ο πίνακας Φ(c) είναι πλήρους
τάξης τότε

Φ(c) = QR =
[
Q1 Q2

] [R1

0

]
= Q1R1 (5.29)

όπου Q1 ∈ <m×N , Q2 ∈ <m×(m−N) είναι ορθογώνιοι ενώ ο R1 ∈ <N×N είναι άνω τριγωνικός µε ϑετικά
στοιχεία στη διαγώνιο ενώ ισχύει ότι

QTQ = QQT = I (5.30)

από όπου µπορεί να αναχθεί µια χρήσιµη σχέση

[
Q1 Q2

] [Q1T

Q2T

]
= Q1Q

T
1 +Q2Q

T
2 (5.31)

Τελικά,
Q1Q

T
1 +Q2Q

T
2 = I (5.32)

΄Αρα,
Φ(c)TΦ(c) = (Q1R1)TQ1R1 = RT1 Q

T
1 Q1R1 (5.33)

και επειδή ο Q1 είναι ορθογώνιος τότε

QT1 Q1 = I (5.34)

Εποµένως,
Φ(c)TΦ(c) = (Q1R1)TQ1R1 = RT1 R1 (5.35)

Αντικατάσταση στις «κανονικές» συνθήκες :

RT1 R1w(c) = RT1 Q
T
1 y (5.36)

ο R1 είναι τετραγωνικός και αντιστρέψιµος, οπότε :

w(c) = R−1
1 QT1 y (5.37)
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και επειδή ο ψευδοαντίστροφος του Φ ορίζεται ως :

Φ+ = (Φ(c)TΦ(c))−1Φ(c)T (5.38)

τότε µε τις κατάλληλες πράξεις προκύπτει για τον ψευδοαντίστροφο ότι

Φ+ = R−1
1 QT1 (5.39)

Με τη χρήση της εν λόγω παραγοντοποίησης απλοποιούνται οι σχέσεις για το ψευδοαντίστροφο του
Φ(c) και, εποµένως, για τη επίλυση των «κανονικών» συνθηκών, αλλά ακόµα και για τον υπολογισµό
του κόστους και, όπως ϑα ϕανεί στη συνέχεια, για τους πίνακες προβολής του Φ(c).

5.2.5 Υπολογισµός του κόστους

Το κόστος που ϑα δίνουν οι παράµετροι του δικτύου h(c) ϑα υπολογίζεται ως εξής :

h(c) =
1

2
||Φ(c)w − y||22 (5.40)

ενώ µε την παραγοντοποίηση QR αυτό γίνεται :

h(c) =
1

2
||Q1R1w − y||22 (5.41)

όµως από την (5.37)
w(c) = R−1

1 QT1 y (5.42)

Αρα,

h(c) =
1

2
||Q1R1R

−1
1 QT1 y − y||22 (5.43)

ή

h(c) =
1

2
||Q1Q

T
1 y − y||2 =

1

2
||(I −Q1Q

T
1 )y||22 (5.44)

Λόγω της (5.32) ισχύει ότι :

I = Q1Q
T
1 +Q2Q

T
2 (5.45)

Εποµένως,

h(c) =
1

2
||(I −Q1Q

T
1 )y||2 =

1

2
||(Q2Q

T
2 )y||22 (5.46)

και επειδή για έναν ορθογώνιο πίνακα ισχύει ότι ||Q||2 = 1, τότε :

h(c) =
1

2
||QT2 y||22 (5.47)

5.2.6 Υπολογισµός των κέντρων των συναρτήσεων ϐάσης

Στο κεφάλαιο που προηγήθηκε έγινε περιγραφή της µεθόδου Variable-Projection στην οποία το αρ-
χικό πρόβληµα της εύρεσης των δύο συνόλων παραµέτρων (εξ. 4.92) ανάγεται σε δύο υποπροβλήµατα.
Το ένα αφορά τον υπολογισµό των γραµµικών παραµέτρων, δηλαδή των ϐαρών, µέσω ενός απλού γραµ-
µικού προβλήµατος (εξ. 4.94), ενώ το άλλο υποπρόβληµα αφορά τον υπολογισµό των µη γραµµικών
παραµέτρων, δηλαδή των κέντρων, µέσω ενός µη γραµµικού προβλήµατος (εξ. 4.93).

Από το
h(c) =

1

2
||Φ(c)w − y||22 (5.48)
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και από τον πίνακα προβολής στο χώρου στηλών του Φ(c)

PΦ(c) = Φ(ΦTΦ)−1ΦT = ΦΦ+ (5.49)

Με την παραγοντοποίηση QR ο πίνακας προβολής παίρνει την εξής µορφή:

PΦ(c) = Q1R1R
−1
1 QT1 = Q1Q

T
1 (5.50)

Τότε το κόστος µπορεί να οριστεί ως :

h(c) =
1

2
||(I −Q1Q

T
1 )y||22 =

1

2
||(I − PΦ)y||2 (5.51)

Η ποσότητα I − PΦ είναι η προβολή στο ορθογώνιο συµπλήρωµα του χώρου στηλών του Φ(c) (δηλαδή
στον αριστερό µηδενοχώρο του Φ(c)), όπου από την (4.89):

P⊥Φ(c) = I − PΦ(c) (5.52)

΄Αρα,

h(c) =
1

2

∣∣∣∣P⊥Φ(c)y
∣∣∣∣2

2
(5.53)

ή

min
c

1

2

∣∣∣∣P⊥Φ(c)y
∣∣∣∣2

2
(5.54)

Η ποσότητα µέσα στη νόρµα είναι το προβαλλόµενο υπόλοιπο και συµβολίζεται µε

R(c) = P⊥Φ(c)y (5.55)

5.2.7 Εφαρµογή του αλγορίθµου Levenberg-Marquardt

Για την επίλυση της (5.54) χρησιµοποιείται η µέθοδος Levenberg-Marquardt, η οποία αποτελεί
παραλλαγή της µεθόδου Gauss-Newton που παρουσιάστηκε προηγουµένως. ΄Οπως περιγράφτηκε νω-
ϱίτερα, τελικά, κανείς πρέπει να λύσει ένα γραµµικό πρόβληµα το οποίο προκύπτει για µικρά ||d|| και
από την ανάπτυξη του (5.55):

min
d

1

2

∣∣∣∣R(c) +DR(c)d
∣∣∣∣2 (5.56)

Με την Ιακωβιανή να προσεγγίζεται από την (4.99) ως :

DR(c) ≈ −
(
P⊥Φ(c)D(Φ(c))Φ(c)+

)
y (5.57)

Αν ληφθή υπόψη ότι
w(c) = R−1

1 QT1 y = Φ+y (5.58)

τότε
DR(c) = −P⊥Φ(c)D(Φ(c))w(c) (5.59)

Εποµένως, µε αντικατάσταση των παραπάνω στην (5.56)

min
d

1

2

∣∣∣∣R(c) +DR(c)d
∣∣∣∣2 = min

d

1

2

∣∣∣∣P⊥Φc
y − P⊥Φ(c)D(Φ(c))w(c)d

∣∣∣∣2
2

= min
d

1

2

∣∣∣∣P⊥Φc
(y −D(Φ(c))w(c)d)

∣∣∣∣2
2

(5.60)
Από τις 4.89, 5.32, 5.50

P⊥Φ(c) = Q2Q
T
2 (5.61)
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΄Αρα,

min
d

1

2

∣∣∣∣Q2Q
T
2 (y −D(Φ(c))w(c)d)

∣∣∣∣2
2

= min
d

1

2

∣∣∣∣QT2 (y −D(Φ(c))w(c)d)
∣∣∣∣2

2
(5.62)

Με το τελευταίο αποτέλεσµα να προκύπτει λόγω της ιδιότητας του ορθογώνιου πίνακα.
Συνεπώς, για να ϐρεθεί η διεύθυνση d πρέπει να λυθεί το ακόλουθο γραµµικό πρόβληµα ελαχίστων
τετραγώνων

min
d

1

2
||A(c)d− b||22 (5.63)

όπου

A(c) = −QT2 D(Φ(c))w(c)d ∈ <(m−N)×Nn

b = −QT2 y ∈ <(m−N)×1

Με τη µέθοδο Levenberg-Marquardt το παραπάνω γίνεται :

min
d

1

2
||A(c)d− b||22 +

λ

2
||d||22 (5.64)

Επίλυση για τη διεύθυνση d

Η 5.64 µπορεί να λυθεί από το
(A(c)TA(c) + λI)d = A(c)Tb (5.65)

χρησιµοποιώντας παραγοντοποίηση Cholesky και την εκτέλεση εµπρόσθιων και οπίσθιων υπολογισµών
για την εύρεση του d. Για A(c)TA(c) + λI συµµετρικό και ϑετικά ορισµένο πίνακα, η επίλυση της
παραπάνω συνίσταται στη λύση του Ly = A(c)Tb για το y µε εµπρόσθια αντικατάσταση και στη λύση
του LTd = y για το d µε οπίσθια αντικατάσταση.
∆ηλαδή,

d = (LT )−1L−1A(c)Tb (5.66)

∆ιαφορετικά η 5.64 µπορεί να µορφοποιηθεί ως ένα γραµµικό πρόβληµα ελαχίστων τετραγώνων:

min
d

1

2

∣∣∣∣∣
∣∣∣∣∣
(
A(c)√
λI

)
d−

(
b
0

)∣∣∣∣∣
∣∣∣∣∣
2

2

(5.67)
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5.2.8 Περιγραφή του αλγορίθµου Variable Projection - Levenberg-Marquardt

Ο αλγόριθµος ξεκινάει µε µια αρχική επιλογή των κέντρων και µε µια αρχική τιµή για την παράµετρο
λ > 0. Αφού έχει σχηµατιστεί ο πίνακας Φ, ακολουθεί η παραγοντοποίηση QR και ο υπολογισµός των
ϐαρών για τα επιλεγµένα κέντρα από τη λύση των κανονικών εξισώσεων. ΄Επειτα, υπολογίζεται το κόστος
που δίνουν αυτές οι παράµετροι. Σε κάθε επανάληψη του αλγορίθµου, για τα τρέχοντα κέντρα και
ϐάρη, υπολογίζεται µια διεύθυνση d όπως περιγράφτηκε νωρίτερα, και, έπειτα, ελέγχεται αν στη νέα
ϑέση των κέντρων που προτείνει αυτή η διεύθυνση υπάρχει µείωση στην τιµή του κόστους και κατά
πόσο ϑεωρείται καλή η µείωση αυτή, έτσι ώστε να µεταβληθεί καταλλήλως η τιµή του λ. Μεγάλη τιµή
του rk υποδηλώνει ότι το γραµµικό µοντέλο είναι καλός προσεγγιστής της συνάρτησης κόστους, οπότε η
επόµενη επανάληψη ϑα ξεκινάει µε µικρότερο λ, έτσι ώστε το ϐήµα να είναι πιο κοντά σε ϐήµα Gauss-
Newton. Μικρές τιµές του rk, ή ακόµα και αρνητικές, δείχνουν ότι το γραµµικό µοντέλο δεν είναι καλός
προσεγγιστής, οπότε πρέπει να αυξηθεί η τιµή του λ, ώστε να περιοριστεί το µέγεθος του ϐήµατος και να
πλησιάζει αυτό της απότοµης κατάβασης. Η ενηµέρωση των κέντρων γίνεται µόνο στην περίπτωση όπου
rk > 0, δηλαδή, µόνο εάν στη νέα ϑέση ck+dk το κόστος είναι µικρότερο. Στην περίπτωση αυτή, λοιπόν,
υπολογίζονται εκ νέου τα ϐάρη από τη λύση των κανονικών εξισώσεων. Ο αλγόριθµος συνεχίζεται µέχρι
να ικανοποιηθεί κάποιο κριτήριο τερµατισµού.

Ο ψευδοκώδικας που περιγράφει τον αλγόριθµο Variable Projection µε Levenberg-Marquardt είναι
ο παρακάτω:

Αλγόριθµος Variable Projection, Levenberg-Marquardt

c0
j ∈ <n, j = 1, 2, ..., N, λ0 > 0

1: υπολογισµός της παραγοντοποίησης QR του Φ(c0)

Φ(c0) = QR =
[
Q1 Q2

] [R1

0

]
= Q1R1

2: υπολογισµός των ϐαρών w0 = R−1
1 QT1 y

3: υπολογισµός κόστους h(c0) = 1
2 ||Q

T
2 y||2

4: για k=0,1,2,... επανάλαβε
5: σχηµατισµός των Ak = −QT2 D(Φ(ck))wk, bk = −QT2 y
6: υπολογισµός της διεύθυνσης dk ∈ <Nn λύνοντας το εξής

κανονικοποιηµένο πρόβληµα ελαχίστων τετραγώνων
min
d

1
2 ||A(c)d− b||22 + λ

2 ||d||
2
2

7: υπολογισµός της παραγοντοποίησης QR του Φ(ck + dk)

Φ(ck + dk) = Q̄R̄ =
[
Q̄1 Q̄2

] [R̄1

0

]
= Q̄1R̄1

8: υπολογισµός κόστους h(ck + dk) = 1
2 ||Q̄

T
2 y||2

9: rk = h(ck)−h(ck+dk)

h(ck)− 1
2
||R(c)+DR(c)d||2

10: αν rk < 1
4

11: λk+1 = 4λk
12: αλλιώς αν rk > 3

4

13: λk+1 = λk
2

αλλιώς
14: λk+1 = λk
15: αν rk ≤ 0
16: ck+1 = ck

αλλιώς
17: ck+1 = ck
18: wk+1 = R̄−1

1 Q̄T1 y
19: Q2 ← Q̄2
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5.3 Εκπαίδευση ενός δικτύου RBF ϐάσει των µεθόδων Variable-Projection
και Levenberg-Marquardt

Για τη σωστή εκπαίδευση του δικτύου εισάγονται ως δεδοµένα δύο διαφορετικά σύνολα: το σύνολο
εκπαίδευσης και το σύνολο επικύρωσης. Αν και η εκπαίδευση πραγµατοποιείται µε αυτά τα δύο, η
ύπαρξη ενός τρίτου ανεξάρτητου συνόλου, του συνόλου δοκιµής, είναι κρίσιµη και είναι αυτό το οποίο,
τελικά, καθορίζει την απόδοση του δικτύου. Η επιλογή των παραµέτρων του δικτύου γίνεται ϐάσει του
συνόλου επικύρωσης, ωστόσο η διαδικασία ϐελτιστοποίησης που ακολουθείται µπορεί να οδηγήσει σε
υπερπροσαρµογή του µοντέλου σε αυτό το σύνολο καθιστώντας έτσι απαραίτητη την ύπαρξη του συνόλου
εφαρµογής [Alexandridis13].

Οι παράµετροι που πρέπει να µάθει το δίκτυο είναι ο αριθµός των µονάδων RBF, τα κέντρα και τα
εύρη των συναρτήσεων ϐάσης καθώς και τα συναπτικά ϐάρη σύνδεσης κρυφού επιπέδου - επιπέδου
εξόδου.

Η επιλογή των ευρών των συναρτήσεων ϐάσης πραγµατοποείται µε τη µέθοδο των p-κοντινότερων
γειτόνων, όπως αυτή περιγράφτηκε στο κεφάλαιο 3, ενώ τα ϐάρη ϑα προέρχονται από τη λύση των
κανονικών εξισώσεων του γραµµικού προβλήµατος ελαχίστων τετραγώνων.

Για την αρχική επιλογή των κέντρων χρησιµοποιήθηκαν δύο επιλογές : η πρώτη αφορά την εφαρµογή
της µεθόδου k-means και η δεύτερη την εφαρµογή της µεθόδου fuzzy means. Στην περίπτωση της µε-
ϑόδου k-means πρέπει πρώτα να ϐρεθεί ο αριθµός και οι ϑέσεις των κέντρων µέσω µιας επαναληπτικής
διαδικασίας. Η διαδικασία περιλαµβάνει τα στάδια δοκιµής και σφάλµατος µέσα σε ένα εύρος διαφο-
ϱετικών αριθµών κέντρων [Nαρχικȯ, Nτελικȯ]. Ακόµα, λόγω της τυχαιότητας που χαρακτηρίζει τη µέθοδο
αυτή, πρέπει σε κάθε έναν αριθµό κέντρων N µέσα σε αυτό το εύρος να γίνει µια πληθώρα δοκιµών.
Στη συγκεκριµένη εργασία επιλέγεται για κάθε αριθµό κέντρων να γίνουν 20 δοκιµές. Αφότου ολο-
κληρωθούν οι δοκιµές αυτές σε κάθε αριθµό κέντρων, τελικά επιλέγεται το µοντέλο εκείνο που δίνει τη
χαµηλότερη µέση τιµή RMSE στο σύνολο επικύρωσης. ΄Εχοντας πλέον τον αριθµό των µονάδων RBF και
τις ϑέσεις των κέντρων µπορεί να εφαρµοστεί ο αλγόριθµος Variable-Projection-Levenberg-Marquardt.
Με τις επαναλήψεις του αλγορίθµου ενηµερώνονται οι τιµές των κέντρων ϐάσει του κόστους στο σύνολο
εκπαίδευσης και των ϐαρών από τη λύση των κανονικών εξισώσεων. Αν και η ενηµέρωση των κέντρων
γίνεται ϐάσει του κόστους στο σύνολο εκπαίδευσης, η επιλογή του µοντέλου γίνεται ϐάσει του κόστους
στο σύνολο επικύρωσης.
Ως αντικειµενική συνάρτηση ορίζεται η ποσότητα

h =
1

2
||y − Φw||22 (5.68)

όπως ορίστηκε προηγουµένως.
Οι επαναλήψεις ολοκληρώνονται όταν ικανοποιηθούν τα επιλεγµένα κριτήρια τερµατισµού.

Αυτά τα κριτήρια αφορούν:
- µέγιστο αριθµό αποτυχηµένων επαναλήψεων του αλγορίθµου, δηλαδή διαδοχικές επαναλήψεις στις
οποίες δεν έγινε κάποια ενηµέρωση στα κέντρα
- µέγιστο αριθµό αποτυχηµένων επαναλήψεων του αλγορίθµου για ϐελτίωση του κόστους στο σύνολο
επικύρωσης, δηλαδή διαδοχικές επαναλήψεις στις οποίες δεν έγινε κάποια ϐελτίωση του κόστος στο
σύνολο αυτό
Το πρώτο κριτήριο αποτρέπει τις άσκοπες επαναλήψεις ενώ το δεύτερο την υπερπροσαρµογή του µο-
ντέλου στο σύνολο εκπαίδευσης.

Στην περίπτωση της µεθόδου fuzzy means δεν υπάρχει αυτή η τυχαίοτητα που χαρακτηρίζει τη
µέθοδο k-means. Ωστόσο, πρέπει να υπολογιστεί ο κατάλληλος τρόπος διαχωρισµός του χώρου εισόδου
και να επιλεχθεί ο κατάλληλος µέσα από µια διαδικασία επιλογής ϐάσει του ελαχίστου κόστους στο
σύνολο επικύρωσης σε ένα συγκεκριµένο εύρος [sαρχικȯ, sτελικȯ] για τον ασαφή διαχωρισµό, µε την
υπόλοιπη διαδικασία να µη διαφοροποιείται.
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5.4 Περίπτωση πλήρους συναρτησιακού

Στην περίπτωση του πλήρους συναρτησιακού (full functional, FF), δηλαδή στην περίπτωση που δεν
πραγµατοποιείται απαλοιφή των ϐαρών, τότε το πρόβληµα προς επίλυση είναι το εξής :

min
c,w

e(c,w) = min
c,w

1

2

m∑
i=1

ri(c,w)2 =
1

2

∣∣∣∣r(c,w)
∣∣∣∣2 (5.69)

µε
r(c,w) = y − Φ(c)w (5.70)

Η διαδικασία είναι παρόµοια µε αυτή που προηγήθηκε καθώς κι εδώ η γραµµικοποίηση γύρω από τα
τρέχοντα c,w οδηγεί στο :

min
c,w

1

2

∣∣∣∣r(c,w) +Dr(c,w)d
∣∣∣∣2 (5.71)

µε την Ιακωβιανή Dr(c,w) να προκύπτει από [Golub73]:

Dr(c,w) = −
[
DΦ(c)w Φ(c)

]
∈ <m×(Nn+N) (5.72)

µε το DΦ(c)w ∈ <m×Nn να είναι η Ιακωβιανή ως προς τα κέντρα c και µε το Φ(c) ∈ <m×N να είναι η
Ιακωβιανή ως προς τα ϐάρη w.
Με τη µέθοδο Levenberg-Marquardt (5.64) κανείς πρέπει να λύσει το εξής :

min
d
e(c,w) = min

d

1

2

∣∣∣∣Ad− b||2 +
λ

2

∣∣∣∣d||2 (5.73)

µε αντίστοιχο τρόπο όπως και στο variable projection για να ϐρεθεί η διεύθυνση d ∈ <(Nn+N)×1

(ATA+ λI)d = ATb (5.74)

µε τις µεθόδους που αναφέρθηκαν νωρίτερα, όπου πλέον εδώ:

A(c) = Dr(c,w) ∈ <m×(Nn+N)

b = −r(c,w) ∈ <m×1 (5.75)

Ο Golub [Golub73] προτείνει οι αρχικές γραµµικές παραµέτροι, δηλαδή τα αρχικά ϐάρη, να προέρχο-
νται πάλι από τη λύση ελαχίστων τετραγώνων

w0 = Φ(c0)+y (5.76)

Ο αλγόριθµος που εκτελεί το πλήρες συναρτησιακό είναι παρόµοιος µε αυτό του µειωµένου, µε τη
διαφορά να έγκειται στο γεγονός ότι πλέον και τα ϐάρη του δικτύου ϑα υπολογίζονται ϐάσει της µεθόδου
Levenberg-Marquardt.
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5.5 Περίπτωση µεταβλητών ευρών για τις συναρτήσεις ϐάσης

Μέχρι τώρα έγινε η υπόθεση ότι οι τιµές των ευρών που προκύπτουν από τους p-κοντινότερους
γείτονες παραµένουν σταθερές και δε µεταβάλλονται κατά τη διάρκεια του αλγορίθµου. Ωστόσο, κα-
ϑώς αλλάζουν οι ϑέσεις των κέντρων των συναρτήσεων ϐάσης, κανείς ϑα περίµενε να µεταβάλλονται
και τα αντίστοιχα εύρη, µιας και πάντα πρέπει οι µονάδες RBF να είναι έτσι τοποθετηµένες, ώστε να
αντιπροσωπεύεται ο χώρος εισόδου όσο το δυνατόν καλύτερα από αυτές.

Κανείς ϑα µπορούσε, λοιπόν, στην ίδια διαδικασία να διαχειρίζεται και τα εύρη σj ως παραµέτρους
του προβλήµατος

min
c,w,σ

e(c,w,σ) = min
c,w,σ

1

2

m∑
i=1

ri(c,w,σ)2 = min
c,w,σ

1

2

∣∣∣∣r(c,w,σ)
∣∣∣∣2 (5.77)

µε
r(c,w,σ) = y − Φ(c,σ)w (5.78)

Για την επίλυση του

min
c,w,σ

1

2

∣∣∣∣r(c,w) +Dr(c,w,σ)d
∣∣∣∣2 (5.79)

κανείς χρειάζεται την Ιακωβιανή ως προς τα εύρη.
Από

Φ =


φ(x1, c1) φ(x1, c2) · · · φ(x1, cj) · · · φ(x1, cN )
φ(x2, c1) φ(x2, c2) · · · φ(x2, cj) · · · φ(x2, cN )

...
...

. . .
...

. . .
...

φ(xm, c1) φ(xm, c2) · · · φ(xm, cj) · · · φ(xm, cN )

 (5.80)

προκύπτει ότι η Ϲητούµενη Ιακωβιανή ως προς τα εύρη ϑα είναι ένα πίνακας m×N µε στοιχεία :[
DΦσ

]
i,j

=
∂φ(xi, cj , σj)

σj
, i = 1, 2...,m, j = 1, 2, ..., N (5.81)

Το στοιχείο 2, 3 του προηγούµενου παραδείγµατος υπολογίζεται ως :

∂φ(x2, c3,σ3)

∂σ3
=
||x2 − c3||22

σ3
3

exp

(
− ||x2 − c3||22

2σ2
3

)
(5.82)

Η διαδικασία που ακολουθείται είναι παρόµοια καθώς κανείς πρέπει να αλλάξει µόνο τα Α και b, ώστε
να τα προσαρµόσει στο εκάστοτε πρόβληµα.
∆ηλαδή στην περίπτωση του VP για να ϐρεθεί η διεύθυνση d ∈ <(Nn+N)×1 πρέπει να λυθεί το παρακάτω

(ATA+ λI)d = ATb (5.83)

µε τις µεθόδους που αναφέρθηκαν νωρίτερα, όπου πλέον εδώ:

A = Dr(c,w,σ) ∈ <m×(Nn+N)

b = −r(c,w,σ) ∈ <m×1 (5.84)

ενώ η Ιακωβιανή Dr(c,w) προκύπτει από:

Dr(c,w,σ) = −
[
DΦ(c)w DΦ(σ)w

]
∈ <m×(Nn+N) (5.85)

µε το DΦ(c)w ∈ <m×Nn να είναι η Ιακωβιανή ως προς τα κέντρα, c, και µε το DΦ(σ) ∈ <m×N να είναι
η Ιακωβιανή ως προς τα εύρη, σ.

Ο αλγόριθµος πλέον ϑα µεταβάλλει και τις τιµές των ευρών των συναρτήσεων ϐάσης σύµφωνα µε
τη µέθοδο Levenberg-Marquardt, ενώ µπορεί να συνδυαστεί τόσο µε τη µέθοδο του µειωµένου, ή του
πλήρους συναρτησιακού.
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Κεφάλαιο 6

Πειραµατική διαδικασία

6.1 Περιγραφή των benchmark datasets

Η προτεινόµενη µέθοδος εκπαίδευσης δικτύων RBF εφαρµόστηκε σε µια πληθώρα διαφόρων συ-
νόλων δεδοµένων, συνθετικά και πραγµατικά, όπως αυτά αναφέρονται στην εργασία των [Alexandridis13].

Στη συνέχεια, ακολουθεί µια σύντοµη περιγραφή των συνόλων:

• Auto MPG: στόχος είναι η πρόβλεψη της κατανάλωσης καυσίµου ενός αυτοκινήτου χρησιµοποιώντας
ως είσοδο κάποια από τα χαρακτηριστικά του.

• Boston Housing: στόχος είναι η πρόβλεψη των τιµών για τα σπίτια στη Βοστόνη, ϐάσει των χαρακτη-
ϱιστικών τους. Τα δεδοµένα προήλθαν από την απογραφή του 1970.

• CPU Small: στόχος είναι η πρόβλεψη του µέρους του χρόνου που τρέχουν τα CPUs σε κατάσταση
χρήστη, λαµβάνοντας υπόψη έναν περιορισµένο αριθµό χαρακτηριστικών.

• Friedman: το σύνολο αυτό, αντιθέτως µε τα προηγούµενα, είναι συνθετικό και προέρχεται από τη
συνάρτηση

y = 5[2sin(πx1x2) + 4(x3 − 0.5)2 + 2x4 + x5] + ε (6.1)

όπου ε ο ϑόρυβος Gaussian ∼ N(0, 0.8). Οι τιµές για τις µεταβλητές εισόδου προέρχονται από µια
οµοιόµορφη κατανοµή στο [0, 1].

Στον πίνακα 6.1 αναφέρονται επιγραµµατικά τα σύνολα δεδοµένων στα οποία έγιναν οι δοκιµές µαζί
µε τον αριθµό των µεταβλητών εισόδου και τον αριθµό των παραδειγµάτων που τα συνοδεύουν.

Πίνακας 6.1: Benchmark σύνολα δεδοµένων.

Σύνολο δεδοµένων Αριθµός µεταβλητών εισόδου Αριθµός παραδειγµάτων
Πραγµατικά Σύνολα ∆εδοµένων

Auto MPG 6 392
Boston Housing 13 506

CPU Small 12 8192
Συνθετικά Σύνολα ∆εδοµένων

Friedman 5 1000
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6.2. Παρουσίαση και συζήτηση αποτελεσµάτων

6.2 Παρουσίαση και συζήτηση αποτελεσµάτων

Ο τρόπος διαχωρισµού των συνόλων δεδοµένων είναι αυτός που αναφέρεται στο [Alexandridis13]
καθώς ένα σύνολο χωρίζεται σε ένα σύνολο εκπαίδευσης (training dataset), ένα σύνολο επικύρωσης
(validation dataset) και σε ένα σύνολο δοκιµής (testing dataset) σε συγκεκριµένη αναλογία : 50%, 25%,
25%, αντίστοιχα.

Οι παράµετροι για τους αλγορίθµους που χρησιµοποιούνται στις µεθόδους εκπαίδευσης αναγράφο-
νται στον πίνακα 6.2.

Πίνακας 6.2: Τιµές παραµέτρων για τους διάφορους αλγορίθµους.

Παράµετρος Σύµβολο Τιµή
ελάχιστος αριθµός ασαφών συνόλων smin 5
µέγιστος αριθµός ασαφών συνόλων smax 25

ελάχιστος αριθµός κέντρων Nmin Nmin

µέγιστος αριθµός κέντρων Nmax Nmax

µέοδος Levenberg-Marquardt λ τ ·max(ATA)

Οι αλγόριθµοι που χρησιµοποιούνται για την εύρεση του ϐέλτιστου αριθµού και των ϑέσεων των
κέντρων και, τελικά, για την επιλογή του µοντέλου είναι ο αλγόριθµος k-means και ο αλγόριθµος fuzzy
means. Το µοντέλο επιλέγεται ϐάσει του ελάχιστου κόστους στο σύνολο επικύρωσης. Στον αλγόριθµο
k-means η αναζήτηση επικεντρώνεται σε ένα συγκεκριµένο εύρος αριθµού κέντρων για κάθε σύνολο
δεδοµένων της ϐιβλιογραφίας [Nmin, Nmax]. Ωστόσο, λόγω της στοχαστικής ϕύσης του αλγορίθµου,
απαιτείται µια σειρά δοκιµών, οπότε η επιλογή του µοντέλου γίνεται ϐάσει του ελάχιστου µέσου κόστους
στο σύνολο επικύρωσης. Στον αλγόριθµο fuzzy means η αναζήτηση επικεντρώνεται σε ένα συγκεκριµένο
εύρος αριθµού διαχωρισµού του χώρου εισόδου [smin, smax].

Εφόσον έχει ϐρεθεί το µοντέλο µε έναν από τους παραπάνω τρόπους, τότε είναι δυνατόν να εφαρµο-
στεί είτε η µέθοδος Variable Projection είτε η µέθοδος Full Functional, συνδυασµένες µε τον αλγόριθµο
Levenberg-Marquardt, ενώ χρησιµοποιούνται διάφορες τιµές της παραµέτρου λ, όπως προτείνεται στο
[Madsen04].

Για λόγους σύγκρισης, παρατίθενται τα αποτελέσµατα της εργασίας των [Alexandridis13], ονόµα-
τι PSO-NSFM, αλλά και αποτελέσµατα διαφόρων µεθόδων µηχανικής µάθησης και συγκεκριµένα των
µεθόδων SFM και MLP. Στη µέθοδο PSO-NSFM η εκπαίδευση του δικτύου γίνεται ϐάσει ενός µη συµµε-
τρικού διαχωρισµού του χώρου εισόδου, ϐελτιωµένος µε τη χρήση ϐελτιστοποίησης σµήνων σωµατιδίων.
Στην περίπτωση του SFM η επιλογή του µοντέλου γίνεται ϐάσει της παραµέτρου s για το συµµετρικό δια-
χωρισµό των χωρών των µεταβλητών εισόδου. Ως συνάρτηση ϐάσης χρησιµοποιείται η thin-plate-spline.
΄Οσον αφορά τη µέθοδο MLP, πρόκειται για πρόσθιας τροφοδότησης δίκτυα δύο επιπέδων εκπαιδευµένα
ϐάσει του αλγορίθµου Levenberg-Marquardt, ενώ οι δοκιµές για την επιλογή του µοντέλου έγιναν για
κάθε δυνατό συνδυασµό αριθµών κέντρων σε ένα συγκεκριµένο εύρος. Σε όλες τις µεθόδους η εκπαίδευ-
ση γίνεται ϐάσει του συνόλου εκπαίδευσης και η επιλογή του δικτύου ϐάσει του συνόλου επικύρωσης.

80
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Αρχικά, στους παρακάτω πίνακες, παρουσιάζονται τα αποτελέσµατα για απλή εφαρµογή των αλγο-
ϱίθµων k-means και fuzzy means, δηλαδή χωρίς τις επαναλήψεις του αλγορίθµου Levenberg-Marquardt,
ως προς την απόδοση (πίνακας 6.3) και τον υπολογιστικό χρόνο (πίνακες 6.4-6.5). Αυτοί οι πίνακες α-
ϕορούν τη διαδικασία επιλογής του µοντέλου, όπως αυτή περιγράφτηκε προηγουµένως.

Πίνακας 6.3: Αποτελέσµατα των αλγορίθµων k-means και fuzzy means ως προς το κόστος στα σύνολα
εκπαίδευσης, επικύρωσης και δοκιµής.

Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Ασαφής διαχωρισµός Αριθµός µονάδων

Auto MPG k-means 2.6152 (2.6167±5.25×10−2) 2.3743 (2.5490±7.78×10−2) 2.0782 (2.1681±9.76×10−2) - 49
fuzzy means 2.6174 2.3417 2.0659 10 43

Boston Housing k-means 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) - 128
fuzzy means 3.2695 2.9723 3.0851 11 93

CPU Small k-means 2.7046 (2.6759±2.78×10−2) 3.3665 (3.4548±5.94×10−2) 3.2512 (3.2383±3.20×10−2) - 487
fuzzy means 2.8591 3.3315 3.1668 17 239

Friedman k-means 0.8639 (0.8284±2.87×10−2) 1.1623 (1.2187±3.05×10−2) 1.2388 (1.1856±4.25×10−2) - 145
fuzzy means 0.8278 1.0894 1.1039 7 119

Στην περίπτωση του k-means, δίνεται το ϐέλτιστο αποτέλεσµα µαζί µε τη µέση τιµή και την τυπική απόκλιση των 20 τρεξιµάτων.
Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής, λαµβάνοντας
υπόψη το µέσο όρο των 20 τρεξιµάτων για τον k-means.

Πίνακας 6.4: Αποτελέσµατα των αλγορίθµων k-means και fuzzy means ως προς το υπολογιστικό κόστος
για την εύρεση του ϐέλτιστου αριθµού κέντρων N ή του ϐέλτιστου διαχωρισµού s.

Συν. δεδοµένων
Υπολογιστικός χρόνος αναζήτης ϐέλτιστου N ή s (s)

Αλγόριθµος
k-means fuzzy means

Auto MPG 25 0.6
Boston Housing 90 1.3

CPU small 988 48
Friedman 100 6

Πίνακας 6.5: Αποτελέσµατα των αλγορίθµων k-means και fuzzy means ως προς το υπολογιστικό κόστος
της εκπαίδευσης.

Συν. δεδοµένων
Υπολογιστικός χρόνος Εκπαίδευσης (s)

Αλγόριθµος
k-means fuzzy means

Auto MPG 0.003 (0.003±2.7×10−4) 0.002
Boston Housing 0.01 (0.01±0.3×10−2) 0.01

CPU small 1.3 (1.3±1.3×10−2) 0.7
Friedman 0.02 (0.02±9.95×10−4) 0.02

Στην περίπτωση του k-means, δίνεται το ϐέλτιστο αποτέλεσµα µαζί µε τη µέση τιµή και την τυπική απόκλιση των 20 τρεξιµάτων.

Στους επόµενους πίνακες (6.6 - 6.13) παρουσιάζονται τα αποτελέσµατα των µεθόδων Variable Pro-
jection και Full Functional, συνδυασµένες µε τον αλγόριθµο Levenberg-Marquardt, για εκκίνηση
κέντρων από τους αλγορίθµους k-means και fuzzy means, τόσο για µεταβλητά όσο και για σταθερά
εύρη των συναρτήσεων ϐάσης.

81



6.2. Παρουσίαση και συζήτηση αποτελεσµάτων

Πίνακας 6.6: Αποτελέσµατα του αλγορίθµου Variable Projection - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο k-means και για διάφορες τιµές της παραµέτρου τ, µε σταθερές τιµές για
τα εύρη σ.

Variable Projection, k-means, σταθερό σ, λ = τ ·max(ATA)
Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (49)

τ = 10−1 2.6152 (2.5803±13.05×10−2) 2.3743 (2.5458±7.29×10−2) 2.0782 (2.1770±9.34×10−2) 0 (0±0) 0.03 (0.04±0.72×10−2)

τ = 100 2.6152 (2.5646±9.67×10−2) 2.3743 (2.5373±6.85×10−2) 2.0782 (2.1690±9.87×10−2) 0 (0±0) 0.04 (0.05±0.79×10−2)

τ = 103 2.5965 (2.5480±7.37×10−2) 2.3734 (2.5338±6.72×10−2) 2.0795 (2.1665±9.50×10−2) 6 (5±4) 0.08 (0.08±3.66×10−2)

k-means 2.6152 (2.6167±5.25×10−2) 2.3743 (2.5490±7.78×10−2) 2.0782 (2.1681±9.76×10−2) - 0.003 (0.003±2.7×10−4)

Friedman, (145)

τ = 10−3 0.7113 (0.8102±5.16×10−2) 1.0910 (1.2070±4.25×10−2) 1.0991 (1.1947±6.73×10−2) 1 (0±0) 0.5 (0.5±5.91×10−2)

τ = 100 0.7233 (0.6908±4.35×10−2) 1.1311 (1.1741±3.00×10−2) 1.1650 (1.1410±2.80×10−2) 1 (1±1) 0.4 (0.5±4.93×10−2)

τ = 103 0.6974 (0.7042±4.32×10−2) 1.1339 (1.1779±2.93×10−2) 1.1543 (1.1449±3.10×10−2) 10 (9±2) 1 (0.9±15.3×10−2)

k-means 0.8639 (0.8284±2.87×10−2) 1.1623 (1.2187±3.05×10−2) 1.2388 (1.1856±4.25×10−2) - 0.02 (0.02±9.95×10−4)

Boston Housing, (128)

τ = 10−3 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) 0 (0±0) 0.7 (0.7±5.2×10−2)

τ = 100 0.9493 (1.4591±45.99×10−2) 2.8001 (2.9703±16.15×10−2) 3.1358 (3.0037±14.82×10−2) 2 (1±1) 0.9 (0.8±12.6×10−2)

τ = 103 0.9685 (1.6090±64.74×10−2) 2.7523 (2.9871±16.41×10−2) 3.1487 (3.0361±18.52×10−2) 11 (7±5) 1.9 (1.4±56.49×10−2)

k-means 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) - 0.01 (0.01±0.30×10−2)

CPU Small, (487)

τ = 10−1 2.3433 (2.2799±5.45×10−2) 3.1631 (3.2844±6.20×10−2) 3.0825 (3.0851±3.58×10−2) 1 (1±0) 57 (59±3)

τ = 100 2.3092 (2.3151±7.65×10−2) 3.1609 (3.2989±6.29×10−2) 3.0773 (3.1007±3.44×10−2) 3 (2±1) 73 (69±5)

τ = 103 2.2558 (2.3066±4.31×10−2) 3.1666 (3.3029±6.42×10−2) 3.0794 (3.1011±3.67×10−2) 13 (12±1) 152 (143±6)

k-means 2.7046 (2.6759±2.78×10−2) 3.3665 (3.4548±5.94×10−2) 3.2512 (3.2383±3.20×10−2) - 1.3 (1.3±1.30×10−2)

Από τα 20 τρεξίµατα δίνονται τα αποτελέσµατα του ϐέλτιστου µαζί µε τη µέση τιµή και την τυπική απόκλιση. Οι αριθµοί σε
έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής, λαµβάνοντας υπόψη το µέσο
όρο των 20 τρεξιµάτων.

Πίνακας 6.7: Αποτελέσµατα του αλγορίθµου Variable Projection - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο fuzzy means και για διάφορες τιµές της παραµέτρου τ, µε σταθερές τιµές
για τα εύρη σ.

Variable Projection, fuzzy means, σταθερό σ, λ = τ ·max(ATA)

Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (10,43)

τ = 10−1 2.6174 2.3417 2.0659 0 0.1
τ = 100 2.6174 2.3417 2.0659 0 0.1
τ = 103 2.6174 2.3417 2.0659 0 0.1

fuzzy means 2.6174 2.3417 2.0659 - 0.002

Friedman, (7,119)

τ = 10−3 0.8278 1.0894 1.1039 0 0.4
τ = 100 0.7110 1.0421 1.0782 1 0.4
τ = 103 0.6905 1.0399 1.0885 10 0.8

fuzzy means 0.8278 1.0894 1.1039 - 0.02

Boston Housing, (11,93)

τ = 10−3 3.2695 2.9723 3.0851 0 0.5
τ = 100 2.3566 2.7838 2.8368 1 0.5
τ = 103 2.8778 2.8316 2.9130 8 1

fuzzy means 3.2695 2.9723 3.0851 - 0.01

CPU Small, (17,239)

τ = 10−1 2.5744 3.2297 3.0449 1 30
τ = 100 2.6098 3.2049 3.0200 2 30
τ = 103 2.5623 3.2015 3.0096 12 67

fuzzy means 2.8591 3.3315 3.1668 - 0.7

Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής.

82



6.2. Παρουσίαση και συζήτηση αποτελεσµάτων

Πίνακας 6.8: Αποτελέσµατα του αλγορίθµου Variable Projection - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο k-means και για διάφορες τιµές της παραµέτρου τ, µε µεταβλητές τιµές για
τα εύρη σ.

Variable Projection, k-means, µεταβλητό σ, λ = τ ·max(ATA)
Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (49)
τ = 10−1 2.6152 (2.5524±15.92×10−2) 2.3743 (2.5350±6.90×10−2) 2.0782 (2.1935±10.70×10−2) 0 (0±1) 0.03 (0.03±1×10−2)*

τ = 100 2.3497 (2.4853±15.32×10−2) 2.3732 (2.5267±6.80×10−2) 2.0276 (2.1890±9.40×10−2) 1 (0±1) 0.06 (0.06±1.03×10−2)

τ = 103 2.5432 (2.5648±9.01×10−2) 2.3618 (2.5325±7.10×10−2) 2.0949 (2.1654±8.89×10−2) 8 (4±4) 0.1 (0.08±3.62×10−2)

k-means 2.6152 (2.6167±5.25×10−2) 2.3743 (2.5490±7.78×10−2) 2.0782 (2.1681±9.76×10−2) - 0.003 (0.003±2.7×10−4)

Friedman, (145)
τ = 10−3 0.6184 (0.6256±1.72×10−2) 1.0783 (1.1542±2.89×10−2) 1.1449 (1.1545±3.58×10−2) 1 (1±0) 0.6 (0.6±4.46×10−2)

τ = 100 0.6416 (0.6713±4.01×10−2) 1.0949 (1.1396±2.88×10−2) 1.1305 (1.1341±3.76×10−2) 2 (2±1) 0.5 (0.5±5.64×10−2)

τ = 103 0.6358 (0.6686±3.53×10−2) 1.0986 (1.1421±3.10×10−2) 1.1618 (1.1381±3.74×10−2) 11 (11±1) 1.2 (1.2±16.48×10−2)

k-means 0.8639 (0.8284±2.87×10−2) 1.1623 (1.2187±3.05×10−2) 1.2388 (1.1856±4.25×10−2) - 0.02 (0.02±9.95×10−4)

Boston Housing, (128)
τ = 10−3 1.2977 (1.6071±62.18×10−2) 2.7638 (3.0329±16.02×10−2) 2.7495 (3.0402±21.96×10−2) 1 (1±1) 0.9 (0.9±11.49×10−2)

τ = 100 1.0645 (1.6274±59.53×10−2) 2.7736 (3.0089±14.82×10−2) 2.7700 (2.9666±17.59×10−2) 4 (1±1) 1.2 (1±15.34×10−2)

τ = 103 1.0205 (1.8136±53.19×10−2) 2.7817 (3.0322±14.61×10−2) 2.9182 (2.9623±18.97×10−2) 14 (5±5) 2.8 (1.6±72.25×10−2)

k-means 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) - 0.01 (0.01±0.30×10−2)

CPU Small, (487)
τ = 10−1 2.3032 (2.2800±3.36×10−2) 3.1249 (3.2339±5.84×10−2) 3.0573 (3.0512±4.00×10−2) 1 (1±0) 66 (68±2)

τ = 100 2.2287 (2.2786±6.55×10−2) 3.1288 (3.2484±6.27×10−2) 3.0544 (3.0651±3.57×10−2) 3 (3±1) 83 (82±6)

τ = 103 2.3033 (2.2895±5.34×10−2) 3.1352 (3.2563±6.46×10−2) 3.0670 (3.0758±3.18×10−2) 12 (12±1) 164 (165±6)

k-means 2.7046 (2.6759±2.78×10−2) 3.3665 (3.4548±5.94×10−2) 3.2512 (3.2383±3.20×10−2) - 1.3 (1.3±1.30×10−2)

Από τα 20 τρεξίµατα δίνονται τα αποτελέσµατα του ϐέλτιστου µαζί µε τη µέση τιµή και την τυπική απόκλιση. Οι αριθµοί σε
έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής, λαµβάνοντας υπόψη το µέσο
όρο των 20 τρεξιµάτων.

Πίνακας 6.9: Αποτελέσµατα του αλγορίθµου Variable Projection - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο fuzzy means και για διάφορες τιµές της παραµέτρου τ, µε µεταβλητές τιµές
για τα εύρη σ.

Variable Projection, fuzzy means, µεταβλητό σ, λ = τ ·max(ATA)

Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (10,43)

τ = 10−1 2.6174 2.3417 2.0659 0 0.3
τ = 100 2.6174 2.3417 2.0659 0 0.2
τ = 103 2.6174 2.3417 2.0659 0 0.1

fuzzy means 2.6174 2.3417 2.0659 - 0.002

Friedman, (7,119)

τ = 10−3 0.8278 1.0894 1.1039 0 0.4
τ = 100 0.6972 1.0117 1.0605 2 1.1
τ = 103 0.7065 1.0154 1.0600 11 1.6

fuzzy means 0.8278 1.0894 1.1039 - 0.02

Boston Housing, (11,93)

τ = 10−3 1.9240 2.8401 3.1102 1 1
τ = 100 2.5399 2.8539 3.0231 1 0.6
τ = 103 2.9822 2.8526 2.9975 8 1.1

fuzzy means 3.2695 2.9723 3.0851 - 0.01

CPU Small, (17,239)

τ = 10−1 2.3597 3.1257 2.9826 3 35
τ = 100 2.5120 3.1362 2.9638 4 43
τ = 103 2.4891 3.1391 2.9586 14 98

fuzzy means 2.8591 3.3315 3.1668 - 0.7

Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής.
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Πίνακας 6.10: Αποτελέσµατα του αλγορίθµου Full functional - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο k-means και για διάφορες τιµές της παραµέτρου τ, µε σταθερές τιµές για
τα εύρη σ.

Full Functional, k-means, σταθερό σ, λ = τ ·max(ATA)
Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (49)

τ = 10−1 2.5776 (2.5032±10.53×10−2) 2.3720 (2.5143±5.97×10−2) 2.0487 (2.1112±7.86×10−2) 2 (2±2) 0.05 (0.06±1.45×10−2)

τ = 100 2.5760 (2.5008±10.26×10−2) 2.3727 (2.5136±5.92×10−2) 2.0478 (2.1098±7.97×10−2) 5 (5±3) 0.07 (0.08±2.40×10−2)

τ = 103 2.5740 (2.5408±11.64×10−2) 2.3727 (2.5225±6.75×10−2) 2.0467 (2.1281±9.35×10−2) 15 (9±8) 0.1 (0.1±5.60×10−2)

k-means 2.6152 (2.6167±5.25×10−2) 2.3743 (2.5490±7.78×10−2) 2.0782 (2.1681±9.76×10−2) - 0.003 (0.003±2.7×10−4)

Friedman, (145)

τ = 10−3 0.6413 (0.6767±3.76×10−2) 1.1363 (1.1660±2.01×10−2) 1.1113 (1.1301±2.98×10−2) 3 (2±1) 0.5 (0.5±5.14×10−2)

τ = 100 0.6682 (0.6822±3.41×10−2) 1.1339 (1.1650±2.00×10−2) 1.1073 (1.1317±2.87×10−2) 12 (12±1) 1 (1±6.87×10−2)

τ = 103 0.8639 (0.8284±2.87×10−2) 1.1623 (1.2187±3.05×10−2) 1.2388 (1.1856±4.25×10−2) 0 (0±0) 0.4 (0.4±3.25×10−2)

k-means 0.8639 (0.8284±2.87×10−2) 1.1623 (1.2187±3.05×10−2) 1.2388 (1.1856±4.25×10−2) - 0.02 (0.02±9.95×10−4)

Boston Housing, (128)

τ = 10−3 0.9885 (1.2909±39.68×10−2) 2.6650 (2.8699±11.54×10−2) 2.8534 (2.9285±14.06×10−2) 5 (2±1) 1.5 (1.1±20.65×10−2)

τ = 100 0.9786 (1.2587±31.63×10−2) 2.6637 (2.8749±12.04×10−2) 2.8547 (2.9224±12.78×10−2) 12 (10±2) 2 (2±27.1×10−2)

τ = 103 0.9725 (1.6940±65.90×10−2) 2.6629 (2.9623±15.44×10−2) 2.8592 (2.9218±17.28×10−2) 22 (10±11) 3.7 (1.9±1.3)

k-means 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) - 0.01 (0.01±0.30×10−2)

CPU Small, (487)

τ = 10−1 2.1813 (2.1876±7.32×10−2) 3.1555 (3.2505±5.31×10−2) 3.0255 (3.0305±3.15×10−2) 10 (10±1) 90 (92±5)

τ = 100 2.2163 (2.1993±7.68×10−2) 3.1539 (3.2496±5.26×10−2) 3.0266 (3.0304±3.07×10−2) 13 (13±1) 107 (110±6)

τ = 103 2.2430 (2.6542±10.07×10−2) 3.2342 (3.4467±7.64×10−2) 3.0037 (3.2284±6.12×10−2) 23 (1±5) 160 (43±28)

k-means 2.7046 (2.6759±2.78×10−2) 3.3665 (3.4548±5.94×10−2) 3.2512 (3.2383±3.20×10−2) - 1.3 (1.3±1.30×10−2)

Από τα 20 τρεξίµατα δίνονται τα αποτελέσµατα του ϐέλτιστου µαζί µε τη µέση τιµή και την τυπική απόκλιση. Οι αριθµοί σε
έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής, λαµβάνοντας υπόψη το µέσο
όρο των 20 τρεξιµάτων.

Πίνακας 6.11: Αποτελέσµατα του αλγορίθµου Full functional - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο fuzzy means και για διάφορες τιµές της παραµέτρου τ, µε σταθερές τιµές
για τα εύρη σ.

Full Functional, fuzzy means, σταθερό σ, λ = τ ·max(ATA)

Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (10,43)

τ = 10−1 2.5245 2.3400 2.0223 4 0.1
τ = 100 2.6174 2.3417 2.0659 0 0.1
τ = 103 2.6174 2.3417 2.0659 0 0.1

fuzzy means 2.6174 2.3417 2.0659 - 0.002

Friedman, (7,119)

τ = 10−3 0.7253 1.0312 1.0691 2 0.4
τ = 100 0.7377 1.0287 1.0683 11 0.3
τ = 103 0.8278 1.0894 1.1039 0 0.8

fuzzy means 0.8278 1.0894 1.1039 - 0.02

Boston Housing, (11,93)

τ = 10−3 2.2339 2.7178 2.7621 2 0.6
τ = 100 2.1965 2.7270 2.7893 10 1.2
τ = 103 2.5325 2.7273 2.7936 19 1.8

fuzzy means 3.2695 2.9723 3.0851 - 0.01

CPU Small, (17,239)

τ = 10−1 2.4375 3.1025 2.9145 15 38
τ = 100 2.4972 3.1063 2.9249 16 37
τ = 103 2.8591 3.3315 3.1668 0 12

fuzzy means 2.8591 3.3315 3.1668 - 0.7

Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής.
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Πίνακας 6.12: Αποτελέσµατα του αλγορίθµου Full functional - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο k-means και για διάφορες τιµές της παραµέτρου τ, µε µεταβλητές τιµές για
τα εύρη σ.

Full Functional, k-means, µεταβλητό σ, λ = τ ·max(ATA)
Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (49)
τ = 10−1 2.5236 (2.4914±9.64×10−2) 2.3572 (2.5049±5.74×10−2) 2.0039 (2.1001±8.64×10−2) 3 (2±1) 0.08 (0.08±1.64×10−2)

τ = 100 2.5303 (2.4987±9.87×10−2) 2.3587 (2.5047±5.68×10−2) 2.0075 (2.1047±8.14×10−2) 6 (5±2) 0.1 (0.1±2.41×10−2)

τ = 103 2.5276 (2.5178±7.21×10−2) 2.3586 (2.5067±6.31×10−2) 2.0062 (2.1031±8.48×10−2) 16 (13±6) 0.3 (0.2±6.25×10−2)

k-means 2.6152 (2.6167±5.25×10−2) 2.3743 (2.5490±7.78×10−2) 2.0782 (2.1681±9.76×10−2) - 0.003 (0.003±2.7×10−4)

Friedman, (145)
τ = 10−3 0.6530 (0.6720±2.73×10−2) 1.0900 (1.1297±2.24×10−2) 1.1137 (1.1217±2.74×10−2) 2 (2±1) 0.6 (0.6±6.46×10−2)

τ = 100 0.6674 (0.6746±1.61×10−2) 1.0928 (1.1288±2.08×10−2) 1.1153 (1.1197±2.63×10−2) 11 (11±1) 1.2 (1.2±12.73×10−2)

τ = 103 0.6851 (0.8138±5.77×10−2) 1.1319 (1.2114±3.62×10−2) 1.0919 (1.1833±4.56×10−2) 20 (2±6) 1.8 (0.6±47.04×10−2)

k-means 0.8639 (0.8284±2.87×10−2) 1.1623 (1.2187±3.05×10−2) 1.2388 (1.1856±4.25×10−2) - 0.02 (0.02±9.95×10−4)

Boston Housing, (128)
τ = 10−3 0.9336 (1.5351±60.62×10−2) 2.6756 (2.9100±12.88×10−2) 2.8482 (2.8786±13.72×10−2) 5 (2±2) 1.6 (1.1±24.86×10−2)

τ = 100 0.9162 (1.4658±65.72×10−2) 2.6714 (2.9198±14.28×10−2) 2.8319 (2.8527±19.22×10−2) 12 (8±5) 2.7 (2±71.85×10−2)

τ = 103 0.9098 (1.8849±57.42×10−2) 2.6708 (3.0164±17.35×10−2) 2.8337 (2.9005±21.18×10−2) 22 (5±9) 4 (1.6±1.3)

k-means 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) - 0.01 (0.01±0.30×10−2)

CPU Small, (487)
τ = 10−1 2.2833 (2.1572±10.43×10−2) 3.1182 (3.2009±4.97×10−2) 2.9972 (2.9936±2.58×10−2) 9 (10±2) 105 (115±13)

τ = 100 2.2082 (2.1675±9.27×10−2) 3.1162 (3.2007±4.96×10−2) 2.9840 (2.9947±2.57×10−2) 13 (14±1) 136 (136±3)

τ = 103 1.9673 (2.6404±16.08×10−2) 3.1683 (3.4434±8.67×10−2) 2.9491 (3.2256±7.20×10−2) 26 (1±6) 218 (51±40)

k-means 2.7046 (2.6759±2.78×10−2) 3.3665 (3.4548±5.94×10−2) 3.2512 (3.2383±3.20×10−2) - 1.3 (1.3±1.30×10−2)

Από τα 20 τρεξίµατα δίνονται τα αποτελέσµατα του ϐέλτιστου µαζί µε τη µέση τιµή και την τυπική απόκλιση. Οι αριθµοί σε
έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής, λαµβάνοντας υπόψη το µέσο
όρο των 20 τρεξιµάτων.

Πίνακας 6.13: Αποτελέσµατα του αλγορίθµου Full functional - Levenberg Marquardt για εκκίνηση
κέντρων από τον αλγόριθµο fuzzy means και για διάφορες τιµές της παραµέτρου τ, µε µεταβλητές τιµές
για τα εύρη σ.

Full Functional, fuzzy means, µεταβλητό σ, λ = τ ·max(ATA)

Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (10,43)

τ = 10−1 2.6174 2.3417 2.0659 0 0.1
τ = 100 2.6174 2.3417 2.0659 0 0.1
τ = 103 2.6174 2.3417 2.0659 0 0.1

fuzzy means 2.6174 2.3417 2.0659 - 0.002

Friedman, (7,119)

τ = 10−3 0.6924 1.0080 1.0546 4 0.6
τ = 100 0.7155 1.0077 1.0512 13 1.3
τ = 103 0.8278 1.0894 1.1039 0 0.4

fuzzy means 0.8278 1.0894 1.1039 - 0.02

Boston Housing, (11,93)

τ = 10−3 1.4068 2.7393 3.3513 5 1
τ = 100 2.3564 2.7209 2.8753 9 1.2
τ = 103 2.3406 2.7206 2.8754 19 2

fuzzy means 3.2695 2.9723 3.0851 - 0.01

CPU Small, (17,239)

τ = 10−1 2.5159 3.0827 2.9227 15 42
τ = 100 2.4836 3.0798 2.9207 20 49
τ = 103 2.8591 3.3315 3.1668 0 14

fuzzy means 2.8591 3.3315 3.1668 - 0.7

Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής.

Στους επόµενους πίνακες συνοψίζονται τα ϐέλτιστα αποτελέσµατα των µεθόδων Variable Projection
και Full Functional, συνδυασµένες µε τον αλγόριθµο Levenberg-Marquardt, για εκκίνηση κέντρων από
τους αλγορίθµους k-means (πίνακας 6.14) και fuzzy means (πίνακας 6.15), για εκείνες τις τιµές του τ,
οι οποίες δίνουν το ελάχιστο σφάλµα στο σύνολο δοκιµής, τόσο για σταθερά όσο και για µεταβλητά εύρη,
σ. Στην περίπτωση του k-means επιλέγονται εκείνα µε το ελάχιστο µέσο κόστος στο σύνολο δοκιµής.
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Πίνακας 6.14: Αποτελέσµατα των αλγορίθµων Variable Projection, Full Functional - Levenberg Mar-
quardt για εκκίνηση κέντρων από τον αλγόριθµο k-means ως προς το ϐέλτιστο µέσο σφάλµα στο σύνολο
δοκιµής για µεταβλητά και σταθερά εύρη σ.

Variable Projection, Full Functional, k-means, λ = τ ·max(ATA)
Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (49)

τ = 103, VP, σταθ. σ 2.5965 (2.5480±7.37×10−2) 2.3734 (2.5338±6.72×10−2) 2.0795 (2.1665±9.50×10−2) 6 (5±4) 0.08 (0.08±3.66×10−2)

τ = 103, VP, µετ. σ 2.5432 (2.5648±9.01×10−2) 2.3618 (2.5325±7.10×10−2) 2.0949 (2.1654±8.89×10−2) 8 (4±4) 0.1 (0.08±3.62×10−2)

τ = 100, FF, σταθ. σ 2.5760 (2.5008±10.26×10−2) 2.3727 (2.5136±5.92×10−2) 2.0478 (2.1098±7.97×10−2) 5 (5±3) 0.07 (0.08±2.40×10−2)

τ = 103, FF, µετ. σ 2.5276 (2.5178±7.21×10−2) 2.3586 (2.5067±6.31×10−2) 2.0062 (2.1031±8.48×10−2) 16 (13±6) 0.3 (0.2±6.25×10−2)

k-means 2.6152 (2.6167±5.25×10−2) 2.3743 (2.5490±7.78×10−2) 2.0782 (2.1681±9.76×10−2) - 0.003 (0.003±2.7×10−4)

Friedman, (145)

τ = 100, VP, σταθ. σ 0.7233 (0.6908±4.35×10−2) 1.1311 (1.1741±3.00×10−2) 1.1650 (1.1410±2.80×10−2) 1 (1±1) 0.4 (0.5±4.93×10−2)

τ = 100, VP, µετ. σ 0.6416 (0.6713±4.01×10−2) 1.0949 (1.1396±2.88×10−2) 1.1305 (1.1341±3.76×10−2) 2 (2±1) 0.5 (0.5±5.64×10−2)

τ = 10−3, FF, σταθ. σ 0.6413 (0.6767±3.76×10−2) 1.1363 (1.1660±2.01×10−2) 1.1113 (1.1301±2.98×10−2) 3 (2±1) 0.5 (0.5±5.14×10−2)

τ = 100, FF, µετ. σ 0.6674 (0.6746±1.61×10−2) 1.0928 (1.1288±2.08×10−2) 1.1153 (1.1197±2.63×10−2) 11 (11±1) 1.2 (1.2±12.73×10−2)

k-means 0.8639 (0.8284±2.87×10−2) 1.1623 (1.2187±3.05×10−2) 1.2388 (1.1856±4.25×10−2) - 0.02 (0.02±9.95×10−4)

Boston Housing, (128)

τ = 10−3, VP, σταθ. σ 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) 0 (0±0) 0.7 (0.7±5.2×10−2)

τ = 103, VP, µετ. σ 1.0205 (1.8136±53.19×10−2) 2.7817 (3.0322±14.61×10−2) 2.9182 (2.9623±18.97×10−2) 14 (5±5) 2.8 (1.6±72.25×10−2)

τ = 103, FF, σταθ. σ 0.9725 (1.6940±65.90×10−2) 2.6629 (2.9623±15.44×10−2) 2.8592 (2.9218±17.28×10−2) 22 (10±11) 3.7 (1.9±1.3)

τ = 100, FF, µετ. σ 0.9162 (1.4658±65.72×10−2) 2.6714 (2.9198±14.28×10−2) 2.8319 (2.8527±19.22×10−2) 12 (8±5) 2.7 (2±71.85×10−2)

k-means 1.9253 (2.0911±35.32×10−2) 2.8498 (3.0900±13.09×10−2) 2.6298 (2.9436±19.37×10−2) - 0.01 (0.01±0.30×10−2)

CPU Small, (487)

τ = 10−1, VP, σταθ. σ 2.3433 (2.2799±5.45×10−2) 3.1631 (3.2844±6.20×10−2) 3.0825 (3.0851±3.58×10−2) 1 (1±0) 57 (59±3)

τ = 10−1, VP, µετ. σ 2.3032 (2.2800±3.36×10−2) 3.1249 (3.2339±5.84×10−2) 3.0573 (3.0512±4.00×10−2) 1 (1±0) 66 (68±2)

τ = 100, FF, σταθ. σ 2.2163 (2.1993±7.68×10−2) 3.1539 (3.2496±5.26×10−2) 3.0266 (3.0304±3.07×10−2) 13 (13±1) 107 (110±6)

τ = 10−1, FF, µετ. σ 2.2833 (2.1572±10.43×10−2) 3.1182 (3.2009±4.97×10−2) 2.9972 (2.9936±2.58×10−2) 9 (10±2) 105 (115±13)

k-means 2.7046 (2.6759±2.78×10−2) 3.3665 (3.4548±5.94×10−2) 3.2512 (3.2383±3.20×10−2) - 1.3 (1.3±1.30×10−2)

Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής, λαµβάνοντας
υπόψη το µέσο όρο των 20 τρεξιµάτων.
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Πίνακας 6.15: Αποτελέσµατα των αλγορίθµων Variable Projection, Full Functional - Levenberg Mar-
quardt για εκκίνηση κέντρων από τον αλγόριθµο fuzzy means ως προς το ϐέλτιστο σφάλµα στο σύνολο
δοκιµής για µεταβλητά και σταθερά εύρη σ.

Variable Projection, Full Functional, fuzzy means, λ = τ ·max(ATA)

Συν. δεδοµένων Αλγόριθµος RMSE Εκπαίδευσης RMSE Επικύρωσης RMSE ∆οκιµής Επαναλήψεις Χρόνος (s)

Auto MPG, (10,43)

τ, VP, σταθ. σ 2.6174 2.3417 2.0659 0 0.1
τ, VP, µετ. σ 2.6174 2.3417 2.0659 0 0.1

τ = 10−1, FF, σταθ. σ 2.5245 2.3400 2.0223 4 0.1
τ, FF, µετ. σ 2.6174 2.3417 2.0659 0 0.1
fuzzy means 2.6174 2.3417 2.0659 - 0.002

Friedman, (7,119)

τ = 100, VP, σταθ. σ 0.7110 1.0421 1.0782 1 0.4
τ = 103, VP, µετ. σ 0.7065 1.0154 1.0600 11 1.6
τ = 100, FF, σταθ. σ 0.7377 1.0287 1.0683 11 0.3
τ = 100, FF, µετ. σ 0.7155 1.0077 1.0512 13 1.3

fuzzy means 0.8278 1.0894 1.1039 - 0.02

Boston Housing, (11,93)

τ = 100, VP, σταθ. σ 2.3566 2.7838 2.8368 1 0.5
τ = 103, VP, µετ. σ 2.9822 2.8526 2.9975 8 1.1

τ = 10−3, FF, σταθ. σ 2.2339 2.7178 2.7621 2 0.6
τ = 100, FF, µετ. σ 2.3564 2.7209 2.8753 9 1.2

fuzzy means 3.2695 2.9723 3.0851 - 0.01

CPU Small, (17,239)

τ = 103, VP, σταθ. σ 2.5623 3.2015 3.0096 12 67
τ = 103, VP, µετ. σ 2.4891 3.1391 2.9586 14 98

τ = 10−1, FF, σταθ. σ 2.4375 3.1025 2.9145 15 38
τ = 10−1, FF, µετ. σ 2.5159 3.0827 2.9227 15 42

fuzzy means 2.8591 3.3315 3.1668 - 0.7

Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής.
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Στα επόµενα διαγράµµατα (σχήµα 6.1 - 6.2) παρουσιάζεται η πορεία που ακολουθεί το σφάλµα στο
σύνολο επικύρωσης για κάθε µια από τις µεθοδολογίες. Στην περίπτωση της εκκίνησης µε κέντρα από
τον αλγόριθµο k-means, αναπαρίσταται εκείνη η πορεία που αντιστοιχεί στη ϐέλτιστη τιµή από τα 20
τρεξίµατα.

(αʹ) AutoMPG (ϐʹ) Friedman

(γʹ) Boston Housing (δʹ) CPUSmall

Σχήµα 6.1: Η µεταβολή στη ϐέλτιστη λύση του κόστους στο σύνολο επικύρωσης για τις διάφορες µεθοδολογίες
µε εκκίνηση κέντρων από τον αλγόριθµο k-means.
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(αʹ) AutoMPG (ϐʹ) Friedman

(γʹ) Boston Housing (δʹ) CPUSmall

Σχήµα 6.2: Η µεταβολή στη ϐέλτιστη λύση του κόστους στο σύνολο επικύρωσης για τους διάφορους αλγορίθµους
µε εκκίνηση από τον αλγόριθµο fuzzy means.
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Στην περίπτωση της εκκίνησης των κέντρων µε τον αλγόριθµο k-means, λόγω της στοχαστικής του
ϕύσης, σε κάθε εφαρµογή του αλγορίθµου επιστρέφονται διαφορετικά αποτελέσµατα. Για το λόγο αυτό
και για την απόκτηση συνεπών αποτελεσµάτων, πρέπει να γίνει µια πληθώρα εφαρµογών των οποίων
τα αποτελέσµατα αναγράφονται µε τη µέγιστη τιµή και τη µέση τιµή µαζί µε την τυπική απόκλιση σε
παρένθεση. Σε όλες τις περιπτώσεις ϕαίνεται η τιµή της τυπικής απόκλισης να είναι σχετικά µικρή,
διασφαλίζοντας έτσι την εγγυρότητα των αποτελεσµάτων.

Για να εξεταστεί η τυχόν επίδραση της παραµέτρου λ στον αλγόριθµο Levenberg-Marquardt, δο-
κιµάστηκαν διάφορες τιµές σε κάθε µεθοδολογία και στα 4 σύνολα δεδοµένων της ϐιβλιογραφίας. Αν
σκεφτεί κανείς τον αλγόριθµο Levenberg-Marquardt ως µια µέθοδο περιοχής εµπιστοσύνης, η οποία
εναλλάσεται από τη µέθοδο απότοµης κατάβασης (µεγάλες τιµές λ) στη µέθοδο Newton (µικρές τιµές λ),
τότε δικαιολογείται το γεγονός ότι εκκίνηση µε µικρές τιµές λ έχει ως αποτέλεσµα λιγότερες επαναλήψεις
µε µεγάλα ϐήµατα, ενώ µεγάλες τιµές λ περισσότερες επαναλήψεις µε µικρά ϐήµατα. Από τα σύνολα
δεδοµένων της ϐιβλιογραφίας ϕαίνεται να µην υπάρχει µια συγκεκριµένη τιµή λ στην οποία όλες οι
µεθοδολογίες να ανταποκρίνονται καλά όσον αφορά τα σφάλµατα στο σύνολο επικύρωσης και δοκιµής
ή, και ακόµα, να εξελίσσεται το σφάλµα µε τον ίδιο τρόπο αυξάνοντας ή µειώνοντας την τιµή του λ.
Ωστόσο, για τις διάφορες τιµές της παραµέτρου λ ϕαίνεται στις περισσότερες περιπτώσεις να ξεπερνιέται
το µέσο ή το ϐέλτιστο σφάλµα του συνόλου δοκιµής για εκκίνηση κέντρων από k-means, ή το σφάλµα
για εκκίνηση κέντρων από fuzzy means, κάτι το οποίο επιβεβαιώνεται από τους πίνακες 6.14 και 6.15.

Από τα αποτελέσµατα των προηγούµενων σελίδων κανείς µπορεί να δει ότι, γενικά, η επιλογή της
εκκίνησης των κέντρων µε τον αλγόριθµο fuzzy means οδηγεί σε καλύτερα αποτελέσµατα όσον αφορά
τις ϐέλτιστες τιµές του RMSE στο σύνολο επικύρωσης και δοκιµής στις περισσότερες των περιπτώσεων.
Αν ληφθεί υπόψη η µέση τιµή του RMSE στις µεθοδολογίες µε εκκίνηση κέντρων από τον αλγόριθµο
k-means, τότε κανείς παρατηρεί την υπεροχή του fuzzy means έναντι του προηγούµενου. Ακόµα, µε
αυτή την επιλογή περιορίζεται το µέγεθος των δικτύων σε όλα τα σύνολα δεδοµένων της ϐιβλιογραφίας,
κάτι το οποίο αντανακλά στους απαιτούµενους υπολογιστικούς χρόνους της εκπαίδευσης, κυρίως στα
µεγάλα σύνολα δεδοµένων.

Η εισαγωγή µεταβλητών ευρών για τις συναρτήσεις ϐάσης οδηγεί, γενικά, σε ϐελτιωµένα αποτελέσµα-
τα, χωρίς να λείπουν ϐεβαίως κι εδώ οι ανάλογες εξαιρέσεις σε συγκεκριµένες περιπτώσεις.

΄Οσον αφορά τις δύο κύριες µεθοδόλογιές, του µειωµένου συναρτησιακού (VP) και του πλήρους
συναρτησιακού (FF), υπάρχουν ορισµένες σηµαντικές παρατηρήσεις. Το πρώτο που παρατηρεί κανείς
είναι οι αυξηµένες επαναλήψεις στη δεύτερη περίπτωση, ενώ όσον αφορά τα αποτελέσµατα του RMSE
στα σύνολα επικύρωσης και δοκιµής παρουσιάζονται ϐελτιωµένα σε σχέση µε την πρώτη περίπτωση στην
πλειονότητα των δοκιµών.

Θεωρητικά, η µέθοδος VP σε κάθε επανάληψη του αλγορίθµου Levenberg-Marquardt έχει εξα-
σφαλισµένες τις ϐέλτιστες τιµές για τα ϐάρη, µιας και αυτά προέρχονται από τη λύση του γραµµικού
προβλήµατος ελαχίστων τετραγώνων για τις δεδοµένες ϑέσεις των κέντρων. Η ποιότητα του τοπικού
ελαχίστου για τα κέντρα είναι αυτή που ϑα καθορίσει το κατά πόσο ϑα αξιοποιηθεί το πλεονέκτηµα
των ϐέλτιστων τιµών των ϐαρών και, τελικά, την απόδοση του δικτύου. Αν οι ϑέσεις των κέντρων, στην
οποία ϑα καταλήξουν οι επαναλήψεις του αλγορίθµου Levenberg-Marquardt, δεν είναι καλές, τότε ϑα
υποβαθµίζεται, κατά κάποιο τρόπο, το συνολικό αποτέλεσµα.

Από την άλλη, στην περίπτωση της µεθόδου FF, δεν υπάρχει εγγυηµένο ϐέλτιστο για τα ϐάρη, καθώς
σε κάθε επανάληψη του αλγορίθµου Levenberg-Marquardt µεταβάλλονται ταυτοχρόνως οι ϑέσεις των
κέντρων και οι τιµές των ϐαρών. Στην περίπτωση αυτή, είναι πιθανόν να ϐρεθεί ένα συνολικά καλύτερο
τοπικό ελάχιστο για τα κέντρα και τα ϐάρη, ώστε το τελικό αποτέλεσµα να ξεπεράσει αυτό της µεθόδου
VP ως προς την απόδοση του δικτύου.

Γενικά κανείς ϑα περίµενε στις περισσότερες των περιπτώσεων η µέθοδος VP να παράγει καλύτερο
αποτέλεσµα σε σχέση µε την FF, δεδοµένου ότι σε κάθε επανάληψη είναι εξασφαλισµένη η εύρεση του
ολικού ελαχίστου ως προς τα ϐάρη, κάτι που πάντως δεν επαληθεύεται στα συγκεκριµένα 4 σύνολα
δεδοµένων που δοκιµάσθηκαν. Για την εξαγωγή πιο ασφαλών συµπερασµάτων απαιτούνται δοκιµές
σε περισσότερα σύνολα δεδοµένων, ενώ ϑα πρέπει επίσης να διερευνηθούν πιο εντατικά σηµαντικές
παράµετροι που επηρεάζουν τα αποτελέσµατα, όπως η ϱύθµιση των λειτουργικών παραµέτρων των
αλγορίθµων (π.χ του λ), καθώς και η επιλογή των κριτηρίου τερµατισµού.
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΄Οσον αφορά τους υπολογιστικούς χρόνους, ϕαίνεται να σχετίζονται ίσως και µε την επιλογή της
τιµής της παραµέτρου λ, καθώς αυτή καθορίζει το µέγεθος των ϐηµάτων και, τελικά, τον αριθµό των
επαναλήψεων του αλγορίθµου Levenberg-Marquardt.

Σύγκριση µε άλλες µεθοδολογίες εκπαίδευσης της ϐιβλιογραφίας

Στους παρακάτω πίνακες γίνεται σύγκριση των µεθοδολογιών της παρούσας εργασίας µε τις µεθοδο-
λογίες που περιγράφονται στο [Alexandridis13], τόσο για την απόδοση του δικτύου (πίνακας 6.16) όσο
και για τον υπολογιστικό χρόνο (πίνακας 6.17). Επιλέγονται τα αποτελέσµατα εκείνα τα οποία δίνουν
τις ϐέλτιστες τιµές στο σύνολο δοκιµής για τις δύο κύριες µεθοδολογίες, Variable Projection και Full
Functional. Ωστόσο, στις µεθοδολογίες της παρούσας εργασίας ο υπολογιστικός χρόνος αφορά µόνο
την εκπαίδευση του δικτύου, των υπολογισµό δηλαδή των παραµέτρων, χωρίς να περιλαµβάνονται οι
χρόνοι για τη διευρεύνηση του ϐέλτιστου αριθµού κέντρων, οπότε αναµένονται και οι σχετικές διαφορές.
Στο σηµείο αυτό, πρέπει να τονιστεί ότι οι µετρήσεις που αφορούν τους υπολογιστικούς χρόνους έχουν
πραγµατοποιηθεί σε διαφορετικούς υπολογιστές.

Πίνακας 6.16: Αποτελέσµατα των προτεινόµενων µεθοδολογιών ως προς το ϐέλτιστο σφάλµα στο σύνολο
δοκιµής συγκρινόµενα µε άλλες µεθοδολογίες ως προς τα κόστη στα σύνολα εκπαίδευσης, επικύρωσης
και εφαρµογής.

Συν. δεδοµένων Αλγόριθµος RMSE Επικύρωσης RMSE ∆οκιµής Ασαφής διαχωρισµός Αριθµός µονάδων

Auto MPG
PSO-NSFM 2.11 (2.14±3.19×10−2) 1.95 (2.09±8.96×10−2) [27 4 4 32 4 8] 36 (39±24)

SFM 2.22 2.12 10 41

MLP 2.51 2.34 - [23 19]

τ = 10−1, FF fuzzy means, σταθ. σ 2.3400 2.0223 10 43

τ, VP fuzzy means 2.3417 2.0659 10 43

Boston Housing
PSO-NSFM 2.35 (2.38±3.13×10−2) 2.72 (3.12±2.26×10−1) [48 50 39 4 50 24 4 6 28 45 18 5 11] 138 (141±17)

SFM 2.77 2.93 16 146

MLP 2.47 3.38 - [18 19]

τ = 10−3, FF fuzzy means, σταθ. σ 2.7178 2.7621 11 93

τ = 100, VP fuzzy means, σταθ. σ 2.7838 2.8368 11 93

CPU Small
PSO-NSFM 2.80 (2.83±1.34×10−2) 2.81 (2.83±2.39×10−2) [4 7 18 15 16 32 24 29 26 16 35 20] 467 (463±261)

SFM 2.87 2.84 23 480

MLP 3.01 3.02 - [24 30]

τ = 10−1, FF fuzzy means, σταθ. σ 3.1025 2.9145 17 239

τ = 103, VP fuzzy means, µετ. σ 3.1391 2.9586 17 239

Friedman
PSO-NSFM 9.08×10−1 (9.33×10−1±1.61×10−2) 1.06 (1.07±3.03×10−2) [8 4 4 32 4] 114 (116±66)

SFM 9.64×10−1 1.09 8 179

MLP 1.04 1.08 - [15 15]

τ = 100, FF fuzzy means, µετ. σ 1.0077 1.0512 7 119

τ = 103, VP fuzzy means, µετ. σ 1.0154 1.0600 7 119

Οι αριθµοί σε έντονη γραµµατοσειρά υποδηλώνουν το ϐέλτιστο αποτέλεσµα ανά σύνολο στο σύνολο δοκιµής.

Πίνακας 6.17: Αποτελέσµατα των προτεινόµενων µεθοδολογιών ως προς το ϐέλτιστο σφάλµα στο σύνολο
δοκιµής συγκρινόµενα µε άλλες µεθοδολογίες ως προς τον υπολογιστικό χρόνο.

Συν. δεδοµένων / Αλγόριθµος
Υπολογιστικός χρόνος (s)

PSO-NSFM (complete) SFM MLP FF fuzzy means VP fuzzy means
Auto MPG 92 (388±113) 8 1174 0.1 0.1

Boston Housing 2588 (2824±877) 13 2402 0.6 0.5
CPU small 4505 (2377±1053) 790 2814 38 98
Friedman 133 (436±123) 47 1300 1.3 1.6

Οι µεθοδολογίες της παρούσας εργασίας ϕαίνεται να ξεπερνούν τα δίκτυα MLP όσον αφορά τις τιµές
κόστους στο σύνολο δοκιµής σε όλες τις περιπτώσεις. Επίσης, σε 3 από τα 4 σύνολα οι προτεινόµενες
µέθοδοι ξεπερνούν τον αλγόριθµο SFM. Σχεδόν σε όλες τις περιπτώσεις ϕαίνεται να ξεπερνιέται η µέση
τιµή του PSO-NSFM στο σύνολο δοκιµής, ενώ σε ορισµένες περιπτώσεις και η ϐέλτιστη τιµή αυτού του
συνόλου. Θα πρέπει να τονισθεί ότι σε όλες τις µεθόδους που έχουν χρησιµοποιηθεί για σύγκριση, έχει
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εφαρµοστεί ξεχωριστή διαδικασία ϐελτιστοποίησης του µεγέθους του δικτύου, κάτι που δεν έχει γίνει
για τις προτεινόµενες µεθοδολογίες και ϑα µπορούσε να ϐελτιώσει σηµαντικά τα αποτελέσµατα. ΄Οσον
αφορά τον υπολογιστικό χρόνο, δε µπορεί να γίνει ακριβής σύγκριση, λόγω του διαφορετικού τρόπου
υπολογισµού στις παραπάνω µεθοδολογίες, ωστόσο σηµειώνεται ότι οι προτεινόµενες µέθοδοι υπερέχουν
κατά πολλές τάξεις µεγέθους, ειδικά σε σχέση µε τον αλγόριθµο PSO-NSFM και τα δίκτυα MLP.
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Κεφάλαιο 7

Συµπεράσµατα

Η εκπαίδευση ενός νευρωνικού δικτύου τύπου RBF είναι µια πολύπλοκη διαδικασία, καθώς για τη
σωστή λειτουργία του πρέπει να υπολογιστούν οι κατάλληλες τιµές των παραµέτρων, ώστε να αποκτάται
η επιθυµητή απόδοση του δικτύου σε λογικό χρονικό διάστηµα.

Η εκπαίδευση ενός δικτύου RBF µπορεί να ϑεωρηθεί ως ένα πολυδιάστατο πρόβληµα ϐελτιστοποίη-
σης µε ορισµένες ιδιαιτερότητες [Alexandridis13]. Ο αριθµός των µονάδων RBF, οι ϑέσεις των κέντρων,
τα εύρη αλλά και τα συναπτικά ϐάρη επηρεάζουν τόσο την απόδοση όσο και τα χαρακτηριστικά του
δικτύου. Σηµαντική κρίνεται η αρχική επιλογή των κέντρων, ο αριθµός τους και οι ϑέσεις, [Chen91],
οπότε οι αλγόριθµοι εκπαίδευσης πρέπει να εστιάζουν στην κατάλληλη επιλογή τους ή και τη µετέπειτα
τροποποίηση των ϑέσεων προκειµένου να κατασκευαστεί ένα επαρκές µοντέλο.

Αντικείµενο της συγκεκριµένης εργασίας αποτελεί η ανάπτυξη µεθόδων για την εκπαίδευση ενός δι-
κτύου RBF, ϐάση των οποίων αποτελεί ο αλγόριθµος ϐελτιστοποίησης Levenberg-Marquardt. Οι ϑέσεις
των κέντρων των µονάδων RBF, τα συναπτικά ϐάρη και τα εύρη των συναρτήσεων ϐάσης υπολογίζονται
µέσω αυτού του αλγορίθµου. Οι µέθοδοι διαφέρουν στον τρόπο υπολογισµού των παραµέτρων. Στη µια
περίπτωση, πραγµατοποιείται απαλοιφή των ϐαρών και κατόπιν ελαχιστοποίηση του µειωµένου συναρ-
τησιακού προβολής µεταβλητής (Variable Projection, VP), το οποίο περιλαµβάνει µόνο τα κέντρα. Σε
κάθε επανάληψη του αλγοριθµού, ενηµερώνονται οι ϑέσεις των κέντρων ενώ τα ϐάρη του δικτύου υπολο-
γίζονται από τη λύση ενός γραµµικού προβλήµατος ελαχίστων τετραγώνων για τις τρέχουσες ϑέσεις των
κέντρων. Στην άλλη περίπτωση, δεν πραγµατοποιείται διαχωρισµός των συνόλων των παραµέτρων, οπότε
το πρόβλµα προς ελαχιστοποίηση αφορά το πλήρες συναρτησιακό (Full Functional, FF). Οι ϑέσεις των
κέντρων και οι τιµές των ϐαρών ενηµερώνονται σε κάθε επανάληψη του αλγορίθµου. Οι αρχικές ϑέσεις
των κέντρων προέρχονται από τους αλγόριθµους k-means και fuzzy means, ενώ οι τιµές των ευρών των
συναρτήσεων ϐάσης από τη µέθοδο των p-κοντινότερων γειτόνων.

Στη µέθοδο VP, κάθε επανάληψη του αλγορίθµου Levenberg-Marquardt εξασφαλίζει τις ϐέλτιστες
τιµές για τα ϐάρη για τις συγκεκριµένες ϑέσεις των κέντρων. Η ποιότητα του τοπικού ελαχίστου των
ϑέσεων των κέντρων είναι αυτή που, τελικά, καθορίζει τη συνολική απόδοση του δικτύου. Αντιθέτως,
στη µέθοδο FF, αν και δεν υπάρχει εγγύηση για ϐέλτιστες τιµές ϐαρών για τις τοποθεσίες των κέντρων
που προκύπτουν σε κάθε επανάληψη, είναι πιθανόν το συνολικό ελάχιστο που πετυχαίνουν τα ϐάρη και
τα κέντρα να δίνει καλύτερα αποτελέσµατα, ενώ παρατηρείται µια αντίστοιχη αύξηση στον αριθµό των
επαναλήψεων που απαιτούνται για σύγκλιση.

Οι δοκιµές των παραπάνω µεθοδολογιών πραγµατοποιήθηκαν σε 4 σύνολα δεδοµένων της ϐιβλιο-
γραφίας, πραγµατικών και συνθετικών, και για διάφορες τιµές της παραµέτρου λ του αλγορίθµου
Levenberg-Marquardt. Αναλόγως της µεθοδολογίας και της τιµής του λ, τα αποτελέσµατα ϑα διαφέρουν,
ενώ η σύγκρισή τους µε άλλες µεθοδολογίες της ϐιβλιογραφίας τις καθιστά ιδιαίτερα ανταγωνιστικές,
όσον αφορά τις τιµές RMSE στα σύνολα επικύρωσης και δοκιµής, σε συνδυασµό µε τους υπολογιστικούς
χρόνους.

Αν και τα πρώτα αποτελέσµατα που παρουσιάζονται σε αυτή τη διπλωµατική εργασία κρίνονται
ικανοποιητικά, υπάρχει περιθώριο για ϐελτίωσή τους. Η µελλοντική έρευνα που ϑα γίνει προς αυτή την
κατεύθυνση περιλαµβάνει :
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• διερεύνηση της επιλογής των λειτουργικών παραµέτρων του αλγορίθµου (π.χ του λ) καθώς και των
κριτηρίων τερµατισµού

• τροποποίηση των µεθόδων για την αυτόµατη επιλογή του αριθµού των κέντρων, π.χ µε παλινδρόµηση
LASSO αντί για απλής γραµµικής παλινδρόµησης

• εισαγωγή περιορισµών για τις ϑέσεις των κέντρων

• δοκιµές σε µεγαλύτερο αριθµό συνόλων δεδοµένων

• επιλογή διαφορετικών συναρτήσεων ϐάσης
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