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Περίληψη

Η νοηματική γλώσσα είναι η φυσική γλώσσα που χρησιμοποιείται από τους κωφούς και

τα άτομα με προβλήματα ακοής για την επικοινωνία. Ξεχωρίζει από τις υπόλοιπες γλώσσες

καθώς είναι οπτικοκινητική, δηλαδή χρησιμοποιεί την κίνηση του χεριού και τις εκφράσεις

του προσώπου για να μεταδώσει νόημα, και η γραμματική της διαφέρει από τις τυπικές ομι

λούμενες γλώσσες, αφού έχει δημιουργηθεί από τους κωφούς. Το Fingerspelling (ή δακτυ

λοσυλλαβισμός) συγκεκριμένα είναι η διαδικασία αναπαράστασης γραμμάτων και αριθμών

που δεν έχουν το δικό τους σύμβολο, όπως ονόματα ή τεχνικοί όροι.

Λόγω των πρόσφατων εξελίξεων στη μηχανική μάθηση και στην όραση υπολογιστών, έχει

γίνει πιο εύκολο για τους υπολογιστές να κατανοήσουν διαφορετικά σύμβολα και ακολουθίες

με δακτυλοσυλλαβισμό σε πραγματικό χρόνο, χρησιμοποιώντας μια ποικιλία χαρακτηριστι

κών όπως η έκφραση του προσώπου του χρήστη και οι χειρονομίες. Σε αυτήν τη διπλωματική

εργασία, θα επικεντρωθούμε στην αναγνώριση δακτυλοσυλλαβισμού της Αμερικανικής νο

ηματικής γλώσσας από βίντεο εξετάζοντας τόσο την στατική περίπτωση (frametoletter) όσο

και την ακολουθιακή (sequence of frames to sequence of letters). Στη συνέχεια, εφαρμόζον

ται προεκπαιδευμένα μοντέλα για την εξαγωγή χρήσιμων χαρακτηριστικών από τις εικόνες,

τα οποία θα αποτελέσουν είσοδο σε ένα νέο μοντέλο το οποίο θα δίνει γράμματα ως αποτέλε

σμα. Μέσω αυτής της διαδικασίας καταλήγουμε σε κάποια συμπεράσματα αναφορικά με την

απόδοση των προσεγγίσεων συγκρίνοντας διάφορες μεθόδους και προτείνουμε μελλοντικές

βελτιώσεις της εργασίας.
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Abstract

Sign language is the natural language used by the deaf and the hearing impaired in order to

communicate. It differs from other languages since it uses hand motion and facial expressions

to convey meaning, and its grammar is different from the typical spoken languages since it

has been created by the deaf. Fingerspelling specifically is the process of representing words

that do not have their own sign, such as names or technical terms, by signing their letter

sequence.

Due to the recent advancements in machine learning and computer vision, it is getting easier

for computers to understand various signs and fingerspelled sequences in real time, by using

a variety of features such as the signer’s facial expression and hand gesture. In this diploma

thesis, we will concentrate on translating American Sign Language fingerspelling from video

examining both the static case (frametoletter) and the sequential case (sequence of frames to

sequence of letters). Then, pretrained models are applied to extract useful features from the

images, which are fed to a newmodel that outputs letters. Through this process we reach some

conclusions regarding the performance of the approaches by comparing different methods

and we suggest future improvements of our work.
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Κεφάλαιο 1

Εισαγωγή

Η νοηματική γλώσσα είναι η μέθοδος επικοινωνίας που χρησιμοποιείται από τους κω

φούς και αποτελείται από χειρονομίες χεριών και κινήσεις του προσώπου. Υπάρχει μια κοινή

παρανόηση ότι οι νοηματικές γλώσσες εξαρτώνται από τις ομιλούμενες γλώσσες, ωστόσο

αυτό δεν ισχύει επειδή οι νοηματικές γλώσσες έχουν εφευρεθεί από τους ανθρώπους που

τις χρησιμοποιούν, τους κωφούς, οι οποίοι μπορεί να μην γνωρίζουν άλλη γλώσσα. Για πα

ράδειγμα, η Αμερικανική Νοηματική Γλώσσα και η Βρετανική Νοηματική Γλώσσα είναι

αρκετά διαφορετικές. Φυσικά, δεν έχουν όλες οι προφορικές λέξεις μια αντίστοιχη χειρονο

μία, έτσι τα χέρια χρησιμοποιούνται για την αναπαράσταση γραμμάτων και αριθμών για τη

δημιουργία της λέξης. Αυτό ονομάζεται δάκτυλοσυλλαβισμός (ή δακτυλολογία), αντιπρο

σωπεύει το 1235 % της αμερικανικής νοηματικής γλώσσας (ASL) [7], και είναι το θέμα το

οποίο θα μελετηθεί στην παρούσα διπλωματική εργασία.

1.1 Το Πρόβλημα και η Σημασία του

Λόγω των πρόσφατων ραγδαίων εξελίξεων στη βαθιά μάθηση και στην όραση υπολο

γιστών, η μετάφραση νοηματικής γλώσσας έχει κερδίσει μεγάλη προσοχή και η δημιουργία

νέων αποτελεσματικών αλγορίθμων έχει συμβάλλει στην εξέλιξη του τομέα. Υπάρχει μια

ποικιλία εφαρμογών που αποσκοπούν στο να βοηθήσουν τα άτομα με προβλήματα ακοής

να επικοινωνούν με τον υπόλοιπο κόσμο, ακόμη και με άτομα που δεν γνωρίζουν νοημα

τική γλώσσα. Ένα μεγάλο ποσοστό αυτών των εφαρμογών διαθέτει περιορισμένο λεξιλόγιο

χειρονομιών οι οποίες μπορούν να μεταφραστούν, κάτι το οποίο δεν αντικατοπτρίζει τον

πραγματικό κόσμο. Για αυτό και στις προβλέψεις του μοντέλου που υλοποιείται στα πλαίσια

1



2 Κεφάλαιο 1. Εισαγωγή

της διπλωματικής, στόχος είναι η πρόβλεψη ακολουθίας γραμμάτων και όχι λέξεων. Άλλα

εμπόδια που συναντώνται στην έρευνα αυτού του πεδίου περιλαμβάνουν την παραλλαγή στις

νοηματικές γλώσσες σε όλο τον κόσμο, τους διαφορετικούς χρήστες και τις κινήσεις τους,

τον αριθμό των χεριών που χρησιμοποιούν και την ομοιότητα ορισμένων γραμμάτων κατά

τον δακτυλοσυλλαβισμό. Έτσι απαιτείται η ανάπτυξη μοντέλων τα οποία θα έχουν τη δυ

νατότητα να μαθαίνουν χαρακτηριστικά και να αναγνωρίζουν γράμματα έχοντας ως είσοδο

βίντεο και όχι μόνο εικόνες, χωρίς να επηρεάζονται από τα εμπόδια που αναφέρθηκαν πριν.

Στην εξαγωγή χρήσιμων χαρακτηριστικών βοηθά η χρήση προεκπαιδευμένων μοντέλων βα

σισμένων σε Συνελικτικά Νευρωνικά Δίκτυα (CNN) ενώ τα Επαναλαμβανόμενα Νευρωνικά

Δίκτυα (RNN) αποτελούν την πιο συνήθη επιλογή για ανάπτυξη ακολουθιακών μοντέλων

καθώς διαθέτουν μνήμη και μπορούν να επεξεργαστούν ακολουθίες από βίντεο με διαφορε

τικά μήκη.

Τα περισσότερα από τα δεδομένα που σχετίζονται με την αναγνώριση νοηματικής γλώσ

σας έχουν καταγραφεί σε κλειστό ελεγχόμενο περιβάλλον. Πολλά από τα σύνολα δεδομέ

νων που είναι διαθέσιμα στο διαδίκτυο περιέχουν περιορισμένο αριθμό λεξιλογίου και έχουν

λίγους χρήστες. Τα σύνολα δεδομένων που χρησιμοποιούνται σε αυτή τη διατριβή και θεω

ρούνται πιο ρεαλιστικά και είναι το ChicagoFSVid και ο απόγονος του, ChicagoFSWild [6],

τα οποία κυκλοφόρησαν και τα δύο από το Toyota Technological Institute στο Σικάγο. Τα

βίντεο περιλαμβάνουν γρήγορες κινήσεις χεριών και δεν υπάρχει σαφής διάκριση της αρ

χής και του τέλους κάθε γράμματος, ενώ οι διαφορετικές συνθήκες κάθε βίντεο καθιστούν

το πρόβλημα ακόμα πιο απαιτητικό. Έτσι, θα γίνει δοκιμή διάφορων προεκπαιδευμένων μο

ντέλων για την εξαγωγή χαρακτηριστικών από αυτες τις εικόνες, και τα χαρακτηριστικά θα

δωθούν ως είσοδος σε ένα στατικό και σε ένα ακολουθιακό (Sequence to Sequence) μοντέλο

που θα προβλέπει το αντίστοιχο γράμμα.

1.2 Σχετικές Εργασίες

Γενικά, η αναγνώριση νοηματικής γλώσσας από βίντεο αντιμετωπίζεται ως πρόβλημα

μετάφρασης ακολουθίας σε ακολουθία, δεδομένου ότι ο στόχος είναι η μετάφραση ακολου

θιών βίντεο σε ακολουθίες γραμμάτων ή λέξεων. Το αρχικό βήμα σε αυτά τα προβλήματα

είναι η ανίχνευση χεριών και στην συνέχεια η εξαγωγή χαρακτηριστικών, τα οποία τροφοδο

τούνται σε διάφορες αρχιτεκτονικές βαθιών νευρωνικών δικτύων. Ένας τέτοιος δημοφιλής



1.2 Σχετικές Εργασίες 3

μηχανισμός είναι ο EncoderDecoder [8].

Μια νέα επαναστατική μέθοδος στον τομέα της Βαθιάς Μάθησης και βελτίωση του μη

χανισμού EncoderDecoder είναι ο μηχανισμός προσοχής [9]. Στην ουσία αποτελεί διασύν

δεση του Encoder με τον Decoder, δίνοντας στον Decoder πληροφορία της κάθε κρυφής

κατάστασης του Encoder. Με λίγα λόγια δίνεται περισσότερο βάρος σε συγκεκριμένα κομ

μάτια της εισόδου και γι’αυτό ο μηχανισμός αποδίδει καλύτερα και με ακολουθίες μεγάλου

μήκους. Οι συγγραφείς του [10] χρησιμοποίησαν το Faster RCNN [11] για να εντοπίσουν

το παραλληλόγραμμο οριοθέτησης των χεριών και ένα τρισδιάστατο CNN για εξαγωγή χα

ρακτηριστικών. Στη συνέχεια, προτείνουν ένα νέο Ιεραρχικό Δίκτυο Προσοχής για συνεχή

αναγνώριση νοηματικής γλώσσας. Αποτελεί τελικά επέκταση του LSTM εξοπλισμένο με

τον μηχανισμό προσοχής και αποτελείται από 2 encoders προσοχής LSTM και έναν απλό

decoder LSTM. Οι συγγραφείς του [12] ακολουθούν μια παρόμοια προσέγγιση, αλλά δοκι

μάζουν διάφορους αυτόματους encoders ως εξαγωγείς χαρακτηριστικών. Ομοίως, στο [6],

οι συγγραφείς χρησιμοποιούν έναν ανιχνευτή χεριών για να εντοπίσουν το χέρι και στη συ

νέχεια τροφοδοτούν τις εικόνες σε ένα CNN για να παράγουν μια ακολουθία διανυσμάτων

χαρακτηριστικών. Αυτά τα διανύσματα τροφοδοτούνται σε ένα LSTM, το οποίο διατηρεί τη

χρονική δομή και εξάγει διανύσματα κρυφής κατάστασης (hidden state vectors), τα οποία

στην συνέχεια τροφοδοτούνται σε έναν LSTM decoder προσοχής και παράλληλα σε έναν

decoder CTC [13]. Στο [14], οι ίδιοι συγγραφείς χρησιμοποιούν ένα προπαρασκευασμένο

μοντέλο προσοχής επαναληπτικά για να βρουν το παραλληλόγραμμο οριοθέτησης των χε

ριών. Το συνδυάζουν με τον υπολογισμό της οπτικής ροής και μπορούν στη συνέχεια να

ανιχνεύσουν το χέρι το οποίο κάνει νοηματική χωρίς τη χρήση ξεκάθαρου ανιχνευτή χεριών.

Θεωρούν επίσης το πρόσωπο ως περιοχή ενδιαφέροντος εξάγοντας χαρακτηριστικά και από

εκεί, ενώ ενσωματώνουν ένα γλωσσικό μοντέλο που βρίσκει την πιθανότητα του επόμενου

γράμματος δωσμένων των προηγούμενων.

Εκτός από τις μεθόδους ΒαθιάςΜάθησης που περιγράφονται παραπάνω, τα κρυφάΜαρ

κοβιανά μοντέλα (hidden Markov models  HMMs) μπορούν επίσης να επιτύχουν καλά απο

τελέσματα. Στο [15], προκειμένου να ανιχνεύσουν τα χέρια σε πραγματικό χρόνο, οι συγγρα

φείς χρησιμοποίησαν γάντια με χρώματα και μια μονόχρωμη κάμερα και προχώρησαν στην

εκπαίδευση ενός HMM για την αναγνώριση των λέξεων. Οι συγγραφείς του [16], χρησι

μοποίησαν ένα περιβραχιόνιο «Myo» για να μεταφράσουν απομονωμένες χειρονομίες στην

ομιλία. Χρησιμοποιώντας μερικές μετρήσεις από το περιβραχιόνιο, εκπαίδευσαν ένα HMM
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χρησιμοποιώντας διάφορες κρυφές καταστάσεις, αποδίδοντας συνολική ακρίβεια 81,20%.

Μια σύγκριση μεταξύ HMMs, Νευρωνικών Δικτύων, Conditional Random Fields και Μη

χανών Διανυσματικής Υποστήριξης παρουσιάζεται στο [17]. Οι συγγραφείς ασχολούνται με

την βραζιλιάνικη νοηματική, χρησιμοποιώντας στατικές και συνεχείς χειρονομίες και συγ

κρίνουν τα αποτελέσματά τους με νευρωνικό δίκτυο και HMM. Καταλήγουν στο συμπέρα

σμα ότι το αποτέλεσμα των πειραμάτων εξαρτάται σε μεγάλο βαθμό από τον επιλεγμένο

ταξινομητή χειρονομίας.

1.3 Προσέγγιση και Συνεισφορά της Διπλωματικής

Η παρούσα διπλωματική κατά κύριο λόγο προσεγγίζει το πρόβλημα αναγνώρισης δακτυ

λοσυλλαβισμού απο βίντεο ώς πρόβλημα μετάφρασης ακολουθιών εικόνων σε ακολουθίες

γραμμάτων, μελετάται όμως και μια στατική περίπτωση στην οποία κάθε εικόνα αντιστοιχεί

σε ένα γράμμα. Οπως προαναφέρθηκε τα 2 σύνολα δεδομένων που θα μελετηθούν είναι το

ChicagoFSWild και το Chicago FS Vid, τα οποία περιέχουν ακολουθίες εικόνων που αντι

στοιχούν σε μια λέξη. Αξίζει να σημειωθεί οτι στην Αμερικανική Νοηματική Γλώσσα συνή

θως χρησιμοποιείται μόνο το ένα χέρι για δακτυλοσυλλαβισμό. Στην περίπτωση του πρώτου

συνόλου δεδομένων, τα κύρια στάδια που ακολουθούνται είναι:

• Ανίχνευση παραλληλόγραμμου οριοθέτησης (bounding box) χεριού με χρήση του αλ

γορίθμου YOLO.

• Εξαγωγή χαρακτηριστικών με προεκπαιδευμένο μοντέλο.

• Δημιουργία νέου μοντέλου που παίρνει τα παραπάνω χαρακτηριστικά και παράγει

ακολουθία γραμμάτων έχοντας ως συνάρτηση απώλειας (loss function) την CTC.

Συνεπώς αρχικά γίνεται μελέτη ώστε να βρεθεί η κατάλληλη παράμετρος εμπιστοσύνης του

YOLO και εξετάζονται τρόποι με τους οποίους μπορεί να ανιχνευθεί το χέρι το οποίο κάνει

δακτυλοσυλλαβισμό. Σε δεύτερο στάδιο γίνεται δοκιμή διάφορων προεκπαιδευμένων μοντέ

λων για εξαγωγή χαρακτηριστικών και σύγκριση των αποτελεσμάτων τους όταν τα χαρακτι

ριστικά δοθούν σε CTC μοντέλο.

Το δεύτερο σύνολο Chicago FSVid περιέχει έτοιμες εικόνες χεριών οπότε δεν υπάρχει

η ανάγκη χρήσης ανιχνευτή χεριών. Έτσι μπορεί να εξεταστεί το CTC μοντέλο με διάφορα
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προεκπαιδευμένα μοντέλα εξαγωγής χαρακτηριστικών χωρίς να υπάρχουν λάθη στην διαδι

κασία ανίχνευσης χεριών. Επιπλέον το συγκεκριμένο σύνολο περιέχει και HoG χαρακτηρι

στικά τα οποία δοκιμάζονται ως είσοδος στο CTC μοντέλο. Τέλος μιας και δίνονται και ετικέ

τες για κάθε εικόνα, μπορεί να γίνει δοκιμή και ενός απλούστερου μοντέλου χωρίς RNN και

CTC και το πρόβλημα μετατρέπεται σε στατικό πρόβλημα ταξινόμησης σε επίπεδο εικόνας.

1.4 Δομή Διπλωματικής

Η δομή της διπλωματικής είναι η εξής:

• Το κεφάλαιο 2 αναφέρει βασικές αρχές νευρωνικών δικτύων και επεξηγεί τα μοντέλα

που χρησιμοποιούνται στην διπλωματική.

• Το κεφάλαιο 3 περιγράφει την δομή των 2 βάσεων δεδομένων που εξετάζονται.

• Στο κεφάλαιο 4 αναλύεται η προεπεξεργασία δεδομένων που έγινε για τη βάση FS

Wild και η μέθοδος που ακολουθήθηκε για τον εντοπισμό των χεριών. Εξετάζεται η

αποτελεσματικότητα της μεθόδου και αναλύονται τα αποτελέσματα της.

• Στο κεφάλαιο 5 περιγράφονται αναλυτικά οι μέθοδοι εξαγωγής χαρακτηριστικών για

την βάση FS Vid, και δοκιμάζεται το στατικό και το ακολουθιακό CTC μοντέλο σε

αυτά τα χαρακτηριστικά.

• Το 6ο κεφάλαιο περιέχει περίληψη των αποτελεσμάτων και κάποια συμπεράσματα.

• Τελος, το κεφάλαιο 7 αναφέρει τα συμπεράσματα της διπλωματικής και μελλοντικές

αλλαγές που θα μπορούσαν να γίνουν προκειμένου να υπάρξει βελτίωση.





Κεφάλαιο 2

Μοντέλα Βαθιάς Μάθησης

Η Τεχνητή Νοημοσύνη αποτελεί μεγάλο κομμάτι της καθημερινότητας, και συναντάται

σε εφαρμογές όπως η αυτόματη πρόβλεψη κειμένου, η αυτόνομη οδήγηση, η πρόβλεψη τι

μών στο χρηματιστήριο κτλ. Αναφέρεται στην ικανότητα της μηχανής να ”μαθαίνει” λαμβά

νοντας μεγάλο όγκο δεδομένων και να τα επεξεργάζεται προκειμένου να κατανοήσει κάποια

μοτίβα και να επιτύχει κάποιο στόχο. Ένα υποσύνολο της Τεχνητής Νοημοσύνης είναι η

Μηχανική Μάθηση η οποία και θα αναλυθεί παρακάτω.

2.1 Μηχανική Μάθηση και Νευρωνικά Δίκτυα

Οι υπολογιστές έχουν τη δυνατότητα επεξεργασίας μεγάλων ποσοτήτων δεδομένων σε

πολύ λίγο χρόνο, μια ικανότητα που ο ανθρώπινος εγκέφαλος δεν μπορεί να αποδώσει με

επιτυχία. Η Μηχανική Μάθηση ασχολείται με το να κάνει τους υπολογιστές να μαθαίνουν

από μεγάλες ποσότητες δεδομένων επαναλαμβάνοντας ορισμένες διαδικασίες. Υπάρχουν

πολλά προβλήματα που μπορεί να επιλύσει για παράδειγμα αναγνώριση κειμένου και ομι

λίας, όραση υπολογιστή, ανίχνευση αντικειμένων κ.λπ. Οι προσεγγίσεις που χρησιμοποιούν

ται για την εκπαίδευση τέτοιων αλγορίθμων θα μπορούσαν να χωριστούν 3 κατηγορίες: επι

τηρούμενη μάθηση, μη επιτηρούμενη μάθηση, εκμάθηση ενίσχυσης (reinforcement learn

ing).

Τα τεχνητά νευρωνικά δίκτυα (Artificial Neural Networks) είναι δίκτυα των οποίων η

δομή μοιάζει με τον ανθρώπινο εγκέφαλο. Ακριβώς όπως ο εγκέφαλος έχει βιολογικούς νευ

ρώνες για τη δημιουργία συνδέσεων, έτσι και αυτά έχουν νευρώνες των οποίων η είσοδος

είναι ένας αριθμός. Οι νευρώνες χρησιμοποιούν συναρτήσεις για να υπολογίσουν την έξοδο

7
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και να έχουν ένα βάρος που αλλάζει κατά τη διάρκεια της εκπαίδευσης και δείχνει πόσο

σχετικές είναι οι πληροφορίες. Η στοίβαξη των νευρώνων δημιουργεί στρώματα, τα οποία

μπορούν να ταξινομηθούν σε πολλές κατηγορίες καθώς αποδίδουν διαφορετικά. Τα TNN

προσαρμόζουν τα βάρη τους σύμφωνα με μια συνάρτηση απώλειας, που καθορίζεται από τη

φύση της εργασίας που εκτελείται. Η συνάρτηση απώλειας υπολογίζει το σφάλμα μεταξύ

της προβλεπόμενης εξόδου και της εξόδου στόχου και ο αλγόριθμος οπισθοδιάδοσης (back

propagation) χρησιμοποιείται για την αναπροσαρμογή των βαρών που κατανέμονται μεταξύ

των νευρώνων.

Αφού έγινε επεξήγηση της Μηχανικής Μάθησης και των Τεχνητών Νευρωνικών Δι

κτύων, μπορούμε τώρα να αναφερθούμε σε μια υποκατηγορία της Μηχανικής Μάθησης η

οποία σχετίζεται άμεσα με την διπλωματική, την Βαθιά Μάθηση. Η Βαθιά Μάθηση επι

κεντρώνεται στα Τεχνητά Νευρωνικά Δίκτυα και ονομάζεται ”βαθιά” διότι γίνεται χρήση

πολλών στρωμάτων προκειμένου να εξαχθούν περίπλοκα χαρακτηριστικά από τα δεδομένα.

Παραδείγματα τέτοιων αρχιτεκτονικών αποτελούν τα Επαναληπτικά Νευρωνικά Δίκτυα και

τα Συνελικτικά Νευρωνικά Δίκτυα τα οποία και θα αναλυθούν παρακάτω.

2.2 Συνελικτικά Νευρωνικά Δίκτυα (ΣΝΔ)

2.2.1 Εισαγωγή στα ΣΝΔ

Τα Συνελικτικά Νευρωνικά Δίκτυα (CNN) είναι ένας αλγόριθμος βαθιάς μάθησης που

χρησιμοποιείται για εφαρμογές επεξεργασίας εικόνας. Είναι σε θέση να συλλάβουν χωρικές

και χρονικές εξαρτήσεις εφαρμόζοντας πολλά φίλτρα σε μια εικόνα. Η αρχιτεκτονική ενός

ΣΝΔ είναι ανάλογη με εκείνη του μοτίβου σύνδεσης των νευρώνων στον ανθρώπινο εγκέ

φαλο και εμπνεύστηκε από την οργάνωση του οπτικού φλοιού. Ο σκοπός των ΣΝΔ είναι να

μειώσουν τις διαστάσεις της εικόνας διατηρώντας παράλληλα τα πιο σημαντικά χαρακτηρη

στικά. Τα βασικά στάδια ενός ΣΝΔ είναι:

1. Συνελικτικό Στρώμα (Convolutional Layer)

2. Στρώμα Συγκέντρωσης (Pooling Layer)

3. Πλήρως Συνδεδεμένο Στρώμα (Fully Connected Layer)

Μια εικόνα, η οποία είναι ουσιαστικά μια σειρά από εικονοστοιχεία (pixels) τροφοδοτείται

ως είσοδος σε ένα Συνελικτικό Στρώμα προκειμένου να εξαχθούν χαρακτηριστικά υψηλού
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επιπέδου όπως ακμές και μοτίβα, και να μειωθούν οι διαστάσεις της. Αυτά τα χαρακτηριστικά

είναι ευαίσθητα σε μικρές αλλαγές όπως η περικοπή και για αυτό περνούν από το Στρώμα

Συγκέντρωσης, το οποίο διατηρεί τα πιο σημαντικά στοιχεία χωρίς να λαμβάνει υπόψη πι

θανόν ασήμαντες λεπτομέρειες. Μετά από τους συνδυασμούς Συνελικτικών και Στρωμάτων

Συγκέντρωσης έρχεται το Πλήρως Συνδεδεμένο στρώμα στο τελευταίο στάδιο του δικτύου,

του οποίου ο ρόλος είναι να συνδέει κάθε νευρώνα του προηγούμενου στρώματος με κάθε

νευρώνα σε ένα άλλο στρώμα. Εδώ συμβαίνει η ταξινόμηση. Είναι ένας σχετικά φθηνός τρό

πος εκμάθησης μη γραμμικών συνδυασμών χαρακτηριστικών υψηλού επιπέδου. Στο σχήμα

2.1 φαίνεται η επεξεργασία από την οποία περνάει μια εικόνα και οι διαστάσεις της.

Σχήμα 2.1: Παράδειγμα ΣΝΔ (σχήμα από [1])
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2.2.2 ResNets

Τα Υπολοιπόμενα Νευρωνικά Δίκτυα (ResNets), τα οποία παρουσιάζονται στο [2], θα

μπορούσαν να περιγραφούν ως στοίβες Συνελικτικών Στρωμάτων. Είναι μια μορφή νευ

ρωνικού δικτύου που χρησιμοποιείται ευρέως για την ταξινόμηση εικόνας. Όσο περισσό

τερα επίπεδα προστίθενται, τόσο περισσότερες πληροφορίες μπορούν να εξαχθούν από αυτά.

Όμως η προσθήκη περισσότερων επιπέδων δεν σημαίνει ότι το δίκτυο θα μάθει τόσο αποτε

λεσματικά, λόγω του προβλήματος εξαφανιζόμενης ή απότομα αυξανόμενης κλίσης. Αυτό

συμβαίνει επειδή τα βάρη ενός νευρωνικού δικτύου ενημερώνονται σύμφωνα με τη μερική

παράγωγο της συνάρτησης κόστους σε σχέση με τα βάρη, και μερικές φορές η κλίση μπορεί

να γίνει πολύ μικρή, με αποτέλεσμα το δίκτυο να σταματήσει να μαθαίνει. Αυτό το πρό

βλημα έχει επιλυθεί προσθέτοντας στρώματα Κανονικοποίησης Σακιδίου που διασφαλίζουν

ότι οι κλίσεις δεν αλλάζουν γρήγορα. Ωστόσο, καθώς το δίκτυο γίνεται βαθύτερο και αρχί

ζει να συγκλίνει, η ακρίβεια γίνεται κορεσμένη και υποβαθμίζεται με γρήγορο ρυθμό. Αυτό

σημαίνει ότι το σφάλμα εκπαίδευσης αυξάνεται όταν προσθέτουμε επιπλέον επίπεδα.

Για την αντιμετώπιση αυτού του ζητήματος, οι συγγραφείς του [2] παρουσιάζουν τα

ResNets. Είναι κατασκευασμένα από Residual Blocks που περιλαμβάνουν ταυτοτική παρά

λειψη σύνδεσης. Η σύνδεση, όπως βλέπουμε και στο Σχήμα 2.2, πρσθέτει την αρχική είσοδο

στην έξοδο των 2 στρωμάτων, και έτσι δίνει την δυνατότητα εκπαίδευσης βαθύτερων μοντέ

λων.

Σχήμα 2.2: Residual Block (σχήμα από [2])

Η λογική του ResNets είναι ότι η προσθήκη πολλών Residual Block μαζί δεν θα πρέπει να

μειώσει την απόδοση, εφόσον η ταυτοτική αντιστοίχιση δεν προσφέρει κάτι παραπάνω. Αυτό

δείχνει ότι το βαθύτερο μοντέλο δεν πρέπει να προκαλεί υψηλότερο σφάλμα εκπαίδευσης σε

σχέση με το αντίστοιχο ρηχό.



2.3 Μοντέλα στη Διπλωματική 11

Φυσικά, υπάρχουν πολλές διαφορετικές παραλλαγές και υλοποιήσεις των ResNets με

διαφορετικό αριθμό επιπέδων και παραμέτρων. Τα 2DResΝets χρησιμοποιούνται ευρέως για

ταξινόμηση εικόνων και εξαγωγή χαρακτηριστικών. Η ανάπτυξη των 3D ResΝets που λαμ

βάνουν ως είσοδο μια ακολουθία εικόνων είναι ένα πολύ χρήσιμο εργαλείο γιατί διατηρούν

χωροχρονικά χαρακτηριστικά και όχι μόνο χωρικά. Στην επόμενη παράγραφο αναφέρονται

τα συγκεκριμένα προεκπαιδευμένα μοντέλα που χρησιμοποιήθηκαν στην διπλωματική.

2.3 Μοντέλα στη Διπλωματική

Τα Συνελικτικά Νευρωνικά Δίκτυα έχουν συνεισφέρει σημαντικά στην διπλωματική κα

θώς χρησιμοποιούνται για να εξάγουν χαρακτηριστικά από την ακολουθία εικόνων. Πιο συγ

κεκριμένα χρησιμοποιούμε προεκπαιδευμένα μοντέλα, δηλαδή μοντέλα που έχουν εκπαιδευ

τεί με τεράστιο όγκο δεδομένων και πόρων απο άλλους προκειμένου να λύσουν παρόμοια

προβλήματα. Αυτά είναι:

• ResNet18 προεκπαιδευμένα στο ImageNet.

• VGG19 προεκπαιδευμένα στο ImageNet.

Από τα μοντέλα αυτό κρατάμε το ΣτρώμαΜέσης Συγκέντρωσης, ένα από τα τελευταία στρώ

ματα του ώστε να εξάγουμε πιο λεπτομερή χαρακτηριστικά, και τα αποθηκεύουμε ώστε να

δωθούν στην συνέχεια σε νέο μοντέλο.

2.4 Επαναληπτικά Νευρωνικά Δίκτυα

ΤαΕπαναληπτικάΝευρωνικά Δίκτυα (Recurrent Neural Networks) είναι ένας τύπος feed

forward νευρωνικού που έχει εσωτερική μνήμη. Τα δίκτυα επιτρέπουν στις προηγούμενες

εξόδους να χρησιμοποιηθούν ως είσοδοι και έχουν μια κρυφή κατάσταση (hidden state) που

σημαίνει ότι η έξοδος εξαρτάται από τον προηγούμενο υπολογισμό. Είναι επαναλαμβανό

μενα επειδή εκτελούν την ίδια λειτουργία για όλα τα δεδομένα εισόδου, επομένως όλες οι

είσοδοι μοιράζονται μια εξάρτηση, σε αντίθεση με άλλα νευρωνικά δίκτυα.

Το Σχήμα 2.3 παρουσιάζει την αρχιτεκτονική του παραδοσιακού RNN.
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Σχήμα 2.3: Παράδειγμα RNN (σχήμα από [3])

Τα RNN είναι αρκετά δημοφιλή επειδή μπορούν να επεξεργαστούν αλληλουχίες οποιου

δήποτε μήκους ενώ το μέγεθος του μοντέλου παραμένει σταθερό, και χρησιμοποιούνται ευ

ρέως στην επεξεργασία φυσικής γλώσσας και στην αναγνώριση ομιλίας. Δεδομένου ότι δια

θέτουν μνήμη, λαμβάνουν υπόψη τις πληροφορίες από το παρελθόν και τα βάρη τους μοιρά

ζονται με την πάροδο του χρόνου. Η κρυφή κατάσταση (η μνήμη) υπολογίζεται συνδυάζον

τας την τρέχουσα και την προηγούμενη κατάσταση και περνώντας μέσα από τη συνάρτηση

ενεργοποίησης tanh. Ωστόσο, αυτά τα δίκτυα δεν μπορούν να έχουν πρόσβαση σε όλες τις

πληροφορίες από το μακρινό παρελθόν και είναι γενικά δύσκολο να εκπαιδευτούν λόγω των

περίπλοκων υπολογισμών τους. Τα RNN αντιμετωπίζουν επίσης το πρόβλημα εξαφανιζόμε

νης και απότομα αυξανόμενης κλίσης: η κλίση πολλαπλασιάζεται και μπορεί να μειωθεί ή

αυξηθεί εκθετικά σε σχέση με τον αριθμό των επιπέδων. Αυτό οδήγησε στη δημιουργία Μα

κροπρόθεσμων Δικτύων Μνήμης (LSTM) και Gated Recurrent Units (GRU) που επιλύουν

το πρόβλημα της κλίσης και αναφέρονται παρακάτω.

2.4.1 Long ShortTerm Memory Networks (LSTM)

Τα LSTM είναι παρόμοια με τα RNN και η διαφορά τους μπορεί να βρεθεί στις πύλες

που μεταφέρουν τις πληροφορίες και καθορίζουν αν αυτές θα ξεχαστούν ή θα ενημερωθούν.

Το Σχήμα 2.4 παρουσιάζει την αρχιτεκτονική ενός LSTM κελιού. To c(t) & το c(t1) δηλώνει

τη νέα και την προηγούμενη κατάσταση κελιού, το h(t) & h(t1) τη νέα και την προηγούμενη

κρυφή κατάσταση και x(t) είναι η τρέχουσα είσοδος.
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Σχήμα 2.4: Εσωτερικό ενός κελιού LSTM (σχήμα από [4])

Η διαδικασία έχει ως εξής:

1. Η προηγούμενη κρυφή κατάσταση και η τρέχουσα είσοδος μεταφέρονται σε μια πύλη

forget, η οποία είναι μια σιγμοειδής συνάρτηση. Η συνάρτηση σιγμοειδούς συμπιέζει

τις τιμές μεταξύ 0 και 1: οι τιμές πολλαπλασιαζόμενες με 0 ξεχνούνται και οι τιμές

πολλαπλασιασμένες με 1 παραμένουν οι ίδιες. Έτσι, διατηρούνται μόνο οι σημαντικές

πληροφορίες.

2. Στη συνέχεια, η κατάσταση του κελιού πρέπει να ενημερωθεί, για αυτό υπάρχει η πύλη

εισόδου. Η προηγούμενη κρυφή κατάσταση και η τρέχουσα κατάσταση μεταφέρονται

πάλι σε μια σιγμοειδή συνάρτηση και σε μια συνάρτηση tanh ταυτόχρονα, η οποία

συμπιέζει την είσοδο μεταξύ [1, 1] για να βοηθήσει στη ρύθμιση του δικτύου. Στη

συνέχεια, αυτές οι δύο έξοδοι πολλαπλασιάζονται (το μεσαίο × στην εικόνα) και η

έξοδος σιγμοειδούς είναι αυτή που αποφασίζει πόσο σημαντικές είναι οι πληροφορίες.

Το διάνυσμα forget από το πρώτο βήμα πολλαπλασιάζεται με την προηγούμενη κατά

σταση κελιού (το αριστερότερο × στην εικόνα) και προστίθεται νέα κατάσταση κελιού

στην έξοδο της προηγούμενης λειτουργίας. Αυτή είναι η νέα κατάσταση κελιών.

3. Το τελευταίο βήμα σε αυτή τη διαδικασία είναι η πύλη εξόδου, της οποίας ο ρόλος

είναι να καθορίσει την επόμενη κρυφή κατάσταση. Και πάλι, η τρέχουσα είσοδος και η

προηγούμενη κρυφή κατάσταση περνούν από σιγμοειδή συνάρτηση και στη συνέχεια,

η νέα κατάσταση κελιού μεταφέρεται σε μια συνάρτηση tanh. Αυτές οι δύο έξοδοι

πολλαπλασιάζονται (δεξιότερα × στην εικόνα) και αποφασίζουν ποιες πληροφορίες

πρέπει να μεταφέρει η επόμενη κρυφή κατάσταση. Το αποτέλεσμα είναι το h(t).
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Τα πρόσφατα υπολογισμένα c(t) και h(t) μεταβιβάζονται σε ένα νέο κελί ως είσοδοι και

η διαδικασία επαναλαμβάνεται για τον δεδομένο αριθμό κελιών.

2.4.2 Gated Recurrent Unit (GRU)

Οι Gated Recurrent Units (GRUs) είναι μια νεότερη και απλούστερη μορφή LSTM. Η

κύρια διαφορά τους από το LSTM είναι ότι δεν έχουν κατάσταση κελιού c(t) αλλά χρησι

μοποιούν την κρυφή κατάσταση για να μεταφέρουν πληροφορίες και έχουν μόνο δύο πύλες,

μια reset και μια update. Η πύλη update αποφασίζει ποιες πληροφορίες είναι πολύτιμες για

το δίκτυο ενώ η πύλη reset αποφασίζει πόσες από τις προηγούμενες πληροφορίες πρέπει να

ξεχάσει το δίκτυο. Οι συναρτήσεις ενεργοποίησης είναι όπως το LSTM και είναι προφανές

ότι ένα δίκτυο GRU απαιτεί λιγότερους υπολογισμούς λόγω της απλής αρχιτεκτονικής του

και επομένως είναι γρηγορότερο.

2.5 Ακολουθιακή Εκμάθηση και Κόστος Συνδετικής Χρο

νικής Ταξινόμησης

Το πρόβλημα της αναγνώρισης δακτυλοσυλλαβισμού από βίντεο μπορεί να προσεγγιστεί

ως πρόβλημα ακολουθιακής εκμάθησης. Αυτό περιλαμβάνει τη μετάφραση μιας ακολουθίας

αντικειμένων από έναν τομέα στον ίδιο ή έναν άλλο, για παράδειγμα εικόνα σε κείμενο, ομι

λία σε κείμενο κ.λπ. Ο στόχος της διπλωματικής είναι η μετάφραση ακολουθιών εικόνων

σε ακολουθίες γραμμάτων (ή λέξεων) όπου οι ακολουθίες έχουν διαφορετικά μήκη. Όμως

δεν είναι γνωστό το πότε αρχίζει και πότε τελειώνει ένα γράμμα της νοηματικής στα βίντεο

που δίνονται, οπότε θα πρέπει να υπάρξει κάποια αντιστοίχιση μεταξύ των εικόνων και των

γραμμάτων. Φυσικά θα μπορούσε κανείς να σκεφτεί να αντιστοιχίσει χειροκίνητα κάθε ει

κόνα με το γράμμα, επαναλαμβάνοντας το όταν χρειάζεται, όμως κάτι τέτοιο είναι πρακτικά

αδύνατο.

Το πρόβλημα το λύνει ο αλγόριθμος Συνδετικής Χρονικής Ταξινόμησης (Connectionist

Temporal Classification). Δοθείσας μιας ακολουθίας Χ, ο αλγόριθμος CTC υπολογίζει την

κατανομή της πιθανότητας για όλες τις πιθανές εξόδουςΥ. Ο στόχος είναι το μοντέλο να μεγι

στοποιήσει την πιθανότητα της σωστής απάντησης, και έτσι χρειάζεται να υπολογιστεί η υπό

όρους πιθανότητα P(Y|X) η οποία θα πρέπει να είναι και παραγωγίσιμη προκειμένου να μπο
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ρεί να χρησιμοποιηθεί η gradient descent (κατάβαση κλίσης). Μετά την εκπαίδευση το μο

ντέλο πρέπει να συμπεραίνει ένα πιθανό Υ για είσοδο Χ, δηλαδή το Y ∗ = argmaxP (Y |X).

Συνεχίζοντας, θα παρουσιαστεί ο τρόπος με τον οποίο το CTC μεταχειρίζεται την σχέση

εισόδουεξόδου. Μια απλοική προσέγγιση θα ήταν να λάβει την είσοδο και για κάθε χρονικό

βήμα, να αντιστοιχίσει το γράμμαστόχο όσες φορές χρειάζεται και στη συνέχεια να συγχω

νεύσει τα επαναλαμβανόμενα γράμματα. Για παράδειγμα, για τη λέξη [c, a, t] μπορούμε να

έχουμε τον ακόλουθο πίνακα:

Εικόνες F1 F2 F3 F4 F5

Ευθυγράμμιση c c a t t

Τελικό c a t

Πίνακας 2.1: Απλοϊκή προσέγγιση

Με την πρώτη ματιά, η προσέγγιση φαίνεται σωστή, αλλά υπάρχουν δύο προβλήματα:

1. Δεν είναι πάντα σωστό κάθε εικόνα να έχει ένα αντίστοιχο γράμμα, επειδή μπορεί να

υπάρχουν σιωπές.

2. Είναι αδύνατο να υπάρχουν 2 χαρακτήρες στη σειρά, και λέξεις όπως «allow» θα με

ταφραστούν ως «alow», κάτι που είναι λάθος.

Για την επίλυση αυτών των ζητημάτων, ο CTC εισάγει ένα νέο κενό χαρακτήρα, που συμ

βολίζεται συχνά ως ϵ. Αυτός δεν αντιστοιχεί σε τίποτα και αφαιρείται από την έξοδο. Οι

ευθυγραμμίσεις που επιτρέπονται από το CTC έχουν το ίδιο μήκος με την είσοδο. Εάν η έξο

δος έχει δύο από τους ίδιους χαρακτήρες στη σειρά, τότε μια έγκυρη ευθυγράμμιση πρέπει

να έχει ϵ μεταξύ τους. Με αυτόν τον κανόνα, μπορούμε να κάνουμε τη διάκριση μεταξύ ευ

θυγραμμίσεων που μεταφράζονται για παράδειγμα σε «hello» και εκείνων που καταρρέουν

σε «helo».

Μετά την εκπαίδευση του μοντέλου, πρέπει να γίνει αποκωδικοποίηση των αποτελεσμά

των προκειμένου να εξαχθεί το τελικό αποτέλεσμα. Η έξοδος του νευρωνικού είναι ένας

πίνακας που περιέχει πιθανότητες χαρακτήρων για κάθε χρονικό βήμα. Ένας αλγόριθμος

αποκωδικοποίησης είναι ο Beam Search Decoding, ο οποίος δημιουργεί επαναληπτικά υπο

ψήφιες δέσμες και τις βαθμολογεί. Ξεκινά με μια άδεια λίστα και σκορ, και επαναλαμβάνεται

σε κάθε χρονικό βήμα του πίνακα. Σε κάθε βήμα διατηρούνται μόνο οι Ν καλύτερες δέσμες
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Σχήμα 2.5: Παράδειγμα CTC (σχήμα από [5])

από το προηγούμενο βήμα και υπολογίζεται το σκορ για κάθε μια. Επιπλέον, κάθε δέσμη

επεκτείνεται με όλους τους πιθανούς χαρακτήρες από το αλφάβητο και πάλι, υπολογίζεται

μια βαθμολογία. Μετά το τελευταίο χρονικό βήμα, η καλύτερη δέσμη επιστρέφεται ως απο

τέλεσμα. Στην ειδική περίπτωση όπου Ν=1 δέσμη ο αλγόριθμος ονομάζεται Greedy Search.



Κεφάλαιο 3

Βάσεις Δεδομένων Διπλωματικής

Σε αυτο το κεφάλαιο θα αναλυθεί η δομή των 2 βάσεων δεδομένων της διπλωματικής,

και στα επόμενα κεφάλαια θα γίνει επεξήγηση των αλγορίθμων και των πειραματικών απο

τελεσμάτων.

3.1 Chicago FS Vid

Η πρώτη βάση δεδομένων είναι η Chicago FS Vid. Δημιουργήθηκε από το Toyota Tech

nological Insitute στο Σικάγο και είναι διαθέσιμη εδώ: https://home.ttic.edu/ klivescu/. Τα

δεδομένα προέρχονται από 4 χρήστες και οι εικόνες που δίνονται περιλαμβάνουν μόνο τα

χέρια και όχι το υπόλοιπο σώμα άρα δεν χρειάζεται να γίνει ανίχνευση χεριών. Ένα δείγμα

των εικόνων φαίνεται στο Σχήμα 3.1 παρακάτω:

Σχήμα 3.1: Παράδειγμα εικόνων από το Chicago FS Vid

Καθένας από τους 4 χρήστες έχει 2 αρχεία Matlab: το ένα περιέχει τις εικόνες και σχε

τικές πληροφορίες και το άλλο Histogram of Oriented Gradients (HoG) χαρακτηριστικά. Ο

περιγραφέας χαρακτηριστικών HOG μετρά τον προσανατολισμό κλίσης σε τοπικά τμήματα

μιας εικόνας. Τα δεδομένα έχουν χωριστεί σε 10 τμήματα.

Πιο αναλυτικά στο ένα αρχείο δίνονται:

17
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• Εικόνες 128 x 128

• Διάρκεια λέξης σε εικόνες

• Λέξη σε μορφή ακεραίων με μήκος 12

• Γράμμα για κάθε εικόνα

• Αριθμός εικόνων για καθένα από τα 10 τμήματα

Σημειώνεται εδώ ότι οι λέξεις έχουν μετατραπεί σε ακεραίους, και έχουν μήκος 12 καθώς

έχουν συμπληρωθεί με τον χαρακτήρα 1. Για τα γράμματα ισχύει ο κανόνας ότι 1=NULL,

Α=0, Β=1, .., Ζ =25.

Επιπλέον δίνονται και τα γράμματα για κάθε εικόνα. Στο λεξιλόγιο προστίθενται οι χα

ρακτήρες ”Σιωπή στην αρχή” = 26, ”Σιωπή στο τέλος” = 27 ώστε να μπορέσει κάθε εικόνα

να έχει μια αντιστοίχηση.

Το άλλο αρχείο περιέχει:

• HoG χαρακτηριστικά μήκους 128

• Μήκος των εικόνων σε καθένα από τα 10 τμήματα

• Μήκος κάθε λέξης σε κάθε τμήμα

• Λέξη σε μορφή ακεραίων με μήκος 12 για κάθε τμήμα

• Γράμμα για κάθε εικόνων σε κάθε τμήμα

• Φωνολογικά χαρακτηριστικά κάθε εικόνα  6 κάθε φορά

Ο πίνακας 3.1 δείχνει τον αριθμό των εικόνων που αντιστοιχούν σε κάθε χρήστη καθώς

και το πλήθος των λέξεων.
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Χρήστης Λέξεις Εικόνες

Andy 547 84294

Drucie 567 118575

Rita 566 68618

Robin 551 76475

Πίνακας 3.1: Πλήθος εικόνων και λέξεων για κάθε χρήστη
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3.2 Chicago FS Wild

Η δεύτερη βάση της διπλωματικής είναι η Chicago FS Wild και είναι διαθέσιμη στην

σελίδα: https://home.ttic.edu/klivescu/ChicagoFSWild.htm. Πρόκειται για μια μεγάλη βάση

(14.6 GB) η οποία θεωρείται πιο ρεαλιστική καθώς αποτελείται από διαδικτυακά βίντεο δια

φόρων χρηστών τα οποία δεν έχουν βιντεοσκοπηθεί σε ιδανικές συνθήκες. Αναλυτικότερα

η βάση αποτελείται από 7304 ακολουθίες δακτυλοσυλλαβισμού από 160 άτομα, και οι αν

τίστοιχες ετικέτες των ακολουθιών έχουν μεταφραστεί από μαθητές που έχουν σπουδάσει

ASL. Επιπλέον, περιέχει συντεταγμένες των παραλληλογράμμων οριοθέτησης (bounding

boxes) για 142 από τα βίντεο, τα οποία έχουν συμπεριληφθεί στο υποσύνολο που εξετά

ζουμε. Ένα δείγμα με 4 συνεχόμενες εικόνες φαίνεται παρακάτω:

Σχήμα 3.2: Παράδειγμα εικόνων από το Chicago FS Wild

Είναι προφανές λοιπόν ότι σε αυτή την περίπτωση αυξάνεται η δυσκολία του προβλήμα

τος καθώς πρέπει να χρησιμοποιηθεί αλγόριθμος ανίχνευσης χεριών. Το λεξιλόγιο περιέχει

τα 26 γράμματα του αγγλικού αλφαβήτου καθώς και 5 ειδικούς χαρακτήρες <sp>, &,’,.,@

που συναντώνται σπάνια. Η ανάλυση των εικόνων έχει μέση τιμή και τυπική απόκλιση 640

× 360 ± 290 × 156. Στο σχήμα 3.3 βλέπουμε τον αριθμό των εικόνων ανά ακολουθία και τις

εικόνες ανά δευτερόλεπτο (Frames Per Second FPS) με τα οποία έγινε η δειγματοληψία.
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Σχήμα 3.3: Ιστόγραμμα του αριθμού των εικόνων ανά ακολουθία και εικόνες ανά δευτερό

λεπτο για τις ακολουθίες (σχήμα από [6])
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To σύνολο δεδομένων Chicago FS Wild όπως προαναφέρθηκε είναι πιο περίπλοκο και

για αυτό είναι απαραίτητη μια προεπεξεργασία των δεδομένων και στην συνέχεια ανίχνευση

χεριών. Θεωρείται αρκετά απαιτητικό σύνολο δεδομένων καθώς η ποιότητα εικόνας και φω

τισμού διαφέρει σε κάθε βίντεο, όπως και η απόσταση των χεριών από την κάμερα, η ταχύ

τητα των αλλαγών, ενώ σε πολλά από αυτά οι χρήστες κινούν και τα 2 χέρια παρόλο που

μόνο ένα κάνει δακτυλοσυλλαβισμό. Ένα ακόμα ζήτημα αποτελεί η διφορούμενη σημασία

ορισμένων γραμμάτων που μοιάζουν μεταξύ τους.

Σχήμα 4.1: Παράδειγμα χειρομορφών δακτυλοσυλλαβισμού (σχήμα από [6])

Στο Σχήμα 4.1, στην πάνω σειρά βλέπουμε διαφορετικές χειρονομίες που μοιάζουν με

ταξύ τους, από το ίδιο άτομο. Στην κάτω σειρά φαίνεται το γράμμα u από διαφορετικά άτομα.

23
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4.1 Δεδομένα και Πρόβλημα

Λόγω έλλειψης χώρου, κρατάμε ένα υποσύνολο των δεδομένων, δηλαδή 2253 βίντεο τα

οποία είναι ήδη χωρισμένα σε σύνολα εκπαίδευσης, επικύρωσης και δοκιμής.

Εφόσον γίνεται πρόβλεψη γραμμάτων και όχι λέξεων δεν υπάρχει λόγος να περιοριστεί

το λεξιλόγιο σε συγκεκριμένες λέξεις. Στο Σχήμα 4.2 βλέπουμε τις 50 πιο συχνά εμφανιζό

μενες λέξεις.

Σχήμα 4.2: Κατανομή 50 πιο συχνά εμφανιζόμενων λέξεων

4.2 Μεθοδολογία

Για την ανίχνευση χεριών χρησιμοποιείται προεκπαιδευμένος αλγόριθμος YOLOv3 από

το Github (https://github.com/cansik/yolohanddetection). Το μοντέλο YouOnly Look Once

(YOLO) είναι ένα σύστημα εντοπισμού αντικειμένων σε πραγματικό χρόνο, το οποίο θεωρεί

ται προηγμένο, γρήγορο και ακριβές. Λειτουργεί ως εξής: εφαρμόζεται ένα μόνο νευρωνικό

δίκτυο σε ολόκληρη την εικόνα, την χωρίζει σε περιοχές και προβλέπει τα παραλληλόγραμμα

οριοθέτησης και τις πιθανότητες για κάθε περιοχή. Ο αλγόριθμος χρησιμοποιεί μια παραλ

λαγή του Darknet (ένα framework ανοιχτού κώδικα) το οποίο έχει ένα νευρωνικό δίκτυο 53

επιπέδων προεκπαιδευμένο στο ImageNet (μία από τις μεγαλύτερες βάσεις δεδομένων ει

κόνων). Για την ανίχνευση, στοιβάζονται 53 ακόμη στρώματα που οδηγούν σε μια πλήρως
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συνελικτική αρχιτεκτονική 106 επιπέδων κάτω από το YOLO, καθιστώντας το πιο αργό από

τους προκατόχους του, αλλά πιο ακριβές. Η έκδοση 3, σύμφωνα με τους συγγραφείς της, χρη

σιμοποιεί μερικά τεχνάσματα για να βελτιώσει την εκπαίδευση και να αυξήσει την απόδοση,

όπως προβλέψεις πολλαπλών κλιμάκων, καλύτερος ταξινομητής ραχοκοκαλιάς και πολλά

άλλα [22]. Το YOLO μπορεί να ανιχνεύσει 80 διαφορετικά αντικείμενα σε μια εικόνα ή βί

ντεο και να σχεδιάσει τα αντίστοιχα παραλληλόγραμμα οριοθέτησής τους. Μπορεί επίσης να

εφαρμοστεί και να εκπαιδευτεί σε άλλα μεγάλα σύνολα δεδομένων για να αναγνωρίσει κα

τηγορίες όπως τα χέρια και να χρησιμοποιηθεί ως αναγνώριση αντικειμένων σε πραγματικό

χρόνο.

Ο συγκεκριμένος αλγόριθμος που χρησιμοποιείται έχει εκπαιδευτεί στα σύνολα δεδομέ

νων CMU Hand DB [18], Egohands dataset [19], και σε κάποιες εικόνες του χρήστη που

το εκπαίδευσε. Ανιχνεύει τα παραλληλόγραμμα οριοθέτησής των χεριών με κάποια εμπι

στοσύνη και έχει τροποποιηθεί ώστε να τα κόβει και να τα σώζει σε ξεχωριστό φάκελο, ενώ

παράλληλα αποθηκεύονται και οι συντεταγμένες τους σε άλλο αρχείο. Τα παραλληλόγραμμα

τα οποία ξεπερνάνε τα όρια της εικόνας δεν αποθηκεύονται.

Σχήμα 4.3: Παράδειγμα ανίχνευσης χεριών από YOLO

Eπιπλέον καταγράφηκαν οι φορές όπου ο αλγόριθμος βρήκε περισσότερα από 3 χέρια και

καταργήθηκαν τα παραλληλόγραμμα των οποίων η εμπιστοσύνη ήταν χαμηλότερη από το

0.2. Διατηρήθηκε ένα πλήθος των αφαιρεθέντων παραλληλόγραμμων και ο στόχος ήταν να
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ελαχιστοποιηθεί ο αριθμός των ψευδών θετικών μείον τον αριθμό των αφαιρεθέντων παραλ

ληλόγραμμων σύμφωνα με το όριο. Για να προσδιοριστεί η τιμή, δοκιμάστηκαν δύο χαμηλές

τιμές 0.2 και 0.3 και τα αποτελέσματα βρίσκονται στον Πίνακα 4.2.

Εμπιστοσύνη 0.2 0.3

Ψευδή θετικά 892 892

Αφαιρέθηκαν 0 945

Χρόνος 7hrs 6.53 hrs

Πίνακας 4.1: Εμπιστοσύνη και αφαιρεμένα παραλληλόγραμμα

Επειδή όπως φαίνεται διαγράφονται παραπάνω παραλληλόγραμμα όταν η εμπιστοσύνη

είναι ίση με 0.3 οπότε διαγράφονται και πιθανόν σωστές ανιχνεύσεις, κρατάμε την τιμή 0.2.

Επίσης εάν το παραλληλόγραμμο είναι πολύ μικρό (πλάτος × ύψος ≤ 27 × 27),

ή πολύ λεπτό ( πλάτος≥ 4× ύψος, ύψος≥ 4× πλάτος), δεν αποθηκεύεται. Το ζήτημα που

προκύπτει κάνοντας χρήση του YOLO είναι πως ανιχνεύονται και τα 2 χέρια. Παρατηρήθηκε

πως όταν ο YOLO βρίσκει ακίνητο χέρι, τα παραλληλόγραμμα οριοθέτησης αποθηκεύονται

σε μια σχετική σειρά. Τρέχοντας μερικές φορές ένα κομμάτι κώδικα που διαγράφει 2 συ

νεχόμενες ίδιες εικόνες μπορούν να αποφευχθούν ορισμένες λάθος προβλέψεις. Ο κώδικας

βασίζεται στη λογική του ότι εάν ένα χέρι κάνει δακτυλοσυλλαβισμό τότε θα υπάρχει κίνηση

μεταξύ 2 συνεχόμενων εικόνων του ίδιου χεριού άρα οι εικόνες δεν είναι όμοιες. Ως μέτρο

υπολογισμού της ομοιότητας χρησιμοποιείται ο μέσος κατακερματισμός 2 εικόνων. Εάν η

διαφορά των 2 κατακερματισμών των εικόνων είναι μικρότερη του 10, τότε θεωρούμε ότι

οι εικόνες είναι όμοιες, άρα οι παλάμες δεν συμμετέχουν στο δακτυλοσυλλαβισμό. Τέλος,

για ορισμένα δεδομένα δεν γίνεται καμία ανίχνευση λόγω κακής ποιότητας των βίντεο οπότε

δεν τα συμπεριλαμβάνουμε.

Η ανίχνευση πραγματοποιείται στη CPU. Ο Πίνακας 4.2 παρακάτω παρουσιάζει τα δε

δομένα εκπαίδευσης και επικύρωσης με τα οποία ξεκίνησε το πείραμα, δηλαδή το αρχικό

πλήθος των βίντεο και των αντίστοιχων εικόνων, και το πόσα έμειναν μετά τη διαδικασία

ανίχνευσης του χεριού. Σημειώνεται ότι για τα δεδομένα εκπαίδευσης η διαδικασία της ανί

χνευσης κράτησε περίπου 21:30 ώρες και για τα δεδομένα επικύρωσης 4:15 ώρες.



4.3 Αξιολόγηση 27

Σετ Αρχικό πλήθος βίντεο & εικόνων Μετά την διαδικασία ανίχνευσης

Εκπαίδευση 1760 βίντεο – 42952 εικόνες 1749 βίντεο  37329 εικόνες

Επικύρωση 306 βίντεο – 8083 εικόνες 274 βίντεο  3982 εικόνες

Πίνακας 4.2: Πλήθος βίντεο και εικόνων πριν και μετά την ανίχνευση χεριών

4.3 Αξιολόγηση

Στο σύνολο δεδομένων δίνονται 142 ακολουθίες συντεταγμένων για τα παραλληλόγραμμα

οριοθέτησης συνεπώς μπορεί να γίνει μια σύγκριση των συντεταγμένων που βρίσκει το μο

ντέλο YOLO με τις δοθείσες συντεταγμένες ώστε να εξεταστεί η εγκυρότητα των προβλέ

ψεων. Από αυτές 120 ανήκουν στα δεδομένα εκπαίδευσης και 22 στα δεδομένα επικύρωσης,

τις οποίες συμπεριλαμβάνουμε στο υποσύνολο των δεδομένων που εξετάζουμε. Σαν μετρική

χρησιμοποιείται το Intersection over Union (IoU) το οποίο ισούται με τη διαίρεση της πε

ριοχής επικάλυψης μεταξύ των παραλληλογράμμων από την περιοχή ένωσης τους. Η μορφή

τους είναι x0,y0,x1,y1,L όπου:

• (x0, y0): πάνω αριστερά γωνία

• (x1, y1): κάτω δεξιά γωνία

• L=1 χέρι που κάνει δακτυλοσυλλαβισμού

• L=2 χέρι που δεν κάνει δακτυλοσυλλαβισμό

Κάθε εικόνα έχει 1 ή 2 επισημειώσεις αναλόγως με το αν φαίνεται το ένα χέρι ή και τα

2. Κρατάμε μόνο τις συντεταγμένες για το χέρι που κάνει δακτυλοσυλλαβισμό καθώς αυτό

μας ενδιαφέρει. Με αυτά τα στοιχεία υπολογίζεται το μέσο IoU (σημειωμένα παραλληλό

γραμμα, προβλεπόμενα παραλληλόγραμμα) για το χέρι που κάνει δακτυλοσυλλαβισμό, για

τα βίντεο αυτά. Όλες οι εικόνες μετατρέπονται πρώτα σε 640 x 360 εικονοστοιχεία καθώς οι

συντεταγμένες αντιστοιχούν σε αυτή την ανάλυση.

Μέσο IoU

142 βίντεο

0.5217

Πίνακας 4.3: Αποτελέσματα IoU
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Σχήμα 4.4: Πραγματική τιμή (πάνω) και ανίχνευση απο YOLO (κάτω)

Από τον Πίνακα 4.3 βλέπουμε πως η ανίχνευση χεριών με χρήση του YOLO σε σχέση

με τις συντεταγμένες που δίνονται για τα 142 βίντεο έχει μέτριο αποτέλεσμα. Λαμβάνοντας

υπόψη τους 2 τελευταίους πίνακες μπορεί κανείς να συμπεράνει οτι η μέθοδος που ακολου

θήθηκε δεν είναι τόσο επιτυχής συνεπώς τα αποτελέσματα δεν θα είναι ικανοποιητικά. Οι

ανιχνεύσεις χεριών δεν ειναι τόσο αξιόπιστες αφού ανιχνεύονται και τα 2 χέρια. Σε αυτή την

περίπτωση θα ήταν πιο σωστό να χρησιμοποιηθει ένας αλγόριθμος ανίχνευσης κίνησης κάτι

το οποίο είναι αρκετά πιο πολύπλοκο. Έχουν γίνει πολλές δοκιμές εξάγοντας χαρακτηριστικά

από τα χέρια που ανιχνεύτηκαν όμως λόγω ανακριβιών στην ανίχνευση τα αποτελέσματα δεν

ήταν ικανοποιητικά. Για αυτό το λόγο τα αποτελέσματα που θα παρουσιαστούν στα επόμενα

κεφάλαια θα αφορούν το σύνολο δεδομένων Chicago FS Vid.



Κεφάλαιο 5

Εξαγωγή Χαρακτηριστικών και

Συστήματα Αναγνώρισης

Σε αυτό το κεφάλαιο θα παρουσιαστούν οι τρόποι με τους οποίους έγινε η εξαγωγή χα

ρακτηριστικών από τις εικόνες του Chicago FS Vid. Κατά κύριο λόγο χρησιμοποιήθηκε το

Tensorflow για την διπλωματική και το Pytorch για ορισμένα μοντέλα καθώς δεν υπήρχαν

στην βιβλιοθήκη του Tensorflow. Η γλώσσα προγραμματισμού είναι η Python και χρησιμο

ποιήθηκε Anaconda Virtual Environment. Στον Πίνακα 5.1 φαίνονται συνοπτικά οι εκδόσεις

και τα χαρακτηριστικά του υπολογιστή.

GPU Nvidia GeForce MX230

Cuda 10.1

Tensorflow 2.2.0

Keras 2.4.3

Python 3.7

Pytorch 1.7.1

Πίνακας 5.1: Χαρακτηριστικά Συστήματος

29
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5.1 Εξαγωγή Χαρακτηριστικών Οπτικής Ροής

Μια χρήσιμη πτυχή στην αναγνώριση νοηματικής γλώσσας είναι η κίνηση των χεριών.

Η οπτική ροή είναι η κίνηση αντικειμένων μεταξύ διαδοχικών εικόνων που προκαλούνται

από τη σχετική κίνηση μεταξύ της κάμερας και των χρηστών της νοηματικής σε αυτή την

περίπτωση. Μπορεί να χωριστεί σε δύο κατηγορίες: αραιή οπτική ροή και πυκνή οπτική ροή

η οποία χρησιμοποιείται σε αυτήν την εργασία. Η πρώτη χρησιμοποιεί μερικά από τα εικο

νοστοιχεία στην εικόνα και παρακολουθεί τα διανύσματα ταχύτητας (κίνηση) τα οποία στη

συνέχεια περνούν στις επόμενες εικόνες για να διασφαλίσουν την ακρίβειά τους. Η τελευ

ταία υπολογίζει τα διανύσματα ροής ολόκληρης της εικόνας, οπότε είναι πιο αργή τεχνική

αλλά πιο ακριβής από την αραιή οπτική ροή. Μόλις εκτιμηθεί η οπτική ροή, οι σχετικές ει

κόνες δημιουργούνται με χρωματισμό των διανυσμάτων ταχύτητας ανάλογα με το μέγεθος

και τον προσανατολισμό τους μεταξύ της ακολουθίας των εικόνων. Για την εκτίμηση της

οπτικής ροής, χρησιμοποιείται ο αλγόριθμος Gunnar Farneback του OpenCV [20]. H οπτική

ροή εξάγεται από τις αρχικές εικόνες.

Στην συνέχεια χρησιμοποιείται ResNet18 προεκπαιδευμένο στο ImageNet για εξαγωγή

των χαρακτηριστικών οπτικής ροής. Το μοντέλο υπάρχει στο Pytorch Model Zoo γ’αυτό

και η υλοποίηση αυτού του κομματιού του κώδικα έγινε με Pytorch στη GPU. Οι εικόνες

γινονται resize σε 224x224x3 και κανονικοποιούνται ενώ από το μοντέλο κρατάμε το Στρώμα

Μέσης Συγκέντρωσης. Έτσι για κάθε εικόνα αποθηκεύεται ένα διάνυσμα μήκους 512 που

θα χρησιμοποιηθεί μετά ως είσοδος στο νέο μοντέλο.

5.2 Εξαγωγή Χαρακτηριστικών Εμφάνισης

Μια ακόμα χρήσιμη πτυχή για την αναγνώριση νοηματικής γλώσσας είναι τα χαρακτη

ριστικά εμφάνισης από τις εικόνες που δίνονται. Τα χέρια περιέχουν τις περισσότερες πλη

ροφορίες και γι’ αυτό εξάγουμε χαρακτηριστικά με χρήση των μοντέλων :

• ResNet18 προεκπαιδευμένο στο ImageNet.

• VGG19 προεκπαιδευμένο στο ImageNet

• Έτοιμα HoG χαρακτηριστικά.

Για το ResNet αλλάζουμε το μέγεθος των εικόνων σε 224 x 224 εικονοστοιχεία και οι

εικόνες κανονικοποιούνται, έτσι για κάθε μια μένει ένα διάνυσμα μήκους 512. Η υλοποίηση
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έγινε με Pytorch όπως και παραπάνω. Για το μοντέλο VGG19 οι εικόνες το μέγεθος των

εικόνων μετατρέπεται σε 64 x 64 εικονοστοιχεία και οι εικόνες κανονικοποιούνται, έτσι για

κάθε εικόνα έχουμε διάνυσμα μήκους 2048. Η υλοποίηση έγινε με Keras. Τα έτοιμα HoG

χαρακτηριστικά είναι στην ουσία ένα διάνυσμα μήκους 128 για κάθε εικόνα.

5.3 Συνδυασμός Χαρακτηριστικών

Μια άλλη μέθοδος που ακολουθήθηκε είναι ο συνδυασμός διαφόρων χαρακτηριστικών

που εξάγαμε παραπάνω. Συγκεκριμένα συνδυάστηκαν τα χαρακτηριστικά του ResNet18 της

οπτικής ροής και αυτά της εμφάνισης οπότε για κάθε εικόνα θα έχουμε πλέον ένα διάνυσμα

μήκους 1024.

5.4 Στατικό Μοντέλο Ταξινόμησης με ΣΝΔ

Για αρχή κατασκευάζεται ένα Στατικό Μοντέλο ταξινόμησης από Συνελικτικά Νευρω

νικά Δίκτυα. Το μοντέλο έχει ως είσοδο τις εικόνες τις ετικέτες για κάθε εικόνα. Οι ετικέτες

είναι οι εξής:

• 1 = NULL

• 0 = Α, 1 = Β, κ.ο.κ

• 26 = Σιωπή στην Αρχή

• 27 = Σιωπή στο Τέλος

Η εκπαίδευση γίνεται endtoend δηλαδή εισάγονται οι εικόνες, γίνεται εξαγωγή χαρα

κτηριστικών τα οποία έπειτα περνάνε από κάποια στρώματα ώστε να γίνει η ταξινόμηση,

όλα στον ίδιο κώδικα. Η διαδικασία φαίνεται στο Σχήμα 5.2.

Σχήμα 5.1: Στατικό Μοντέλο
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Όπως βλέπουμε γίνεται εξαγωγή χαρακτηριστικών τα οποία στην συνέχεια περνούν σε

Dense, Dropout και Batch Normalization στρώματα. Στο τελευταίο βήμα τα χαρακτηριστικά

πηγαίνουν σε Dense Layer με μονάδες ίσες με τον αριθμό των κλάσεων δηλαδή 29 προκει

μένου να γίνει η ταξινόμηση.

Η εκπαίδευση έγινε για 12.000 εικόνες του χρήστη Andy και η δοκιμή για 2000. Σαν

βελτιστοποιητής (optimizer) χρησιμοποιήθηκε Stohastic Gradient Descent (SGD) και σαν

συνάρτηση απώλειας η Sparse Categorical Crossentropy.



5.5 Ακολουθιακό Μοντέλο Εκμάθησης με CTC 33

5.5 Ακολουθιακό Μοντέλο Εκμάθησης με CTC

Στην συνέχεια γίνεται δοκιμή ενός Ακολουθιακού Μοντέλου με Επαναληπτικά Νευρω

νικά Δίκτυα και σαν συνάρτηση απώλειας την CTC. Ο στόχος είναι δηλαδή η μετάφραση

ακολουθίας διανυσμάτων σε ακολουθία γραμμάτων. Για την εκπαίδευση μπορούν είτε να

δοθούν όλα τα δεδομένα, είτε τα δεδομένα του κάθε χρήστη ξεχωριστά. Αυτή τη φορά σαν

ετικέτες χρησιμοποιούνται αυτές που δίνονται για ολόκληρη την ακολουθία εικόνων (όχι για

κάθε εικόνα) και έχουν σταθερό μήκος 13. Οι κατηγορίες είναι λιγότερες πλέον καθώς έχουν

αφαιρεθεί οι σιωπές και έχει προστεθεί η κενή κατηγορία που εισάγει το CTC, άρα συνολικά

υπάρχουν 28 κατηγορίες:

• 1 = NULL

• 0 = Α, 1 = Β, κ.ο.κ

• 27 = CTC blank label

Εδώ πρέπει να σημειωθεί πως για χρήση της συνάρτησης απώλειας CTC πρέπει να πλη

ρούνται κάποιες προυποθέσεις:

1. Οι ετικέτες να είναι θετικοί αριθμοί.

2. Η λέξη να μην έχει μεγαλύτερο μήκος από την ακολουθία των εικόνων.

Για να ισχύει η 1η προυπόθεση ο χαρακτήρας 1 αντικαθίσταται από τον αριθμο 26 ενώ η 2η

προϋπόθεση είναι ήδη καλυμμένη. Το ακολουθιακό μοντέλο συνοπτικά είναι:

Σχήμα 5.2: Ακολουθιακό Μοντέλο

Αναλυτικότερα:
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• Λόγω των απαιτήσεων μνήμης τα δεδομένα δίνονται μέσω γεννήτριας σε σακίδια

(batches) τα οποία πρέπει να έχουν ίδιο μήκος οπότε γίνεται γέμισμα με βάση το μήκος

της μεγαλύτερης ακολουθίας. Αντίστοιχα για τις ετικέτες, παρόλο που στις οδηγίες της

βάσης γράφει πως όλες έχουν μήκος 12, βρέθηκαν ορισμένες περιπτώσεις με μήκος 13

συνεπώς χρειάζεται γέμισμα.

• Οι ακέραιοι όμως που μπήκαν ως τιμές γεμίσματος δεν θα πρέπει να αναγνωρίζονται

ως κομμάτι της ετικέτας ή του διανύσματος, γ’αυτο χρειάζονται τα ΣτρώματαΜάσκας

(Masking) προκειμένου να φιλτράρουν αυτές τις τιμές.

• Στην συνέχεια προστίθεται επαναληπτικά ένας συνδυασμός από Bidirectional RNN

Στρώματα (LSTM ή GRU) και Dropout για μείωση των απωλειών. Οι ακριβείς τιμές

θα αναφερθούν στο επόμενο κεφάλαιο. Ακολουθεί Dense Στρώμα για την ταξινόμηση

με αριθμό μονάδων ίσο με τον αριθμό με τον αριθμό κατηγοριών + 1.

• Τέλος ακολουθεί το CTC στρώμα με παραμέτρους την έξοδο του Dense στρώματος

δηλαδή την πρόβλεψη και τις ετικέτες. Η συνάρτηση απώλειας ”CTC batch cost” που

είναι υλοποιημένη στο Keras, υλοποιεί την CTC συνάρτηση απώλειας του Tensorflow

και χρειάζεται επιπλέον το μήκος εισόδου δηλαδή το μήκος ακολουθίας για κάθε στοι

χείο σακιδίου στην πρόβλεψη, και το μήκος ετικέτας δηλαδή το μήκος των ετικετών

για κάθε στοιχείο του σακιδίου. Αυτές οι παράμετροι υπολογίζονται εσωτερικά στο

CTC στρώμα και δίνονται στην συνάρτηση.

Η εκπαίδευση πραγματοποιείται με βελτιστοποιητή Stohastic Gradient Descent στο Keras

καθώς παρατηρήθηκε οτι συγκλίνει γρηγορότερα. Εισάγεται και η Επανάκληση Πρόωρης

Διακοπής (Early Stopping Callback) του Keras προκειμένου να διασφαλιστεί ότι η εκπαί

δευση θα σταματήσει αν το σφάλμα επικύρωσης μείνει στάσιμο. Η αποκωδικοποίηση του

αποτελέσματος του νευρωνικού γίνεται υλοποιώντας beam search decoding αλγόριθμο σε

Python. Μετράμε τo σφάλμα των γραμμάτων των προβλεπόμενων ακολουθιών, όπως γίνε

ται συνήθως στην αναγνώριση νοηματικής γλώσσας, με το Ποσοστό Σφάλματος Γράμματος

(Letter Error Rate  LER) που βασίζεται στην απόσταση Levenstein [21]:

LER =
S + I +D

N

όπου S, I και D είναι οι αριθμοί αντικαταστάσεων, εισαγωγών και διαγραφών γραμμάτων

(σε σχέση με την πραγματική τιμή) αντίστοιχα, και N το πλήθος των γραμμάτων στην πραγ

ματική τιμή. Προφανώς όσο πιο κοντά στο 1 είναι η τιμή, τόσο το καλύτερο.



Κεφάλαιο 6

Αποτελέσματα

Στο κεφάλαιο αυτό θα παρουσιαστούν τα αποτελέσματα του Στατικού και του Ακολου

θιακού Μοντέλου για την βάση δεδομένων Chicago FS Vid. Θα εξηγηθούν αναλυτικά οι

περιπτώσεις και οι ακριβείς παράμετροι που χρησιμοποιήθηκαν.

6.1 Στατικό Μοντέλο

Για το Στατικό Μοντέλο χρησιμοποιούνται 12.000 εικόνες στην εκπαίδευση, και SGD

optimizer.

• Στην 1η περίπτωση των ResNet χαρακτηριστικών το learning rate=1e2

και το momentum=0.9 και η εκπαίδευση γίνεται για 15 εποχές.

• Στην 2η περίπτωση των VGG χαρακτηριστικών, το learning rate=1e2

και το decay=1e3 ενώ η εκπαίδευση πραγματοποιείται για 20 εποχές.

Το μοντέλο φαίνεται στο Σχήμα 6.1:

Σχήμα 6.1: Στρώματα στατικού μοντέλου

Στον Πίνακα 6.1 παρουσιάζονται τα σφάλματα και οι ακρίβειες για τα δεδομένα ενώ στα

35
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Σχήματα 6.2 και 6.3 φαίνονται κάποιες προβλέψεις σε συνδυασμό με την αληθινή τιμή για

το ResNet και το VGG μοντέλο.

Μοντέλο
Μέγεθος

Σακιδίου
Εποχές

Σφάλμα

Εκπαίδευσης

Σφάλμα

Επικύρωσης

Ακρίβεια

Εκπαίδευσης

Ακρίβεια

Επικύρωσης

Resnet 16 15 0.0183 2.88e06 0.9966 1.00

VGG 32 10 0.0910 0.0095 0.9847 0.9979

Πίνακας 6.1: Αποτελέσματα στατικού μοντέλου

Σχήμα 6.2: Προβλέψεις ResNet και αληθινή Τιμή
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Σχήμα 6.3: Προβλέψεις VGG και αληθινή τιμή

Τέλος δοκιμάζοντας τα μοντέλα για 2000 εικόνες δοκιμής μπορούμε να δούμε τα αποτε

λέσματα στον Πίνακα 6.2.

Μοντέλο Ποσοστό

ResNet 99.95 %

VGG 98.65 %

Πίνακας 6.2: Ποσοστό σωστών προβλέψεων για κάθε μοντέλο

Έτσι λοιπόν είναι προφανές πως το στατικό μοντέλο έχει πολύ καλά αποτελέσματα και

στις 2 περιπτώσεις και αναγνωρίζει τις χειρονομίες με πολύ μεγάλη ακρίβεια. Υλοποιήθηκε

και ένα δοκιμαστικό πρόγραμμα μέσω OpenCV, το οποίο κάνει χρήση της κάμερας του υπο

λογιστή για αναγνώριση σε πραγματικό χρόνο. Στην οθόνη εμφανίζεται ένα βασικό παρά

θυρο που δείχνει την εικόνα της κάμερας και σχηματίζεται ένα κουτί στο οποίο ο χρήστης

πρέπει να τοποθετήσει την παλάμη του, αφού πρώτα εντοπιστεί το φόντο. Στην συνέχεια

ανοίγει 2ο παράθυρο που δείχνει τα περίγραμμα του χεριού που βρίσκεται μέσα στο κουτί,

αφαιρείται το φόντο και εμφανίζεται στην οθόνη το προβλεπόμενο γράμμα. Ο χρήστης μπο

ρεί να αλλάζει τις χειρονομίες του και η αλλαγή γράμματος εντοπίζεται αμέσως.
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6.2 Aκολουθιακό Μοντέλο

Για το ακολουθιακό μοντέλο δοκιμάστηκε μια ποικιλία συνδυασμώνLSTMήGRUστρω

μάτων με Dense και Dropout στρώματα. Χρησιμοποιήθηκε SGD Optimizer καθώς παρατη

ρήθηκε ότι συγκλίνει γρηγορότερα και σαν συνάρτηση απώλειας χρησιμοποιήθηκε η CTC

loss. Πιο συγκεκριμένα η υλοποίηση έγινε μέσω του Keras και η συνάρτηση είναι η ”CTC

batch cost” η οποία υπολογίζει την απώλεια CTC για κάθε σακίδιο. Για την αποκωδικοποί

ηση χρησιμοποιήθηκε beam search με beam width = 5. Για τα μοντέλα που εκπαιδεύτηκαν

στα δεδομένα εκπαίδευσης και επικύρωσης ενός χρήστη, τα δεδομένα δοκιμής είναι 45 βί

ντεο του ίδιου χρήστη. Για τα μοντέλα που εκπαιδεύτηκαν με τα δεδομένα εκπαίδευσης όλων

των χρηστών, τα δεδομένα δοκιμής είναι 551 βίντεο.

6.2.1 Εκπαίδευση με Χαρακτηριστικά Οπτικής Ροής

Τα χαρακτηριστικά οπτικής ροής που εξάγονται μέσω ResNet18 έχουν ενδιαφέροντα

αποτελέσματα καθώς παρόλο που τα losses δεν μηδενίζονται, το μοντέλο συγκλίνει κοντά

στο 30 σε μόλις 2 εποχές.

Εποχές = 10

Τύπος Δικτύου
Μέγεθος

Στρώματος

Μέγεθος

Σακιδίου

Σφάλμα

Εκπαίδευσης

Σφάλμα

Επικύρωσης
LER

Χρόνος

(min)

2 Bidirectional

LSTM
128 & 64 8 28.19 30.69 0.82 96.00

2 Bidirectional

GRU
128 & 64 8 27.64 26.35 0.80 142.43

2 Bidirectional

GRU
128 & 64 32 29.53 32.35 0.87 24.43

2 Bidirectional

GRU
512 & 256 16 30.03 32.98 0.91 68.26

Πίνακας 6.3: Μοντέλο CTC εκπαιδευμένο με χαρακτηριστικά οπτικής ροής για τον χρήστη

Andy

Φαίνεται πως αυξάνοντας το μέγεθος σακιδίου δεν αλλάζει ιδιαίτερα η απόδοση του μο

ντέλου, και το καλύτερο LER επιτυγχάνεται στην 1η περίπτωση με 2 Βidirectional GRU
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στρώματα με 128 και 64 units.

6.2.2 Εκπαίδευση με Χαρακτηριστικά Εμφάνισης

Για την εκπαίδευση με χαρακτηριστικά που εξάγαμε από τις εικόνες με το προεκπαι

δευμένο ResNet18, οι παράμετροι του SGD είναι learning rate=1e2 και decay=1e2. Στον

παρακάτω πίνακα φαίνονται τα αποτελέσματα για τον χρήστη Andy.

Εποχές = 30

Τύπος Δικτύου
Μέγεθος

Στρώματος

Μέγεθος

Σακιδίου

Σφάλμα

Εκπαίδευσης

Σφάλμα

Επικύρωσης
LER

Χρόνος

(min)

Bidirectional

LSTM
512 16 109.152 160.497 0.98 200

2 Bidirectional

LSTM
128 & 64 8 29.09 32.74 0.82 93.79

2 Bidirectional

GRU
128 & 64 8 28.88 41.35 0.83 187

GRU 512 8 STOPS STOPS  

LSTM 512 8 STOPS STOPS  

Πίνακας 6.4: Μοντέλο CTC εκπαιδευμένο με χαρακτηριστικά εμφάνισης από ResNet για τον

χρήστη Andy

Με χρήση GRU και LSTM η εκπαίδευση σταματάει καθώς το σφάλμα επικύρωσης δεν

μειώνεται. Με χρήση ενός Bidirectional LSTM στρώματος με 512 μονάδες τα σφάλματα

όπως φαίνεται είναι πολύ μεγαλύτερα συγκριτικά με την χρήση 2 Bidirectional στρωμάτων.
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Δοκιμάζοντας να εκπαιδεύσουμε το μοντέλο με τα δεδομένα από τους 4 χρήστες έχουμε:

Εποχές = 30

Τύπος Δικτύου
Μέγεθος

Στρώματος

Μέγεθος

Σακιδίου

Σφάλμα

Εκπαίδευσης

Σφάλμα

Επικύρωσης
LER

Χρόνος

(hr)

2 Bidirectional

GRU
128 & 64 8 26.98 23.59 0.85 17

2 Bidirectional

LSTM
128 & 64 8 22.55 21.29 0.83 16

Πίνακας 6.5: Μοντέλο CTC εκπαιδευμένο με χαρακτηριστικά εμφάνισης από ResNet για

όλους τους χρήστες

Θεωρώντας ότι τα Bidirectional GRU και LSTM στρώματα θα έχουν καλύτερη απόδοση,

το μοντέλο εκπαιδεύεται με τα χαρακτηριστικά εμφάνισης όλων των χρηστών της βάσης

δεδομένων. Φαίνεται πως το σφάλμα εκπαίδευσης δεν αλλάζει ιδιαίτερα συγκριτικά με τον

παραπάνω πίνακα όπου η εκπαίδευση έγινε για έναν χρήστη, όμως το σφάλμα επικύρωσης

μειώνεται σημαντικά.

6.2.3 Εκπαίδευση με Συνδυασμό Χαρακτηριστικών

Μπορούμε να δοκιμάσουμε συνδυασμό χαρακτηριστικών οπτικής ροής και ResΝet. Συ

νενώνοντας τα 2 διανύσματα για κάθε εικόνα παίρνουμε ένα διάνυσμα μήκους 1024.

Εποχές = 10

Τύπος Δικτύου
Μέγεθος

Στρώματος

Μέγεθος

Σακιδίου

Σφάλμα

Εκπαίδευσης

Σφάλμα

Επικύρωσης
LER

Χρόνος

(min)

2 Bidirectional

LSTM
128 & 64 8 23.22 25.71 0.80 93.79

2 Bidirectional

GRU
128 & 64 8 27.86 30.42 0.80 125.02

Πίνακας 6.6: Μοντέλο CTC εκπαιδευμένο με συνδυασμό χαρακτηριστικών οπτικής ροής και

ResNet για τον χρήστη Andy

Και πάλι με χρήση Bidirectional LSTM ή GRU το LER είναι στο 0.8.
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6.2.4 Εκπαίδευση με Χαρακτηριστικά HoG

Χρησιμοποιώντας τα έτοιμα χαρακτηριστικά HoG ως είσοδο για το CTC μοντέλο βλέ

πουμε πως στην καλύτερη περίπτωση το μοντέλο επιτυγχάνει σφάλμα=23.57 χωρίς να στα

ματήσει η εκπαίδευση. Οι παράμετροι του SGD είναι learning rate=1e3, decay=1e4.

Τύπος Δικτύου
Μέγεθος

Στρώματος
Εποχές

Μέγεθος

Σακιδίου

Σφάλμα

Εκπαίδευσης

Σφάλμα

Επικύρωσης
LER

Bidirectional

LSTM
256 20 4 23.57 24.89 0.93

Bidirectional

GRU
256 20 16 STOPS STOPS 

2 Bidirectional

GRU
256 & 128 25 4 STOPS STOPS 

2 Bidirectional

GRU
256 & 128 25 8 STOPS STOPS 

Πίνακας 6.7: Μοντέλο CTC εκπαιδευμένο με χαρακτηριστικά HoG για τον χρήστη Andy

Με βάση τα παραπάνω μπορούμε να συμπεράνουμε ότι τα HoG χαρακτηριστικά δεν εί

ναι ιδιαίτερα χρήσιμα αφού η εκπαίδευση διακόπτεται, εκτός ίσως από την περιπτωση του

Bidirectional LSTM. Σε αυτή την περίπτωση η εκπαίδευση διαρκεί 350 λεπτά. Σε όλες τις

περιπτώσεις τα σφάλματα ήταν χαμηλότερα χρησιμοποιώντας 2 Bidirectional LSTM ή GRU

στρώματα αντί ενός. Επιπλέον για την εκπαίδευση με χαρακτηριστικά οπτικής ροής χρειά

ζονται μόνο 10 εποχές ώστε το μοντέλο να συγκλίνει σε σχέση με τα χαρακτηριστικά εμφά

νισης που χρειάζονται 30. Για όλες σχεδόν τις δοκιμές το SGD φτάνει σε μια τοπικά ελάχι

στη τιμή και δεν επιδέχεται βελτίωση. Συνεπώς και τα ποσοστά σφάλματος γράμματος είναι

υψηλά και στην καλύτερη περίπτωση έχουμε LER=0.8 με τον συνδυασμό χαρακτηριστικών.





Κεφάλαιο 7

Συμπεράσματα

Σε αυτό το κεφάλαιο θα γίνει σύνοψη των αποτελεσμάτων του στατικού και του ακολου

θιακού μοντέλου και σύγκριση των διαφόρων αρχιτεκτονικών με βάση την δυσκολία στην

υλοποίηση και την απόδοση τους. Επιπλέον θα προταθούν μελλοντικές τροποποιήσεις που

θα μπορούσαν να βελτιώσουν τα αποτελέσματα του ακολουθιακού μοντέλου.

7.1 Σύνοψη και Συμπεράσματα

Ηδιασικασία μετάφρασης δακτυλοσυλλαβισμού από βίντεο είναι μια σχετικά πολύπλοκη

διαδικασία η οποία εξαρτάται από την μορφή και το πλήθος των δεδομένων που δίνονται.

Αναφορικά με την βάση Chicago FS Wild, τα βίντεο περιείχαν πληθώρα γρήγορων κινή

σεων, μεγάλο πλήθος χρηστών και διαφορετικές γωνίες βιντεοσκόπησης και φωτισμό. Αυτό

καθιστά την διαδικασία του εντοπισμού χεριού εμφανώς δυσκολότερη, και ακόμα και με την

αφαίρεση όσο το δυνατόν περισσότερων εντοπισμών του λάθος χεριού, τα αποτελέσματα

των δοκιμών με ακολουθιακό μοντέλο και CTC δεν ήταν καλά. Δοκιμάζοντας διαφορετι

κές μεθόδους εξαγωγής χαρακτηριστικών και συνδυασμό αυτών δεν παρατηρήθηκε κάποια

βελτίωση για αυτό και δεν αναφέρθηκαν ποσοτικά αποτελέσματα στην διπλωματική.

Όσον αφορά την βάση Chicago FS Vid, δεν χρειάστηκε ο εντοπισμός χεριού. Όπως φά

νηκε το στατικό μοντέλο αποδίδει καλά και οι απώλειες είναι σχεδόν μηδενικές ενώ η υλοποί

ηση είναι απλούστερη. To ακολουθιακό μοντέλο είναι πιο πολύπλοκο τόσο στην υλοποίηση

όσο και στην διαδικασία των δοκιμών καθώς έπρεπε να επιλεχθεί και η κατάλληλη τιμή για

το beam search decoding. Καταλήγουμε σε αυτήν την περίπτωση στο ότι πιθανόν χρειάζεται

κάποια άλλη πιο εξελιγμένη αρχιτεκτονική ώστε να υπάρξει θετική αλλαγή.
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7.2 Μελλοντικές Επεκτάσεις

Για την βάση δεδομένων Chicago FSWild, παίζει κυρίαρχο ρόλο ο εντοπισμός του κινού

μενου χεριού. Εφόσον οι αλγόριθμοι εντοπισμού χεριών δεν διακρίνουν το κινούμενο χέρι,

θα μπορούσαν αντί αυτού να χρησιμοποιηθούν αλγόριθμοι ανίχνευσης κίνησης. Συνδυάζον

τας την οπτική ροή των εικόνων με ανίχνευση χεριών και περιορίζοντας την αλλαγή χεριών

πιθανόν να εντοπιζόταν μόνο το χέρι που συμμετέχει στην νοηματική. Αυτό θα μπορούσε να

επιτευχθεί με χρήση Faster RCNN [11] για εντοπισμό των παραλληλογράμμων οριοθέτησης

και Μη Μέγιστη Καταστολή (Non Maxima Supression  NMS) για απαλοιφή πολλαπλών

παραλληλογράμμων σε μια εικόνα. Ένας άλλος τρόπος θα ήταν η χρήση του OpenPose [22]

για εντοπισμό των άκρων και η διατήρηση μόνο εκείνων που μας ενδιαφέρουν. Πέρα από

τον εντοπισμό χεριού, και ο όγκος των δεδομένων παίζει σημαντικό ρόλο καθώς και στο [6]

οι συγγραφείς χρησιμοποιούν 7304 βίντεο ενώ εμείς 2253 λόγω περιορισμένου χώρου. Έτσι

αυξάνοντας τα δεδομένα πιθανόν το αποτέλεσμα να γινόταν καλύτερο.

Φυσικά υπάρχει πληθώρα μοντέλων για εξαγωγή χαρακτηριστικών οπότε πιθανόν δο

κιμές με αυτά να βελτίωναν το αποτέλεσμα του ακολουθιακού μοντέλου. Εκτός αυτών, η

εισαγωγή του μηχανισμού προσοχής [9] στο ακολουθιακό μοντέλο αντί του CTC θα του

επέτρεπε να δώσει έμφαση σε χρησιμότερες πληροφορίες και πιθανόν να είχε διαφορετικό

αποτέλεσμα. Τέλος μια μέθοδος που θα κάλυπτε και την διαδικασία εντοπισμού χεριών είναι

η χρήση μηχανισμού Transformer [23] για αναγνώριση και μετάφραση νοηματικής.
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